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14 Anzahl ung̈ultiger Läufe je Algorithmus . . . . . . . . . . . . . . . . 177

15 Fahrstuhl-Laufzeiten von 100 Simulationen . . . . . . . . . . . . . . 179

16 Fahrstuhl-Unterschiede bei einer Simulation . . . . . . . . . . . . . . 180

17 Fahrstuhl-Unterschiede bei Mittelung von 100 Simulationen . . . . . 180

8



1 Vorwort

Die Teilnahme an einer Projektgruppe ist Pflichtbestandteil der Studiengänge Infor-
matik und Angewandte Informatik der Universität Dortmund. Im Zeitraum von zwei
Semestern wird in einem Team von bis zu zwölf Studierenden eine komplexe Aufgabe
bearbeitet. Die Aufgabe der PG-447 war es, eine plattformunabhängige Arbeitsum-
gebung f̈ur die Mehrzieloptimierung mit heuristischen Verfahren zu erstellen. Diese
wurde dann u. a. an zwei praktischen Problemen von uns getestet.

Wir wollen uns bei den Menschen bedanken, die uns bei der Erfüllung dieser Auf-
gabe geholfen haben.
An erster Stelle wollen wir uns bei unseren Betreuern Thomas Bartz-Beielstein, Karl-
heinz Schmitt, J̈orn Mehnen und Tim Richard bedanken, die uns mit Rat, Tat und Kritik
zur Seite standen. Wir bedanken uns auch bei Michael Emmerich für seinen Vortrag
über die Anwenderumgebung TOP (Tool for Optimizing Parameters). Diese diente uns
als Richtungsweiser. Die Temperierbohrer sagen ein

”
Danke“ an Herrn Thomas Mi-

chelitsch f̈ur die Bereitstellung des Simulators
”
Evolver“ sowie f̈ur die Untersẗutzung

und die Beantwortung zahlreicher Fragen. Die Metriker bedanken sich bei den Auto-
ren des SMS-EMOA: Michael Emmerich, Nicola Beume und Boris Naujoks für die
Bereitstellung des C-Quellcodes. Vielen Dank an Boris Naujoks, Karlheinz Schmitt
und Klaus Friedrichs, die uns bei der Fehlersuche und bei der Klärung des Pḧano-
mens auf ZDT-Funktionen beratend und unterstützend zur Seite standen. Desweiteren
danken wir dem Administrator Ulli Hermes für seine Unterstützung bei technischen
Problemen. Wir bedanken uns bei allen, die an den Programmen mitgearbeitet haben,
welche uns kostenlos zur Verfügung standen.
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2 EINLEITUNG

2 Einleitung

Diese Einleitung soll einen kurzen Einblick in die Problemstellung und den Ablauf der
Projektgruppe447

”
Metaheuristiken f̈ur die mehrkriterielle Optimierung“ (PG447) ge-

ben.
Aufgabe der PG447 war es, innerhalb des Sommersemesters2004 und des Winterse-
mesters2004/2005 ein Softwareprodukt zu erstellen, das als Experimentier-Umgebung
für die Mehrzieloptimierung mit heuristischen Verfahren dienen sollte. Diese Umge-
bung sollte objektorientiert implementiert werden und eine offene Schnittstelle zur Er-
weiterung zur Verf̈ugung stellen. Außerdem sollten verschiedene Heuristiken, Bewer-
tungsfunktionen, Visualisierungs-Tools und Testprobleme bzw. Anwendungsprobleme
in dieser Umgebung integriert werden. Die Experimentier-Umgebung sollte durch die
PG447-Teilnehmer entwickelt und angewendet werden, um mit den heuristischen Ver-
fahren empirisch zu forschen und praxis-bezogene Ergebnisse zu erhalten.
Diese Arbeit wurde erfolgreich durchgeführt und ein Tool mit dem NamenNObELT-
JE – N-Objective Evolutionary Learning-Tool in a Java Environmenterstellt, f̈ur das
bereits im Sommersemester alle Grundfunktionen fertig gestellt wurden.
Das zweite Projekt-Semester diente zur Weiterentwicklung dieser Software und zur
Erforschung von Meta-Heuristiken.NObELTJEist unter der GPL Lizenz erhältlich,
Details dazu im Kapitel Lizenz (siehe 6.3).
Im Folgendem wird auf die Gliederung des Gesamtdokuments (siehe 2.1) und den
zeitlichen Ablauf der Projektgruppe (siehe 2.2) eingegangen.

2.1 Aufbau des Endberichts

In diesem Dokument werden die Funktionalität von NObELTJEund die erzielten
Forschungs-Ergebnisse vorgestellt,über dessen Struktur nun ein̈Uberblick gegeben
wird. Nach der kurzen Einleitung (Kapitel 2), wird auf die Arbeitsorganisation (Ka-
pitel 3) eingegangen, die einen Einblick in die Struktur einer Teamsitzung und der
internen Kommunikation gibt.

Das Kapitel 4 bescḧaftigt sich mit der Softwareentwicklung. Es werden die Entwick-
lungstools, das Konzept, das die PG447 bei der Entwicklung vonNObELTJEbefolgte,
und die Verifikation desselben beschrieben.

Das Softwareprodukt wird im Kapitel 5 erläutert. Die PG447 entwickelte im ersten
Semester den größten Teil der Klassen und Pakete. Die PG lernte in der Seminar-
phase zu Anfang des ersten Semesters eine Reihe von heuristischen Verfahren (siehe
Kapitel 5.1) kennen, die implementiert werden sollten, um auf Optimierungsproble-
me angewendet zu werden. Aus diesen Heuristiken wurden im ersten Semester zwei
evolution̈are Strategien, zwei Particle Swarm Optimization Ansätze, ein genetischer
Algorithmus, ein R̈auber-Beute-Algorithmus und ein Tabu Search-Ansatz ausgewählt
und implementiert. F̈ur die zweite Phase der Projektgruppe sollte der SMS-EMOA-
Algorithmus implementiert und erweitert werden.
Um diese Algorithmen zu beurteilen, wurden Metriken (siehe Kapitel 5.2) benutzt,
und zwar die Euklid-Metrik, die C-Metrik und die S-Metrik. Die PG versuchte weite-
re Metriken zu entwickeln. Neben den Metriken wurden weitere Analyse-Tools (siehe
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2.2 Zeitplan

Kapitel 5.3) zur Beurteilung der Ergebnisse der einzelnen Algorithmen (Heuristiken)
umgesetzt, dazu sollten Statistik- bzw. Visualisations-Tools, die die Ergebnisse und de-
ren Metrik-Werte darstellen, implementiert werden. Die Algorithmen wurden bereits
im ersten Semester auf Testfunktionen (siehe Kapitel 5.4) angewendet, speziell wurde
eine Funktion von Fonseca, das Knapsackproblem und die Double Parabola imple-
mentiert. Das zweite Semester sollte weitere Testfunktionen (die ZDT-Funktionen, die
H-IV von Deb, und eine Schaffer-Funktion), bzw. die Anbindung an das Fahrstuhl-
und Temperierbohrungsproblem hervorbringen.
Danach werden Tools und andere Hilfsklassen erläutert, die zur Darstellung von Er-
gebnissen und der M̈oglichkeit der Erstellung von Designs für Versuchspl̈ane entwi-
ckelt wurden (siehe Kapitel 5.5).

Im Anschluss an das Software-Kapitel werden im Kapitel 6 die Benutzung der einzel-
nen Klassen und die M̈oglichkeit beschrieben, das Projekt um eigene Komponenten zu
erweitern.

Die PG447 erschufNObELTJE, um Meta-Heuristiken zu erforschen, Aussagenüber
deren Verhaltensweisen im Bezug auf das Temperierbohrungs- bzw. Fahrstuhlproblem,
deren Robustheit und Darstellungsmöglichkeiten zu erhalten. Das Kapitel 7 ist all den
Ergebnissen der Forschungen der PG447 gewidmet, die innerhalb des zweiten Semes-
ters erfolgten.

Das Kapitel 8 gibt dem Leser einen̈Uberblicküber erreichte Ziele und Ergebnisse.

2.2 Zeitplan

Die PG447 arbeitete im Verlauf der beiden Semester nicht immer gemeinsam an ei-
ner Aufgabe mit einer Gruppenstärke von zẅolf Personen. In diesem Teil soll kurz
erläutert werden, wie die Gesamtgruppe in Kleingruppen aufgeteilt wurde, um einzel-
ne Aufgaben, Forschungen und Entwicklungen durchzuführen. Die PG447 arbeitete
zusammen an dem Zwischenbericht, dem Endbericht und an dem Endvortrag.

2.2.1 Erstes Semester

Bereits im ersten Semester, dem Sommersemester2004, wurde abḧangig von der mo-
dularen Struktur des ProjektsNObELTJEin folgenden Kleingruppen gearbeitet:

”
Al-

gorithmen“,
”
Testfunktionen“,

”
Metriken-Analyse-Visualisierung“ (MetAnaVisu) und

”
Design-Schnittstelle“.

Die Gruppen arbeiteten selbständig, dokumentierten ihre Arbeit imWiki (beschrieben
in Kapitel 4.1) und berichteten̈uber Fortschritte in den Teamsitzungen, dabeiänderten
die Kleingruppen-Mitglieder ihre Gruppenzugehörigkeit mehrmals. Die Tabelle 1 gibt
einen Einblick in die ben̈otigte Zeit der jeweiligen Kleingruppen in Kalenderwochen
für die einzelnen Phasen der Entwicklung vonNObELTJE.
Im Verlauf des ersten Semesters gab es mehrere Phasen, die die Kleingruppen durch-
laufen haben. Auff̈allig ist z. B. der Verlauf der Kleingruppe Testfunktionen, derähn-
lich zu anderen Kleingruppen ist. In den Kalenderwochen19, 21 und25 (siehe Tabelle
1) plante und suchte die Gruppe nach Testfunktionen, in den jeweiligen Wochen nach
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2 EINLEITUNG

der Planung wurden diese implementiert und am Ende des Semester noch getestet.
Die Projektgruppe wechselte immer wieder, je nach Ansprüchen, die aus der Grup-
pe selbst an die jeweilige Teilgruppe gestellt wurden, ihren Modus von Plan- (P) und
Implementierungs-Phasen (I). Die Tabelle 1 zeigt auch, dass in den Kalenderwochen
24 − 25 neue Teilgruppen entstanden, die eine Auswahl von verschiedenen heuristi-
schen Verfahren planten und implementierten.

Tabelle 1: Arbeitsaufwand der Kleingruppen im Sommersemester2004
Kalenderwoche 17 18 19 20 21 22 23 24 25 26 27 28 29 30 31
Seminar •
Anforderung • • • •
Use-Cases • •
TestAlgo P I T
OnePlusOnePG P I T
MueRhoLES P I IT T
PredatorPrey P I IT IT
MopsoOne P I I IT IT
BasisGAPG PI I I I IT
TabuSearch P I I I T
Testfunktionen PI I P I I I PI I T T
MetAnaVisu P I PI I I I PI I T
Schnittstellen P P PI I I
Design P PI I T
Klassen-
diagramme

• •

Zwischenbericht • • • • • • •
Legende:

P=Planung; I=Implementierung; T=Tests mit JUnit

2.2.2 Zweites Semester

Aufgrund der positiven Erfahrung mit den Kleingruppen und deren Effektivität sollte
im zweiten Semester, dem Wintersemester2004/2005, eine solche Einteilung wieder-
holt werden.
Zu Beginn wurde wieder ein Zeitplan erstellt. Die Mitglieder erkannten das dieser
Plan nicht eingehalten werden konnte und erarbeiteten sich in der Kalenderwoche44
(siehe Tabelle 2) Fragestellungen (F) für ihre jeweilige Teilgruppe. Es wurden fol-
gende Teilgruppen gebildet:

”
Visualisierung“,

”
Robustheit“,

”
Metriken-Selektion“ und

die
”
Praxisanwendungen“, die in die die Teilgruppen

”
Fahrstuhlproblem“ und

”
Tem-

perierbohrungsproblem“ weiter unterteilt wurden. Die unten stehende Tabelle 2 stellt
den Weg, den die Gruppen zur Lösung ihrer Fragen gegangen sind, im zeitlichem Ab-
lauf dar. Dabei ist es sehr deutlich zu erkennen, dass ein dynamischer Wechsel von
Experimentier- (Ex), Implementations- (I) und Auswertungs-Phasen (A)über das ge-
samte Semester stattfand.
Während die Kleingruppen ihre Experimente durchführten, wurden weitere Tools im-
plementiert, Anpassungen der Simulatoren und Algorithmen und die Auswertung be-
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2.2 Zeitplan

reits beendeter Experimente vorgenommen. Dies kann man in der Tabelle 2 am Bei-
spiel der Gruppe

”
Robustheit“ gut erkennen. Diese startete bereits in der KW45 ihre

ersten Experimente, da sie bereits inNObELTJEimplementierte Algorithmen untersu-
chen wollte. Aufgrund der Ergebnisse dieser Experimente stellte sich die Gruppe neue
speziellere Fragestellungen und implementierte weitere Analyse-Tools. Dieser Prozess
wiederholte sich bis in die Kalenderwoche02 (siehe Tabelle 2).

Tabelle 2: Arbeitsaufwand der Kleingruppen im Wintersemester2004/2005
Kalenderwoche 44 45 46 47 48 49 50 51 52 53 01 02 03 04 05
Visualisierung F Ei Ei

I
I
Ex

I
Ex

I I
Ex

I
Ex

I
Ex

Metriken-
Selektion

F Ei I I
Ex

I
Ex
A

I
Ex
A

I
Ex

I
Ex
A

Ex Ex Ex
A

Ex
A

Robustheit F Ex
I
Ei
A

Ex
I
F

Ex
I
A

Ex
I
A

Ex
I
A

Ex
I

Ex
I

Ex
I

Ex
I
A

Ex
I
A

Ex
I
A

Temperierboh-
rung

F Ei
I

Ex
I

Ex
A

Ex
I
A

Ex
A

Ex Ex Ex Ex Ex
A

Ex
A

Fahrstuhl F Ei I I
Ex

Ex I
Ex

I
Ex

Ex I
Ex
A

Ex Ex
A

Ex
A

Endbericht • • • • •
Endvortrag • •

Legende:
A=Auswertung der Experimente; Ei=Einarbeitung in die Teilgebiete; Ex=Experimente; F=Fragestellung für die

Kleingruppe festgelegt; I=Implementierungen
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3 ARBEITSORGANISATION

3 Arbeitsorganisation

Um unserer Arbeit eine Richtung zu geben und auftretende Probleme und Fragen dis-
kutieren zu k̈onnen, fanden regelm̈aßige Treffen am Lehrstuhl 11 statt. Für diese Sit-
zungen gab es immer einen Protokollanten und einen Sitzungsleiter. Diese Aufgaben
musste jeder Teilnehmerübernehmen, wobei man bei der Auswahl zyklisch nach dem
Alphabet vorging. Das Protokoll sollte spätestens am n̈achsten Tag f̈ur alle einseh-
bar sein, um schellstm̈oglich allen Teilnehmern einëUbersichtüber die gefassten Be-
schl̈usse zu erm̈oglichen.

Die Aufgaben des Sitzungsleiters beinhalteten neben der Vorbereitung der Sitzung die
Moderation der Versammlungen, die Leitung der Diskussionen sowie das Vorantreiben
und Lenken der Gruppe im Sinne der Themen, damit das Projekt als solches sich stets
weiter entwickeln konnte. Um dieses zu erreichen, wurde vereinbart, am Vortag die
Tagesordnung mit den einzelnen Punkten, die in der kommenden Sitzung besprochen
werden sollten, insWiki (siehe Kapitel 4.1) zu stellen. Jeder Teilnehmer hatte so die
Möglichkeit, weitere Punkte der Tagesordnung bei Bedarf hinzuzufügen.

Bez̈uglich der Aufgaben der Protokollführung und Sitzungsleitung sollte auch der er-
zielte Lerneffekt nicht verschwiegen werden. Anfangs liefen die Sitzungen weniger
geordnet ab, die Protokolle wiesen noch etliche Mängel auf. Es zeigte sich bei allen
Teilnehmern eine deutliche Verbesserung bei der Wahrnehmung dieser Aufgaben im
Laufe der PG.

Um die Kommunikation innerhalb der Sitzungen effizienter zu gestalten, haben wir ein
paar

”
Kommunikationsregeln“ vereinbart, die im Folgenden kurz vorgestellt werden.

Diese Regeln haben im wesentlich dazu beigetragen, dass Diskussionen sachlich und
geordnet abliefen.

Einführung eines Kommunikationsballs In den Sitzungen wurde die Nutzung
eines Balles eingeführt um eine eindeutige Regelung der Wortfolge zu gewähr-
leisten. Nur derjenige, der den Ball in der Hand hielt, durfte reden.

Kurze Zusammenfassung der erzielten Ergebnisse Nach Beschl̈ussen oder
nach Beendigung eines Tagesordnungspunktes hat der Sitzungsleiter gefasste
Beschl̈usse oder Ergebnisse einer Diskussion kurz zusammengefasst. So konn-
te der Protokollant die Kernaussage mit seinen Aufzeichnungen abgleichen und
die einzelnen Sitzungsteilnehmer bekamen das endgültige Resultat noch einmal
vor Augen gef̈uhrt.

Wörterbuch Die PG bescḧaftigte sich mit einem großen Themenkomplex, in dem
viele Fachbegriffe verwendet wurden. Um alle Teilnehmer auf einen Wissens-
stand zu bringen, haben wir imWiki eine Seite erstellt, auf der ein Lexikon sowie
eine Vokabelliste gepflegt wurden.

Nach jeder Sitzung gab es eine Feedback-Runde. Jeder Sitzungsteilnehmer konnte
dann dem Sitzungsleiter mitteilen, welche Aspekte der Sitzungsleitung ihm gut ge-
fielen, was nicht gut war und ihm generelle Verbesserungsvorschläge geben. Im An-
schluss̈außerte der Sitzungsleiter seine Meinungüber das Verhalten der Gruppe und
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den Verlauf der Sitzung.

Diese Sitzungen fanden im Plenum und während des ersten PG-Semesters zweimal
wöchentlich statt und dauerten in der Regel zwei Stunden. Natürlich wurden Teilarbei-
ten an Kleingruppen delegiert, die sich neben diesen Versammlungen auch innerhalb
ihrer Gruppe getroffen und abgesprochen haben. Die Ergebnisse der so bearbeiteten
Aufgaben wurden zwischendurch und nach Abschluss der Arbeiten im Plenum vorge-
stellt und ggf. diskutiert.

Da zu Beginn des zweiten PG-Semesters eine besonders intensive Arbeit in auf Teil-
gebiete spezialisierten Kleingruppen erforderlich war, wurde zeitweise nur noch eine
wöchentliche Gesamtsitzung durchgeführt, in der fast ausschließlich die Ergebnisse
der Kleingruppen vorgestellt und geprüft wurden. So sollte den Fachgruppen mehr
Raum f̈ur ihre Entwicklungs- und Forschungsarbeit gewährt werden.

Die Folge davon war jedoch, dass in der wöchentlichen Sitzung doch rasch zu vie-
le Inhalte bearbeitet werden mussten, sodass kaum noch ein Austausch der Gruppen
untereinander stattfinden konnte und die Kommunikation untereinander erheblich litt.
Das f̈uhrte dazu, dass (z. B. aufgrund des Zeitdrucks oder mangelnder Kenntnisse der
Vorgänge in den anderen Teilgruppen) bei den Sitzungen Aufgaben nicht klar definiert
oder verteilt und somit Arbeiten zum Teil unkoordiniert oder doppelt erledigt wurden.

Als der Gespr̈achsbedarf zu groß wurde und durch die wöchentliche Sitzung nicht
mehr gedeckt werden konnte, wurde wieder auf das Modell des ersten Semesters mit
zwei wöchentlichen Sitzungen gewechselt und somit dafür Sorge getragen, dass die
Einzelergebnisse der Untergruppen sich wieder in Richtung eines Gesamtergebnisses
der gesamten Gruppe entwickelten.
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4 SOFTWAREENTWICKLUNG

4 Softwareentwicklung

Dieses Kapitel beschreibt den von der PG447 eingeschlagenen Entwicklungsprozess.
Es werden zun̈achst die vielen Tools und Programme vorgestellt, die wir in den beiden
Semestern verwendet haben.
Danach folgt eine Erläuterung unserer Aufgabenstellung und dem daraus resultieren-
den Entwicklungsprozess. Am Schluss wird noch einmal gesondert auf die Verifikation
unserer Software eingegangen.

4.1 Verwendete Tools

Um die Ziele der PG erreichen zu können, waren wir auf viele Tools angewiesen,
die unsere Arbeit erst erm̈oglicht haben oder diese zumindest deutlich erleichterten.
Hier werden nun die verschiedenen Werkzeuge, mit denen wir gearbeitet haben, kurz
aufgef̈uhrt. In sp̈ateren Kapiteln wird auf einige dieser Tools noch näher eingegangen,
wenn sie im unmittelbaren Zusammenhang zu den Ergebnissen der PG stehen.

Java Die gesamte Software, die im Rahmen dieser PG entstanden ist, wurde in der
SpracheJavageschrieben.Javaist eine objektorientierte, plattformunabhängige
Programmiersprache der FirmaSun Microsystems, die haupts̈achlich unter der
Führung von James Gosling entwickelt wurde.

CVS Um gemeinsam die Dateien zu verwalten undÄnderungen f̈ur alle zug̈anglich
zu machen, haben wir uns für das ToolCVS(Concurrent Versions System) ent-
schieden. Dieses stellt eine zentrale Sammelstelle für die unterschiedlichen Da-
teien dar. Vorteilhaft an diesem Tool ist, dass eine Versionskontrolle integriert
ist, so dass̈altere Versionen einer Datei jederzeit wiederübernommen werden
können. Zudem bietet dasCVSdie Möglichkeit, Dateien gleichzeitig bearbeiten
zu können; falls Konflikte auftreten, können diese mittelsCVSgelöst werden.
Dieses Tool hat sich bei unserer PG als sehr geeignet erwiesen. ImCVShaben
wir nicht nur unseren Programmcode verwaltet, sondern auch die Seminaraus-
arbeitungen, den Zwischenbericht sowie die Texte zu diesem Endbericht.
Die Nachteile vonCVS, wie beispielsweise die ineffiziente Speicherung von
Binärdateien und Probleme beim Verschieben und Umbenennen von Dateien,
haben die PG nicht stark in ihrer Arbeit beeinflusst. Jedoch sollte dies bedacht
werden, insbesondere bei Projekten, die ein häufiges Refactoring durchlaufen.

Wiki Auf der Suche nach einem geeigneten Kommunikationstool haben wir uns, ana-
log zu der Vorg̈anger-PG 431 MooN, für das ToolWiki entschieden. Wir haben
dafür einUseMod-Wikiauf einem externen Server aufgesetzt, welches sich ins-
besondere durch seine Zuverlässigkeit ẅahrend der gesamt Zeit auszeichnete.
Durch Beamer und Laptop hatten wir in den meisten Teamsitzungen auch di-
rekten Zugriff auf dasWiki. Dieses unterstützte uns in vielen Bereichen. Einige
Beispiele:

• Die Tagesordnung zu jeder Sitzung wurde in dasWiki gestellt. Dadurch
konnte jeder Teilnehmer sowohl problemlos Anmerkungen notieren, als
auch die Tagesordnung direkt ergänzen oder umstellen. Nach den Sitzun-
gen wurde das Protokoll imWiki veröffentlicht.
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• Termine f̈ur Treffen in den Kleingruppen wurden größtenteils̈uber dasWi-
ki abgesprochen.

• DasWikidiente als Sammelort für alle relevanten Dinge wie aktuelle Links,
Informationen zu verschiedenen Tools usw. Weiterhin wurden wichtige
Daten, wie z. B. eine detaillierte Beschreibung zu den Fortschritten in den
einzelnen Gruppen, insWiki gestellt, so dass alle Teilnehmer sich zu jeder
Zeit über den Stand der Arbeit in den Kleingruppen informieren konnten.

• Die Sammlung von Fehlern und auch die Liste, wer gerade woran arbeitet,
hat sich als sehr vorteilhaft erwiesen und half bei der Koordination, vor
allem in der Implementierungs-Phase.

• Insbesondere im zweiten Semester wurden Ergebnisse der Kleingruppen
mit Hilfe desWikis pr̈asentiert und Zeitpläne und Aufgabenzuordnungen
direkt imWiki festgehalten.

Insgesamt stellte sich dasWiki als generelle Kommunikationsplattform als sehr
vorteilhaft heraus.

Forum Zu Beginn der PG wurde ein Forum gewünscht, in dem man aktuelle Pro-
bleme diskutieren und besprechen könnte. Es stellte sich jedoch während des
ersten Semesters heraus, dass dieses Forum nur anfangs häufig benutzt wurde.
Diesänderte sich auch im zweiten Semester nicht.

Latex Für die Dokumentation und andere wichtige Schriftstücke, wie auch f̈ur die-
sen Endbericht, haben wir uns geeinigt,pdflatexzu verwenden. Dadurch wird
ermöglicht, dass umfangreiche Dokumente in Modulen geschrieben und an-
schließend zu einem Dokument zusammengefügt werden k̈onnen.
Anfangs gab es bei einigen Teilnehmern Schwierigkeiten, da LATEX eine doch
sehr eigene Syntax darstellt. Vorteilhaft ist, dass unabhängig vom Betriebssys-
tem gearbeitet werden konnte. Zudem bietet LATEX sehr viele M̈oglichkeiten, wie
z. B. eine gute Darstellung von komplexen Formeln.

Eclipse Eclipseist ein Framework f̈ur Programmierumgebungen mit einem Plugin
für die Java-Entwicklung, welches die Implementierung vereinfacht.Eclipse
zeigt Syntaxfehler an und hilft damit, Fehler in der Implementierung zu ver-
hindern. Ein weiterer Vorteil vonEclipseist die kompletteCVS-Integration, mit
der man einCVS-Projekt verwalten kann. DaEclipsekostenlos erḧaltlich ist und
auf vielen Plattformen läuft, haben wir uns auf dieses Tool geeinigt. Weitere In-
formationen zuEclipsekann man unter [2] erhalten.

JUDE Im Gegensatz zu dem EntwicklungstoolTogetherbietetEclipseleider keine
Möglichkeit, ohne ein entsprechendes Plugin, UML-Diagramme zu erstellen.
Von daher wurde nach einer betriebssystemunabhängigen, kosteng̈unstigen Al-
ternative zum Erstellen von UML-Diagrammen gesucht. Entschieden haben wir
uns f̈ur das ToolJUDE, welches einfach zu bedienen ist und die wesentlichen
Funktionaliẗaten untersẗutzt. Ein Nachteil ist jedoch die fehlende Exportfunktion
für Vektorgrafiken. Mehr Informationen zu diesem Programm erhält man unter
[3].
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Gnuplot Um die Ergebnisse unserer Implementierung auch grafisch darzustellen, ha-
ben wir das ToolGnuplotbenutzt. Zun̈achst mit manuellen Aufrufen, die jedoch
sp̈ater weitgehend automatisiert wurden. Viele unserer Visualisierungstools, wie
derBohrVisualizer 5.3.7, verwendenGnuplotzur Onlinedarstellung oder
Erzeugung von Bilddateien. Eine offizielleGnuplot-Dokumentation ist unter [4]
zu finden.

JUnit JUnit ist ein Framework f̈ur Klassentests. Mit diesem haben wir für alle wich-
tigen Klassen-Funktionstests erstellt.

GGobi Zur Visualisierung mehrdimensionaler Daten haben wir ab dem zweiten Se-
mester auchGGobieingesetzt. Dies ist eine Weiterentwicklung vonXGobi, die
es erm̈oglicht verschiedene Darstellungen der Daten gleichzeitig anzuzeigen.

R R ist eine Sprache und eine Statistikumgebung. Es kann als Open-Source-Imple-
mentierung der StatistiksoftwareS gesehen werden, welche zur Standardsoft-
ware der Statistik geḧort. Mit R kann man statistische Auswertungen und Vi-
sualisierungen realisieren. Man spricht von einer Umgebung beiR, da sich diese
aus vielen Programmen und Plugins zusammensetzt. Im Laufe der PG sind ei-
nige Tools entstanden, dieR einsetzen, um die erzeugten Daten auszuwerten.
Viele der Plots in diesem Endbericht, beispielsweise die Plots im Kapitel 7.3.2,
entstanden mitR.

4.2 Implementierungskonzept

Die Entwicklung vonNObELTJEstellte die PG vor einige Herausforderungen. Dies
lag insbesondere an der relativ freien Aufgabenstellung. Unser Ziel war es, eine

”
Ex-

perimentier-Umgebung für die Mehrzieloptimierung mit heuristischen Verfahren“ zu
erstellen. Da es kein Pflichtenheft oder eine vorgegebene Anforderungsdefinition gab,
lag es an uns, diese Anforderungen genau zu definieren. Dies ist der Grund, wes-
halb wir nicht die klassischen Verfahren der objektorientierten Softwareentwicklung
anwenden konnten. Denn diese Verfahren zielen darauf ab, ein Design für die Ent-
wicklung zu erstellen. Dieses basiert auf den Erkenntnissen einer Analysephase. Eine
klassische Analyse besteht jedoch insbesondere daraus, einen Ist- und einen Sollzu-
stand zu ermitteln. Da die PG ein neues Projekt ohne bekannte Nutzergruppe erstel-
len sollte, fehlte der Istzustand. Für den Sollzustand wurden von den Betreuern keine
strikten Vorgaben gemacht, wodurch man der PG, auch für ihre eigene Forschung,
viel Freiraum ließ. Da die Teilnehmer zwar einiges an Fachwissen hatten, aber nur we-
nig Praxiserfahrung im Umgang mit Mehrzieloptimierung und Metaheuristiken, wurde
zun̈achst ein Konzept erstellt.

Die erste Frage war, wer diese Software nutzen soll und welche Aktivitäten diese An-
wender mit der Software durchführen k̈onnen sollten. Im Wesentlichen sind dies für
unser Projekt der normale Anwender, der das Tool zur Optimierung von Mehrzielpro-
blemen verwendet, und der Forscher/Wissenschaftler, der insbesondere an den Algo-
rithmen interessiert ist. Das Use-Case Diagramm für den Anwender (siehe Abbildung
1) soll exemplarisch die M̈oglichkeiten dieses Anderwendertyps darstellen.
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Abbildung 1: Anwendungsfälle des Akteurs
”
Anwender“

Durch die Identifizierung dieser Anwendertypen wurde sehr schnell klar, dass unser
Programm in hohem Maße erweiterbar sein muss. Ein potentieller Anwender würde in
erster Linie sein eigenes Optimierungsproblem einbinden wollen und Wissenschaftler
ihre eigenen Algorithmen und Metriken.

Hier wurden dann auch die drei Hauptelemente der zu entwickelnden Software deut-
lich: Algorithmen, Optimierungsprobleme und Metriken. Die Betreuer begrüßten eine
so aufgebaute Struktur und motivierten die Gruppe, dass Projekt so umzusetzten. An
dieser Stelle beschloss die Gruppe, zunächst einen modularen Prototypen zu erstellen,
um Erfahrungen zu sammeln, die beim Entwurf der Struktur helfen sollten. Es wurde
zun̈achst ein Algorithmus mit einer Testfunktion und einer Metrik implementiert.

Der Aufbau dieses Prototyps war dabei schon so gut, dass die PG die Schnittstellen
zwischen den Modulen nur noch minimal anpassen und in einer Spezifikation festhal-
ten musste. Dies geschah unter anderem durch UML Klassen-, Sequenz- und Kom-
munikationsdiagramme, wodurch die Grundlage der weiteren Entwicklung gebildet
wurde. Sie enthielten auch die noch fehlenden Module wie Design und Analyse. Aller-
dings wurden die Anforderungen im Verlaufe der PG noch häufig erweitert, wodurch
die damalige Spezifikation nur einen Teil der finalen Spezifikation darstellte.

Nach dieser Planungs- und Prototypenphase wurden zunächst der Prototyp erweitert,
um die Basis f̈ur die weitere Arbeit zu bilden. Diese bestand dann im ersten Semes-
ter haupts̈achlich in der Erweiterung der Module. Es wurden in Kleingruppen weitere
Algoritmen, Metriken und Testfunktionen implementiert, wie auch Tools in den neuen
Modulen, wie beispielsweise den Analysetools. Die Schnittstellen sind dabei nicht auf
reellwertige Probleme beschränkt worden, was durch die Einbindung eines kombina-
torischen Problems demonstriert wurde. Der modulare Aufbau hat sich auch dadurch
beẅahrt, dass die einzelnen Gruppen meist unabhängig an ihren Teilen arbeiten konn-

19



4 SOFTWAREENTWICKLUNG

ten, ohne dadurch die weiteren Funktionalitäten des Gesamtprojekts zu beeinflussen.

4.3 Verifikation der Software

Der von uns geẅahlte Entwicklungsprozess erforderte eine kontinuierliche Qualitäts-
und Funktionskontrolle. Anders als bei klassischen modellorientierten Entwicklungs-
methoden gab es keine vorgegebene Schnittstellendefinition für jede Klasse. Im Laufe
der Entwicklung wurden viele Klassen mehrfach modifiziert und erweitert. Es galt
also sicherzustellen, dass jede Klasse ihre Anforderungen erfüllte, sowohl die bisheri-
gen als auch die erweiterten. Dazu benötigten wir für alle Basisklassen entsprechende
Klassentests.
Ein Framework zur Erstellung von Klassentests inJavaist JUnit, welches wir f̈ur unser
Projekt verwendet haben. Es stellt Methoden zum Test von Klassen bereit und erleich-
tert die Entwicklung der Tests. Der Start aller dieser Tests erfolgt durch eine Methode
von JUnit, welche die Ergebnisse dann ausgiebt. Die meisten unserer Tests wurden
als

”
White-Box-Test“ geschrieben. Solche Tests werden erst nach Erstellung der zu

testenden Klassen und von den selben Entwicklern geschrieben werden. Besser wäre
es gewesen, die Tests gemäß dem Test-First Prinzip zuerst zu erstellen. Dies wären
dann sogenannte

”
Grey-Box-Tests“, welche im Allgemeinen besser sind. Allerdings

war dies bei vielen Klassen nicht möglich, da ein großer Teil der Basisklassen schon
zu Beginn der PG entstanden ist, als das ganze noch als kurze Experimentierphase galt.
Die Einschr̈ankungen von Klassentests wurden den Teilnehmern allerdings schnell
bei der Verifikation der Algorithmen klar. Insbesondere bei der Verwendung von Zu-
fallszahlen wird es praktisch unm̈oglich, die korrekte Funktion, selbst bei speziellen
Testf̈allen, zuüberpr̈ufen. Die Algorithmen mussten deshalb größtenteils manuell ge-
testet werden. Unter anderem durch manuelleÜberpr̈ufung des Quellcodes von ver-
schiedenen Teilnehmern, Ablaufkontrollen der Algorithmen im Debugger sowie Plau-
sibilitätskontrollen der Ergebnisse.
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NObELTJEist ein kommandozeilenbasiertes Framework, dass sich aufgrund des mo-
dularen Aufbaus leicht für eigene Experimente erweitern oder anpassen lässt. Die
Hauptmodule sind die Algorithmen, die Testfunktionen bzw. reellen Anwendungs-
probleme (Simulatoren), die Metriken und die Analyse/Visualisierung. Details zum
Zusammenspiel und zur Anwendung werden im Kapitel 6 erläutert.

Wie bereits in Kapitel 3 erẅahnt, wurde viel in Kleingruppen gearbeitet, die sich auf
bestimmte Module spezialisiert haben. Natürlich wurde daher das Projekt entspre-
chend der unterschiedlichen Themen strukturiert. Wie aus Abbildung 2 ersichtlich, fin-
den sich neben den zuJava-Paketen zusammengefassten Klassen eines Moduls noch
weitere Pakete. Als Wichtigstes davon sei das Packagedesign erwähnt: Mit der ent-
haltenen Klasse kann ein komplettes Versuchs-Design mit variierenden Parametern
gestartet werden. Sie ist ein mächtiges Werkzeug und ein wichtiges Hilfsmittel, das
im Zusammenspiel mit den unteranalysis befindlichen Tools die Durchführung
umfangreicher Experimente mit wenig

”
Handarbeit“ erm̈oglicht. Die restlichen Pake-

te enthalten n̈utzliche Werkzeuge, die von den Klassen der Hauptmodule verwendet
werden oder aber die Arbeit mitNObELTJEweiter vereinfachen.

5.1 Algorithmen

Zur Analyse und metaheuristischen Optimierung haben wir verschiedene Algorithmen
betrachtet und diese inNObELTJEintegriert.
Dieses Kapitel soll einen̈Uberblick geben, welche Algorithmen zur Verfügung stehen
und in welchen Varianten diese implementiert wurden. Zunächst werden das generel-
le Vorgehen sowie die allgemeinen Einstellungen erläutert. Anschließend werden bei
jedem Algorithmus auf die Schwachstellen und die Verbesserungsmöglichkeiten ein-
gegangen.

Gem̈aß dem in Kapitel 4.2 beschriebenen Implementierungskonzept wurde mit dem
TestAlgo zun̈achst ein rudimentärer Algorithmus implementiert, der einen variablen
Aufruf einer beliebigen Testfunktion unterstützte. Um eine Auswahl an Algorithmen
zur Verfügung zu haben, aus der für Vergleiche geẅahlt werden kann, wurden in Klein-
gruppen insgesamt sieben weitere Algorithmen implementiert. Dabei sollten diverse
Klassen von Heuristiken abgedeckt werden: Die Evolutiosstrategien (MueRhoLES),
die Genetischen Algorithmen (BasisGAPG), die Gruppe der Particle Swarm Opti-
mization-Algorithmen (BasisPSO undMopsoOne), die R̈auber-Beute-Algorithmen
sowie Tabu Search mit einem entsprechenden kombinatorischen Algorithmus für das
Rucksack-Problem. Im zweiten PG-Semester wurde derSMSEMOApg entwickelt,
der eine Metrik als Selektionskriterium verwendet.

Durch die redundanten Operationen, die jeder Algorithmus benötigt und eine gewollte
Standardisierung der Bedienung wurde zu den Algorithmen einübersichtliches Inter-
face und eine umfangreichere abstrakte KlasseAbstractAlgo geschrieben. Diese
übernimmt das Einlesen aller benötigten Kommandozeilenparameter und einer optio-
nalen Parameterdatei, sowie die Anbindung der Testfunktion und das Bereitstellen ei-
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nobeltje algo

TestAlgo

BasisGAPG

...

analysis AnimatedGifEncoder

...

SurfacePlotter

design Design

exceptions BinaryStringFormatException

NoIndividualException

...

metrics CMetric

SMetricFleischer

...

simulator elevatorcon

FahrStuhl

temperaturbohrungen

SRingCon

ringR.c

Temp

testfkt Deb

ZDT6

...

tools io AlgoOutput

SortFile

...

DoubleIEEE754

Vertex

...

Abbildung 2:Übersichtüber dieNObELTJE-Paketstruktur. Hauptmodule sindalgo ,
analysis , metrics sowiesimulator undtestfkt .

nes Objekts zur Generierung von Zufallszahlen.

Durch die zentrale Bereitstellung dieser Funktionen benötigen alle implementierten
Algorithmen folgende Parameter:

Testfunktion: Dem Algorithmus muss beim Aufruf mittels Parameter- t die Klasse
der zu optimierenden Funktion angegeben werden. Diese wird mit vollem Paket-
und Klassenname angegeben.
Beispiel:-t testfkt.FonsecaF1

Anzahl der Generationen / Iterationen: Jeder Algorithmus hat zumindest die ma-
ximale Anzahl an Generationen oder Iterationen als Abbruchkriterium, welche
durch den Parameter-g angegeben wird.
Beispiel:-g 1000
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Zus̈atzlich verf̈ugen alle Algorithmen̈uber weitereoptionaleParameter:

Parameterdatei: Neben der Eingabe der Parameterüber die Kommandozeile ist es
auch m̈oglich, diese aus einer Datei einlesen zu lassen. Diese wird mit der Opti-
on -c angegeben und muss die Dateiendung

”
.param “ haben (welche bei der

Angabe der Datei nicht zu berücksichtigen ist).
Wird ein Parameter sowohl in der Datei als auchüber die Kommandozeile ge-
setzt, so wird der Wert, der in der Kommandozeile angegeben wurde, verwendet.
Somit ist es m̈oglich, Standardwerte in einer Datei festzuhalten und beim Aufruf
von einzelnen abzuweichen.
Beispiel:-c algo/OnePlusOnePG

Random-Seed: Um reproduzierbare L̈aufe der teils randomisierten Algorithmen zu
erhalten kann eine Initialisierung der Zufallszahlen mittels Parameter-r erfol-
gen. Bei gleicher Initialisierung werden die gleichen

”
Zufallszahlen“ erzeugt

und die Algorithmen laufen praktisch deterministisch ab.
Beispiel:-r 1001

Präfix für die Dateinamen der Ausgabe: Die Algorithmen produzieren diverse
Ausgabedateien. Um die Ausgabearten (Objektvariablen, Funktionswerte der
Individuen, ...) eines Programmlaufs trennen zu können, erhalten die Dateien
für die verschiedenen Ausgabetypen jeweils entsprechende Dateiendungen (Suf-
fixe). Durch unterschiedliche Präfixe der Dateinamen kann auch zwischen ver-
schiedenen L̈aufen der Algorithmen unterschieden werden. Diese können mit
dem optionalen Parameter-o manuell gesetzt werden. Erfolgt dies nicht, ver-
wenden die Algorithmen automatisch eine Kombination aus akutuellem Datum
und Uhrzeit als Pr̈afix.
Beispiel:-o ErsterLauf

Ausführlichere Ausgaben: Die Ausgaben der Algorithmen beschränken sich
meist auf das Erzeugen von Ausgabedateien und umfassen wenig oder gar keine
Angabenüber den internen Ablauf. Mit dem Parameter-d können auch solche
Informationen aktiviert werden, die meist auf der Konsole erscheinen. Dieser
Parameter ben̈otigt keine weiteren Angaben.
Beispiel:-d

Im Folgenden werden nun alle implementierten Algorithmen vorgestellt.

5.1.1 Test-Algorithmus

Dieser Algorithmus ist von der Implementierung her sehr einfach. Er generiert zufällig
ein Individuum. Aufgrund der Tatsache, dass ein mehrkriterieller Algorithmus für Mi-
nimierungsprobleme implementiert werden sollte, haben wir für jedes Individuum
nicht nur einen Fitnesswert, sondern einen Vektor von Funktionswerten. Um diesen
Vektor jedoch als Fitnesswert zu beschreiben, summiert der Algorithmus die einzel-
nen Funktionswerte einfach auf und die Gesamtsumme wird als Fitness betrachtet.
Des Weiteren arbeitet der Algorithmus mit einem Archiv, in dem die Elemente ein-
gefügt werden, die den kleinsten Fitnesswert erreicht haben. Da die Fitnesswerte durch
die Transformation eindeutig geordnet sind, beinhaltet das Archiv nur Elemente mit
dem gleichen Fitnesswert.
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5.1.1.1 Der Algorithmus

Der Algorithmus ben̈otigt beim Aufruf einige Angaben: Welche Testfunktion soll op-
timiert werden, wie viele Iterationen sollen durchgeführt werden und wie groß soll das
Archiv maximal werden. Die Dimension des Entscheidungsraums wird bei der Test-
funktion erfragt. In jeder Iteration wird ein Individuum mit genau dieser Anzahl von
Objektvariablen randomisiert erzeugt. Nach diesem Schritt werden die Funktionswerte
bei der Testfunktion erfragt und der Fitnesswert als Summeüber die Funktionswerte
ermittelt. Anschließend wird̈uberpr̈uft, ob das erzeugte Individuum einen besseren Fit-
nesswert hat als die Individuen, die bereits im Archiv vorgehalten werden. Falls dieses
der Fall ist, wird das Archiv gelöscht und das Individuum in das Archiv eingefügt, bei
gleichen Fitnesswerten wird das Archiv um das erzeugte Individuum erweitert.

Das Ablaufdiagramm (siehe Abbildung 3) soll den Algorithmus verdeutlichen.

Abbildung 3: Ablaufdiagramm einer Iteration des Test-Algorithmus.

5.1.1.2 Einstellm öglichkeiten

Es gibt als einzige Einstellm̈oglichkeit die Gr̈oße des Archivs. Einige Testdurchläufe
mit Testfunktionen, die konvexe Pareto-Fronten haben, zeigten, dass am Ende nur ein
Element im Archiv enthalten ist. Aufgrund der Transformation ist die Wahrschein-
lichkeit, dass am Ende viele Elemente im Archiv sind, sehr gering. Von daher ist die
Archivgröße nicht so relevant.
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5.1.1.3 Schwachstellen

Wie eingangs erẅahnt, diente derTestAlgo nur zur Gewinnung eines grobenÜber-
blicks über die einzelnen Abläufe zwischen den Modulen. Das Prinzip der Aufsum-
mierung der Funktionswerte, um einen Fitnesswert zu erhalten, ist ein Verfahren, um
ein mehrkriterielles Problem in ein einkriterielles Problem zu transformieren. Dadurch
gibt es die bekannten Probleme, wie sie auch in der Seminarausarbeitung zum Thema

”
Konventionelle Verfahren“ beschrieben werden. Diese Seminarausarbeiten sind am

Lehrstuhl 11 bei den PG-Betreuern einsehbar.
Weitere Probleme ergeben sich dadurch, dass die Individuen randomisiert erzeugt wer-
den, und somit kein Einfluss darauf ausgeübt werden kann, wie die Individuen sich
entwickeln. Falls ein recht gutes Individuum erzeugt wurde, wird z. B. nicht in der
Umgebung dieses Individuums weiter gesucht, sondern in der nächsten Iteration voll-
kommen unabḧangig davon einfach ein neues Individuum generiert.
Eine ganz große Schwachstelle ist die Berechnung der Fitness. Falls die Funktionswer-
te o. B. d. A. des ersten Kriteriums nur kleine Werte liefern, die des zweiten Kriteriums
jedoch recht große Funktionswerte, so hat das erste Kriterium nur recht wenig Einfluss
auf die Fitness. Dadurch, dass die Summeüber die Funktionswerte als Fitnesswert ge-
nommen wird und folglich nur die Elemente in das Archiv kommen, die den kleinsten
gefundenen Fitnesswert haben, wird bei solchen Funktionen nach einem Element ge-
sucht, das in dem zweiten Kriterium möglichst kleine Funktionswerte erreicht.

5.1.1.4 Verbesserungsm öglichkeiten

Eine einfache Verbesserungsmöglichkeit liegt in der Bewertung des Algorithmus. Statt
die Funktionswerte aufzusummieren, könnte man die Archivbewertung auch nach
Pareto-Dominanz vornehmen. Dadurch garantiert man zumindest, dass die Elemente
nach Kriterien beurteilt werden und es werden Elemente gesucht, die minimale Funk-
tionswerte in allen Kriterien erreichen.
Da dieser Algorithmus jedoch nur zur Veranschaulichung diente, haben wir ihn im
zweiten PG-Semester nicht weiter verändert.

5.1.2 One-Plus-One Algorithmus

Nach dem ersten einfachenTestAlgo haben wir einen einfachen evolutionären Al-
gorithmus implementiert, der insbesondere die Pareto-Optimalität verwendet.
Daher wurde ein simpler (1+1)-EA mit einem Archiv pareto-optimaler Elemente aus-
geẅahlt. In einem solchen Archiv sind nur Individuen, die keinem anderen in allen
Funktionswerten unterlegen sind. Die Größe des Archivs ist per Parameter wählbar
und bestimmt durch die rechenaufwändige Berechnung der nicht dominierten Indivi-
duen die Laufzeit des Algorithmus entscheidend mit.

5.1.2.1 Der Algorithmus

Bei einem (1+1)-EA besteht eine Generation nur aus einem Individuum, aus dem für
die Generation der Nachkommen auch nur ein neues durch Reproduktion und Mutati-
on generiert wird. Somit muss nur zwischen diesen beiden selektiert werden.
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Das erste Individuum wird mit zufällig generierten Doublewerten initialisiert, die in-
nerhalb der Grenzen liegen, die die Testfunktion liefert.

Reproduktion: Um die Nachkommen-Generation von evolutionären Strategien zu
bilden, m̈ussen aus Individuen der Elter-Generation Nachkommen rekombiniert wer-
den. Da bei diesem Algorithmus die Generationen aber nur aus einem Individuum be-
stehen, gen̈ugt zur Rekombination eine einfache Reproduktion, d.h. das Elter-Individu-
um wird einfach kopiert.

Mutation: Zur Mutation wird auf jede Objektvariable des Individuums ein gaußver-
teilter Wert addiert, der vorher mit der Mutationsschrittweite multipliziert wurde.
Die Sẗarke der Mutation ḧangt somit von der exogen bestimmten statischen Varianz,
der Mutationsschrittweite, ab. Bei einer zu kleinen Schrittweite verbessern oder ver-
schlechtern sich die Individuen nur gering und eine erste Annäherung an die Pareto-
Front dauert entsprechend lange. Ist der Wert zu groß gewählt, wird die feine Bestim-
mung, also die pr̈azise Ann̈aherung an die Pareto-Front, wenn diese bereits sehr nah
ist, schwierig, weil sehr gute Werte in der Nähe der Individuen̈ubersprungen werden
können. Andere Algorithmen, wie z. B. derMueRhoLES(5.1.4), verwenden daher
noch zus̈atzliche Variabeln, welche diese Varianz dynamisch halten und ebenfalls zu
optimieren versuchen.

Selektion: Bei der Selektion wird aus der Nachkommen-Population eine neue
Eltern-Generation ausgewählt. BeimOnePlusOnePG wird das Elter-Individuum dem
Nachkommen nur dann vorgezogen, wenn es den Nachkommen dominiert, also in al-
len Funktionswerten̈ubertrifft und die Mutation somit ein Schritt in die falsche Rich-
tung war. Wird das Nachkommen-Individuum nicht vom Elter dominiert, so bildet
dieses die neue Eltern-Generation.

5.1.2.2 Einstellm öglichkeiten

Neben den beiden notwendigen Parametern (Testfunktion und Anzahl der Genera-
tionen) kann beimOnePlusOnePG-Algorithmus die maximale Größe des Pareto-
Archivs, sowie die Varianz der Mutation exogen bestimmt werden (siehe Abschnitt
5.1.2.1). F̈ur die Bestimmung der Varianz ist der optionale Parameter
-standardDeviation notwendig. Wird dieser nicht angegeben, so wird der Stan-
dardwert1 verwendet.
Die Beschr̈ankung der Archivgr̈oße mit dem optionalen Parameter-archive (Stan-
dard ist unbeschränkt) reduziert die notwendigen Berechnungsschritte beim Einfügen
eines neuen Elementes in ein volles Archiv. Dies geht jedoch zu Lasten der Fülle oder
Diversiẗat der gefundenen Pareto-Front. Eine unbeschränkte Gr̈oße des Archivs f̈uhrt
bei vielen Generationen meist zu einer stetig wachsenden Laufzeit pro Generation.

5.1.2.3 Schwachstellen

Durch die Einf̈uhrung des Pareto-Archivs sind die Ergebnisse desOnePlusOnePG
naẗurlich deutlich umfangreicher als die desTestAlgo s.
Die Beschr̈ankung auf ein Individuum pro Generation stellt insbesondere bei größeren
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Suchr̈aumen eine Einschränkung dar. Somit ist die Front der Funktionswerte oft nicht
geschlossen, aber trotz dieser Schwäche ist sie unerwartet dicht. Da es hier jedoch
gerade um die Implementierung eines (1+1)-EA ging, ist dieser Punkt nur durch neue
Algorithmen zu verbessern.
Die Beschr̈ankung auf ein Individuum pro Generation macht diesen Algorithmus im
Gegenzug entsprechend schnell.

5.1.2.4 Verbesserungsm öglichkeiten

Aufgrund der rechenaufẅandigen Bestimmung der nicht-dominierten Individuen ist
eine Beschleunigung des Algorithmus durch eine effizientere Implementierung des
Pareto-Archivs erreichbar.
Dies k̈onnte eventuell̈uber mehrstufige Archive funktionieren, da beim Einfügen eines
nicht dominierten Elements dieses mit allen Individuen verglichen werden muss, die
sich im Archiv befinden. Durch mehrstufige Archive müssten bei der ersten Einfüge-
Stufe nur eine begrenzte Anzahl Individuen verglichen werden. Wenn davon ausge-
gangen wird, dass dort aufgenommene Individuen später wiederum dominiert werden,
können Vergleiche mit allen Elementen des

”
großen“ Archivs eingespart werden. Dies

gilt natürlich auch f̈ur alle anderen Algorithmen, die ein Pareto-Archiv verwenden. Ein
anderer Ansatz ẅaren m̈oglicherweise probabilistische Algorithmen zur Bestimmung
des Archivs. Eine gr̈undlichere Recherche deckt hier vermutlich auch bessere bereits
umgesetzte L̈osungen auf.
Im zweiten PG-Semester haben wir uns nicht näher mit einer anderen Implementie-
rung des Archivs beschäftigt, da unser Schwerpunkt in der Forschung und nicht in der
Softwareimplementation lag.

5.1.3 Genetischer Algorithmus

Aus Sicht des Informatikers ist die biologische Evolution eine besonders geschickte,
wenn auch langwierige Strategie zur Lösung von Optimierungsproblemen. Mit Ge-
netischen Algorithmen versucht man, diese Strategie auf dem Computer zu simulie-
ren. Genetische Algorithmen wurden in den USA seit 1962, also fast zeitgleich mit
Rechenbergs und Schwefels Evolutionsstrategien, durch Holland [5] entwickelt. Un-
ser Algorithmus lehnt sich an dessen Vorgaben an. Die wesentlichen Eigenschaften
wie Selektion und Mutation wurden̈ubernommen, ẅahrend die Fitnessbewertung zur
Lösung mehrkriterieller Optimierungsprobleme angepasst wurde.

5.1.3.1 Der Algorithmus

Bezug zur Biologie: Um die urspr̈ungliche Strategie aus der Natur zur Lösung
von Optimierungsproblemen geeignet zu simulieren, hat der vorliegende GA folgende
Eigenschaften:

• Ein Individuumq ist eine Folge von Einsen und Nullen, welche eine mögliche
Lösung darstellt. Dieser binäre String ist in der Biologie vergleichbar mit ei-
nem Chromosom. Bei den genetischen Algorithmen entspricht jedes Bit einem
Gen. DerBasisGAPG dient zur L̈osung reellwertiger Probleme mit doppel-
ter Genauigkeit. Um dem ursprünglichen Gedanken eines GA nahe zu kommen
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werden die reellwertigen Objektvariablen tatsächlich in jedem Individuum bin̈ar
kodiert.
Der Algorithmus verwendet dazu die 64 Bit-Darstellung gemäß Norm IEEE
754; zur Abbildung der boolschen Werte wird eine Zeichenkette herangezogen,
deren L̈ange folglich (Dimension · 64) ist.

• Jede Generation von Individuen hängt von den Bewertungen seiner Elternpopu-
lation ab; aus Individuen mit guten Lösungswerten werden bevorzugt Nachkom-
men erzeugt, da sie bei der Selektion für das

”
Mating-Pool“ durch gute Fitness-

werte forciert werden. Bei diesem Algorithmus wird eine nicht-diskriminierende
fitness-proportionale Selektion angewendet. Dieµ Individuen einer Population
erzeugenµ Nachkommen. Wie bei einer (µ,µ)-ES fließen die Eltern nicht mehr
in die neue Population mit ein. Unsere voreingestellte Wahl für den Umfang der
Population istµ = 200.

• Kreuzung: Mit der Wahrscheinlichkeitpk werden die Individuenq1, q2 gekreuzt;
dabei tauschen die Individuen mittels

”
Crossover“ ihre Gene. Beim hier in An-

lehnung an Holland [5] realisierten
”
1-Punkt Crossover“ ẅahlt man zuf̈allig

einen Punkt auf dem Bitstring aus und tauscht ab dort die nachfolgende Gen-
sequenz mit dem Kreuzungspartner.

• Die Mutation invertiert anschließend mit der Mutationswahrscheinlichkeitpm

einzelne Bits derµ Individuen.

• Um zu vermeiden, dass durch die Rekombination und Mutation gute Lösungen
in der Folgepopulation verloren gehen, arbeitet derBasisGAPG entgegen dem
biologischen Vorbild mit einem zusätzlichen Archiv unbeschränkter Gr̈oße, in
dem nicht-pareto-dominierte Individuen gespeichert werden.

Fitnesswerte: Zur Bestimmung der G̈ute eines Individuums wird der Fitnesswert
benutzt, den das Individuum durch die zu optimierende Zielfunktion erhält. Bei unse-
rer Implementierung liegt der optimale Fitnesswert bei 0.
Bei der mehrkriteriellen Optimierung erhält ein Individuum jedoch mehr als nur einen
Fitnesswert, n̈amlich genau einen je Kriterium. Um die Güte eines Individuums trotz-
dem mit der G̈ute anderer Individuen vergleichen zu können, zieht derBasisGAPG
alle Fitnesswerte zu einer einzigen

”
Gesamtfitness“ zusammen. Diese entspricht dem

arithmetischen Mittel aller Fitnesswerte.

Selektion: Um zu bewirken, dass gute Individuen sich bei der Rekombination durch-
setzen k̈onnen und die Selektion dennoch nicht-diskriminierend vorgeht, muss sicher-
gestellt werden, dass jedes Individuum abhängig von seiner Fitness mehrfach selektiert
werden kann. Zu diesem Zweck wird in jeder Generation ein

”
Glücksrad“G generiert.

BevorG gefüllt werden kann, werden die Fitnesswerte der Individuen normiert. Dies
geschieht durch die Formel:

abs

(
Gesamtfitness des Individuums−

∑
aller Gesamtfitnesswerte∑

aller Gesamtfitnesswerte

)
.
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Abbildung 4: Einfache schematische Darstellung des Basis-GA. Die verwendete Ab-
bruchbedingung ist die Anzahl der Generationen.

So erhalten wir eine neue Fitness, die abhängig von den Fitnesswerten der anderen
Individuen ist und bei der große Werte gewünscht sind. Diese Umkehrung der Mini-
mierung macht der Algorithmus sich zu Nutze, um für jedes Individuum die Anzahl
der Segmente auf dem

”
Glücksrad“ zu bestimmen: Hat ein Individuum beispielsweise

eine normierte Fitness von 0,94..., wird es inG 94 Mal ber̈ucksichtigt, ẅahrend ein
Individuum mit einer normierten Fitness von 0,30... nur 30 Anteile am

”
Glücksrad“

erḧalt.
NachdemG mit den Anteilen aller Individuen gefüllt worden ist, entscheidet der Java-
Zufallsgeneratorµ mal, welches Individuum f̈ur die Rekombination herangezogen
wird.

Rekombination und Mutation: Bei der Rekombination verwendet der
BasisGAPG das herk̈ommliche 1-Punkt-Crossover. Anhand der Wahrscheinlichkeit
pk wird bei jeder anstehenden Rekombination entschieden, ob diese durchgeführt wer-
den soll oder nicht.
Bei der anschließenden Mutation entscheidet der Algorithmus für jedes Gen eines In-
dividuums neu, ob das Bit invertiert werden soll. Die Mutation ist abhängig von der
Wahrscheinlichkeitpm.

Ablauf: Der genaue Ablauf desBasisGA wird in Abbildung 4 bildlich dargestellt:
Im ersten Schritt werden die Individuen der aktuellen Population (die Ausgangspo-
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pulation wird stochastisch generiert) durch die Zielfunktion mit Fitnesswerten bewer-
tet. Anschließend werden in Abhängigkeit des Fitnesswertes die Individuen für das

”
Mating-Pool“ selektiert. Jeweils zwei Individuen aus diesem Pool werden zur Erzeu-

gung von zwei Nachkommen stochastisch gewählt; die so gewonnenen Nachkommen
werden in die neue Population eingefügt. Wenn alle Eltern aus dem Pool gezogen wur-
den und somit die Nachkommenpopulation vollständig gef̈ullt ist, wird mit dieser die
nächste Iteration durchgeführt. Erst wenn eine vorgegebene Anzahl von Generationen
erzeugt wurde, wird der Algorithmus beendet und die besten gefundenen, nicht-pareto-
dominierten Individuen aller Generationen werden ausgegeben.

5.1.3.2 Einstellm öglichkeiten

Der Algorithmus kann durch optionale oder notwendige Parameter in seiner Leis-
tungsf̈ahigkeit beeinflusst werden:

Generationen: Das Abbruchkriterium desBasisGAPG muss beim Start angege-
ben werden.

Populationsgr öße µ: Die Anzahl der Individuen in einer Population ist ein optio-
naler Parameter. Wird dieser nicht angegeben, wird standardmäßigµ = 200 gesetzt.

Rekombinations-Wahrscheinlichkeit pc: Die Wahrscheinlichkeit, mit der zwei
Individuen rekombiniert werden, kann als Fließkommazahl angegeben werden. Wird
die Wahrscheinlichkeit vom Benutzer nicht gesetzt, verwendet der Algorithmus die
Standardgr̈oße 0,6.

Mutations-Wahrscheinlichkeit pm: Wie wahrscheinlich das Invertieren eines
Bits bei der Mutation ist, kann mit diesem Parameter bestimmt werden. Der Stan-
dardwert ist 0,01.

5.1.3.3 Schwachstellen

Laufzeit: Aufgrund der großen Anzahl an Umrechnungen von der Binärdarstellung
in Fließkommazahlen (und ggf. umgekehrt), die je Individuum in jeder Generation
für jede Objektvariable durchgeführt werden m̈ussen, ben̈otigt derBasisGAPG im
Vergleich zu anderen Algorithmen eine merklich längere Rechenzeit. Performance-
Gewinne durch weitere Codeoptimierungen sind jedoch anzunehmen.

Gesamtfitness: Die Bewertung eines Individuums durch das arithmetische Mittel
aller Fitnesswerte ist nicht sehr genau; eine evtl. Gewichtung oder die besondere Güte
einzelner Objektvariablen werden nicht berücksichtigt.

Selektion: Die verwendete fitnessproportionale Selektion sorgt zwar in den ersten
Generationen f̈ur einen schnellen Anstieg guter Individuen in den Folgepopulationen;
wenn jedochµ

2 Individuen eine gute Fitness vorweisen, benötigen weitere Verbesse-
rungen zunehmend mehr Generationen [6].
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Rekombination: Das 1-Punkt-Crossover hat einen hohen
”
positional bias“ [5]; das

heißt, dass die Wahrscheinlichkeit eines Bits mit dem anderen Elter getauscht zu wer-
den von der Postition auf dem binären String abḧangt:
Während das erste Bit auf einem String nie getauscht wird (denn ein 1-Punkt-Crossover
an der ersten Stelle entspricht einem Tausch des kompletten binären Strings und stellt
keine

”
Kreuzung“ im herk̈ommlichen Sinne dar), wird das letzte Element auf dem

String mit Wahrscheinlichkeit1 getauscht. Durch dieses Verhalten werden bestimm-
te Bereiche im Suchraum anderen gegenüber forciert, und es ist unm̈oglich, nicht auf
dem String zusammenhängende Bits eines Individuums gemeinsam zu tauschen.

IEEE 754: Die Zahlendarstellung im IEEE 754-Standard ermöglicht (zum Beispiel
bei der Mutation durch das Invertieren eines einzelnen Bits) einen großen Sprung
des Individuums in einen neuen Bereich des Suchraums. Dies führt ḧaufig zurÜber-
oder Unterschreitung der durch die Zielfunktion vorgegebenen Grenzen und damit zur

”
Zersẗorung“ des evolution̈ar gewachsenen Individuums, da es in diesem Falle vom

BasisGAPG auf den von der Zielfunktion gelieferten Grenzwert zurückgesetzt wird.
Aus diesem Grunde ist bei demBasisGAPG bei der Verwendung kleiner Mutations-
wahrscheinlichkeiten mit besseren Ergebnissen zu rechnen.

Archivgr öße: Durch die nicht festgelegte maximale Archivgröße kann es bei gro-
ßen Archiven zu zus̈atzlicher Belastung der Rechenzeit kommen, da im Worst Ca-
se jedes Individuum einer Population gegen jedes Individuum im Archiv auf Pareto-
Dominanz gepr̈uft wird.

5.1.3.4 Verbesserungsm öglichkeiten

Gesamtfitness: Als Alternative zur Gesamtfitness ist die Verwendung der Pareto-
Dominanz zur Beurteilung der G̈ute eines Individuums im Verhältnis zu anderen In-
dividuen zu bevorzugen. Auch eine gewichtete Fitness wäre bereits ein Fortschritt ge-
gen̈uber der zur Zeit verwendeten Methode.

Selektion: Aus der F̈ulle der bekannten Selektionsformen sei hier alsÜberlegung
eine Wettkampfselektion angeführt; bei dieser werden zum Beispiel zwei Individuen
mit gleicher Wahrscheinlichkeit selektiert, und nach deren Vergleich nur das Beste in
den Mating-Pool̈ubernommen. Da derBasisGAPG die Testfunktion minimiert, kann
ohne Umformung der Fitness die Wettkampfselektion angewandt werden. Außerdem
bietet sie vor dem Hintergrund der sowieso hohen Laufzeit des Algorithmus Vorteile
hinsichtlich des Rechenaufwandes gegenüber den Selektionsformen die auf

”
Ranking“

basieren.

Rekombination: Um den schlechten Eigenschaften des verwendeten
1-Punkt-Crossovers entgegen zu wirken, könnte an seine Stelle ein

”
Shuffle-N-Point-

Crossover“ mit Selbstanpassung treten, dessen Anzahl von Crossover-Punkten von der
Dimension der Testfunktion (also der Länge des bin̈aren Strings) abḧangt.
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Kombinatorische Probleme: Als zukünftige Erweiterung wurde an die Bereit-
stellung desBasisGAPG für kombinatorische Probleme gedacht, um die Effizienz
des Algorithmus unabḧangig von den kostspieligen Transformationen zwischen Binär-
und Real-Darstellung testen zu können. Da im Verlauf der PG jedoch die Untersuchung
kombinatorischer Probleme nicht im Mittelpunkt stand und inNObELTJEmehrheit-
lich reellwertige Testfunktionen und Anwendungsprobleme implementiert sind, wurde
von diesem Vorhaben abgelassen. Somit bleibt dieser Hinweis nur als Anregung für
künftige Erweiterungen und Experimente bestehen.

5.1.4 Evolution äre Strategie MueRhoLES

Die Evolutionsstrategien (ES) lehnen sich an den biologischen Prozess der Evolution
an. Dabei geht es um zwei Prozesse der biologischen Evolution: Mutation und Selekti-
on. Diese Vorg̈ange werden f̈ur die ES stark vereinfacht. Evolutionsstrategien wurden
von Schwefel [7] und Rechenberg [8] in den 60er Jahren entwickelt und brachten sehr
gute Ergebnisse bei Problemen, die auf konventionelle Art nur sehr schwer zu lösen
waren. Die urspr̈ungliche einfache Strategie mit einem Individuum wurde ständig er-
weitert. Insofern ist derMueRhoLESeine Erweiterung desOnePlusOnePG-Algo-
rithmus.

5.1.4.1 Der Algorithmus

Beschreibung: Bei dem implementierten Algorithmus handelt es sich um eine
(µ/ρ, κ, λ)-Evolutionsstrategie mitσ-Selbstadaption undnon-dominated-sorting. Da-
bei steht:

• µ für die Anzahl der Individuen in der Eltern-Generation,

• ρ für die Anzahl der Eltern, aus deren Variablen ein Individuum der Nach-
kommen-Generation geschaffen wird,

• κ für die Lebensdauer des Individuums,

• λ für die Anzahl der Individuen in der Nachkommen-Generation.

Der Begriff derσ-Selbstadaption beschreibt eine fortgehende Anpassung der Strate-
gievariablen. Jede Strategievariable fungiert bei der Mutation für genau eine Objekt-
variable als Mutationsschrittweite und bestimmt somit die Stärke der Mutation der
Objektvariablen, also wie sehr diese verändert werden. Jede Objektvariable hat zur in-
dividuellen Mutation eine eigene Strategievariable. Jedes Individuum hat also gleich
viele Objekt- und Strategievariablen.

Allgemeiner Pseudo-Code:

BEGIN
Generation := 0;
initialisiere die Population (µ Individuen mit Objekt- und Strategie-
variablen);
wiederhole

For i:=1 Toλ Do
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wähle zuf̈allig ρ Eltern aus;
si := rekombiniere die Strategievariablen derρ Eltern;
yi := rekombiniere die Objektvariablen derρ Eltern;
mutiere die Strategievariablensi;
mutiere die Objektvariablenyi;
erzeuge ein neues Individuum aussi undyi;

End;
erzeuge aus denλ Individuen die Nachkommen-Generation;
lösche zu alte Individuen und wähleµ Individuen f̈ur die n̈achste
Eltern-Generation;
End;
Generation++;

wiederhole bis zum Abbruchkriterium
End

Implementierung: Zuerst wird die Start-Population bzw. die erste Eltern-Popula-
tion erzeugt, d. h. es wird eine Liste derµ Individuen mit dazugeḧorigen Objekt- und
Strategievariablen erzeugt. Die Objektvariablen werden zufällig innerhalb der von der
Testfunktion gegebenen Grenzen initialisiert.
Die Double-Werte der Strategievariablen werden zufällig aus dem Intervall]0; 5] ge-
wählt. Wichtig ist, dass die Strategievariablen nicht0 werden, weil dann keine Mutati-
on stattfinden ẅurde. Da die Mutation bei zu großen Strategievariablen eine zu große
Veränderung der Objektvariablen bewirken würde und sich das Individuum wom̈oglich
ungeẅunscht groß ver̈andere, wurde die obere Grenze für die Initialisierung auf f̈unf
festgelegt, was ein guter Wert für die anf̈angliche

”
grobe“ Suche nach der Pareto-Front

ist.

Rekombination und Mutation: Aus der Eltern-Population werdenρ Individuen
zufällig ausgeẅahlt. Aus diesen Individuen wird ein neues Nachkommen-Individuum
(Kind) erzeugt. Jedes Kind wird also ausρ Individuen rekombiniert. Die R̈uckgabe der
rekombinierten Individuen erfolgt ohne Fitnesswerte, da diese für das neue Individu-
um naẗurlich noch berechnet werden müssen.
Jedes Individuum hat für jede Objektvariable eine Strategievariable, die die Mutati-
on der Objektvariable als Standardabweichung beeinflusst. Nach der Rekombination
werden die Strategie- und Objektvariablen mutiert. Die Mutation der Strategievaria-
blen erfolgt logarithmisch, kombiniert aus einem Wert, der bei einem Mutationsschritt
für alle Strategievariablen eines Individuums gleich ist und einem anderen, der für
jede Strategievariable unabhängig geẅahlt wird. Die Objektvariablen werden durch
Addition eines mit der entsprechenden Strategievariablen gewichteten Gauß-verteilten
Zufallswertes mutiert. Nach der Mutation wird der Fitnesswert berechnet und dem In-
dividuum übergeben. Durchλ Wiederholungen wird eine Nachkommen-Generation
mit λ Individuen generiert.

Selektion: Die Lebenszeit eines Individuums ist durchκ begrenzt. Ist diesëuber-
schritten, wird das Individuum nicht mehr in die neue Eltern-Populationübernommen.
Somit ergibt sich f̈ur κ = 1 eine Komma-Selektion, bei der die Selektion nur aus
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der Nachkommen-Generation auswählt. Der Algorithmus ist so implementiert, dass
bei einemκ-Wert unter1 automatisch eine Plus-Selektion angewendet wird, d. h. die
Lebenszeit der Individuen ist unbegrenzt, wodurch immer aus der Vereinigung der
kompletten Eltern- und der Nachkommen-Generation selektiert wird.
Die noch verbleibenden Individuen der Eltern-Generation und der Nachkommen-Ge-
neration werden gemischt und aus der Menge werdenµ Individuen f̈ur die n̈achste
Eltern-Generation ausgewählt.

Die weitere Selektion erfolgt mittels Einteilung in Fronten nicht dominierter Indivi-
duen (non-dominated-sorting) und l̈auft sehr̈ahnlich der vomNSGA-IIab [9]. Zuerst
werden die nicht-dominierten Individuen ausgewählt, in die neue Eltern-Generation
hinzugef̈ugt und aus der alten Menge gelöscht. Dadurch entsteht eine neue Pareto-
Front in der alten Menge. Diese neue Pareto-Front wird auch in die neue Generation
hinzugef̈ugt und aus der alten gelöscht. Das wird solange wiederholt, bis die neue Ge-
neration vollsẗandig ist. Falls es in der Front mehr nicht-dominierte Individuen gibt als
ben̈otigt, wird aus diesen zufällig ausgeẅahlt.

5.1.4.2 Einstellm öglichkeiten

Der Algorithmus braucht neben den oben genannten die folgenden (exogenen) Start-
parameter:

• die Anzahl der Individuen in der Eltern-Generation (Parameter-mue ),

• die Anzahl der Eltern eines Individuums (-rho ),

• die Anzahl der Individuen in der Nachkommen-Generation (-lambda ),

• die Lebensdauer eines Individuums in Generationen angegeben (-kappa ),

• die Standardabweichung für den festen Teil der Mutation der Strategievariablen
(-tau1 ) und

• die Standardabweichung für den variablen Teil der Mutation der Strategievaria-
blen (-tau2 ).

5.1.4.3 Verbesserungsm öglichkeiten

Durch die große Anzahl der Einstellmöglichkeiten bei der Evolutionsstrategie können
Ergebnisse stark variieren. Allgemein ist es nicht immer einfach, die richtige Schritt-
weite zu bestimmen. Wenn die Schrittweite gegen0 läuft, besteht die Gefahr dass sich
der Algorithmus zu sehr verlangsamt. Wenn die Schrittweite zu groß wird, besteht
die Gefahr, gute L̈osungen zu verfehlen. Durch die verwendeteσ-Selbstanpassung
schr̈ankt man diese Gefahren ein.
Im zweiten Semester hat sich die Projektgruppe schließlich kaum um die weitere Er-
forschung dieser Strategie gesorgt. Sie wurde jedoch von der Robustsheitsgruppe in
Kapitel 7.3.2 n̈aher untersucht. Weiterhin wurde derMueRhoLESauf neue Testfunk-
tionen und Praxisprobleme angewandt und es wurde dabei notwendigerweise auch
problemabḧangig nach guten Einstellungen gesucht.
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5.1.5 Basis-PSO

Beim BasisPSO handelt es sich um die einfache Implementierung eines Standard
Particle Swarm Optimization Algorithmus, der so angepasst wurde, dass er auf mehr-
kriterielle Probleme anwendbar ist.
Erste Ans̈atze hierzu hierzu lieferte ein Artikel von Parsopoulus und Vrahatis [10].

5.1.5.1 Der Algorithmus

Beschreibung: Der PSO Algorithmus simuliert die Bewegung eines Schwarms.
Anders als bei anderen evolutionären Algorithmen gibt es hier keine Mutation, Rekom-
bination etc. Stattdessen verändert jedes einzelne Partikel pro Iteration seine aktuelle
Position, so dass es quasiüber den Entscheidungsraum

”
fliegt“. In jedem Durchgang

wird für alle Partikel erst die aktuelle Position bewertet, daraufhin wird ein neuer Ge-
schwindigkeitsvektor berechnet und schließlich wird die Position aktualisiert.
Der klassische PSO-Algorithmus ist für einkriterielle Probleme ausgelegt. Um sie auf
multikriterielle anzuwenden, wurden verschiedene Methoden getestet, die einzelnen
Kriterien mit jeweils anderen Gewichtungen aufzusummieren, wie in [10] vorgeschla-
gen. Schließlich gingen wir aber dazuüber, die Positionen auf Pareto-Dominanz hin
zu vergleichen und zu bewerten.
Bei unserer Implementierung wird pro Lauf immer nur ein Ergebnis erzeugt, so dass
für eine brauchbare L̈osung mehrere L̈aufe ben̈otigt werden.

Bewertung der Position: Jedes Partikel merkt sich neben seiner aktuellen Po-
sition zus̈atzlich seine beste bisher erreichte. Um zu bestimmen, wie gut eine Lösung
ist, kann man die Fitnesswerte der Objektvariablen gewichtet aufsummieren und erhält
einen Fitnesswert F mitF = Σk

i=1wifi(x), wobeiwi, i = 1, ..., k, die nicht-negativen
Gewichtungen sind. Normalerweise wird angenommen, dassΣk

i=1wi = 1. Um dies zu
erreichen, gibt es mehrere Möglichkeiten:

• Conventional Weighted Aggregation (CWA): Bei dieser Vorgehensweise werden
alle Fitnesswerte gleichgewichtet addiert, alsow1 = w2 = ... = wk. Allerdings
bereitet es CWA Probleme, konkave Regionen der Pareto-Front zu finden.

• Bang-Bang Weighted Aggregation (BWA): Natürlich müssen die Gewichtungen
nicht gleich sein und k̈onnen sogar im Verlauf des Algorithmus noch geändert
werden. F̈ur ein zweikriterielles Problem sieht die Gleichung wie folgt aus:

w1(t) = sign(sin(2πt/F )), w2(t) = 1− w1(t)

wobeit der Iterations-Index ist. Diesign() Funktion wechselt beim Aufruf das
Vorzeichen des Ausdrucks. Die KonstanteF bei BWA und DWA wird als change
frequency bezeichnet.

• Dynamic Weighted Aggregation (DWA): Alternativ können die Gewichtungen
auch allm̈ahlich fortschreitend gëandert werden und nicht so abrupt wie bei
BWA:

w1(t) = |sign(2πt/F )|, w2(t) = 1− w1(t)
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In dieser Implementierung kommt allerdings mittlerweile eine andere Idee zum Ein-
satz. Die aktuelle PositionP = {x1, x2, ..., xk} eines Partikels ist genau dann besser
als die bisher beste, wenn der ZielvektorF = {f(x1), f(x2), ..., f(xk)} nicht domi-
niert wird.

Berechnung des Geschwindigkeitsvektors: Der neue Geschwindigkeitsvek-
tor wird nach folgender Gleichung bestimmt:

vi(t + 1) = w ∗ vi(t) + c1 ∗ rand() ∗ (pBesti − positioni)
+c2 ∗ rand() ∗ (gBesti − positioni)

wobei w der Tr̈agheitswert ist. Mit seiner Hilfe lässt sich steuern, wie stark der alte
Geschwindigkeitsvektor in die Gleichung mit eingeht, und somit, ob eher eine lokale
oder globale Suche stattfindet.
Die Lernfaktorenc1 undc2 sind Konstanten, diëublicherweise aus dem Intervall[0..4]
geẅahlt werden.
Bei pBest undgBest handelt es sich um die bisher beste Position des aktuellen Parti-
kels bzw. des Schwarmbesten.
Die rand() Funktion liefert einen Zufallswert aus dem Bereich[0..1].

Aktualisieren der Position: Wenn jedes Partikel bewertet und ein neuer Ge-
schwindigkeitsvektor bestimmt wurde, muss schließlich die Position noch aktualisiert
werden. Dies geschieht einfach, indem der Geschwindigkeitsvektor zur Position hinzu
addiert wird:

xi(t + 1) = xi(t) + vi

5.1.5.2 Beobachtungen

Bei PSO n̈ahern sich die Individuen sehr schnell der Pareto-Front, so dass man bereits
mit wenigen Iterationen gute Ergebnisse erhält.
Möglicherweise liegt es daran, wie die einzelnen Partikel bewertet werden (Vergleich
über Pareto-Dominanz). Auf jeden Fall weichen die

”
guten“ Einstellungen von den

Standardeinstellungen aus der Literatur leicht ab. So erzielt der Algorithmus gute Er-
gebnisse f̈ur die TestfunktionFonsecaF1 , wenn der Tr̈agheitswert eher niedriger
geẅahlt wird (ca. 0,2), daf̈ur aber mit einer gr̈oßeren Population von etwa100 gear-
beitet wird.
Ein Nachteil dieser Variante von PSO für mehrkriterielle Probleme ist, dass pro Durch-
gang immer nur eine L̈osung erzeugt wird, n̈amlich die Position des besten Partikels
im gesamten Schwarm. Deswegen muss der Algorithmus für ein brauchbares Ergebnis
mehrmals laufen. Eine Alternative hierzu ist zum Beispiel mit demMopsoOne imple-
mentiert worden (nachfolgend in Kapitel 5.1.6 beschrieben).

Weiterhin ist im Verlauf der Experimente aufgefallen, dass der Algorithmus zwar gute,
brauchbare L̈osungen liefert, allerdings kommt es durchaus vor, dass sich die einzel-
nen Partikel der L̈osungsmenge zum Teil dominieren. Dies kommt daher, dass pro
Lauf jeweils nur das beste Partikel in die Lösungsmenge aufgenommen wird, und die
einzelnen L̈aufe unabḧangig voneinander sind. Der Algorithmus wurde dahingehend
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modifiziert, dass die Partikel in ein pareto-optimales Archiv einsortiert werden. Jedes-
mal, wenn ein neues Partikel eingefügt wird, werden bereits bestehende Lösungen, die
dominiert werden, verworfen.

5.1.6 Multikriterieller PSO

Der von uns implementierte Algorithmus ist eine mehrkriterielle Version eines Partikel
Swarm Algorithmus f̈ur reelwertige Minimierungsprobleme. Dabei haben wir uns an
dem Artikel von Coello Coello und Salazar Lechuga [11] orientiert.

5.1.6.1 Der Algorithmus

Beschreibung: Der Algorithmus basiert auf einer Population von Partikel, die sich
wie Vögel in einem Schwarm gegenseitig bei der Bewegung im Suchraum beeinflus-
sen.
Die Bewegung eines einzelnen Partikels wird durch seine letzte, seine aktuelle, sei-
ne beste bisher erreichte Position und die beste von allen Partikel erreichte Position
bestimmt. Dazu wird f̈ur jeden Partikel seine aktuelle Positionpos , seine bisher bes-
te erreichte PositionpBest ein Geschwindigkeitsvektorvel und die Fitnesswerte
posFit undpBestFit (posFit ist naẗurlich der Wert der Testfunktion für pos )
als Vektoren im Suchraum bzw. Zielraum gespeichert. Die beste von allen Partikel
erreichte Position wird bei jeder Iteration aus dem Pareto-Archiv ermittelt. In jeder
Iteration wird f̈ur jeden Partikel aus diesen Informationen und Zufallsvariablen mittels
einfacher Vektorrechnung ein neuer Geschwindigkeitsvektor berechnet und zur aktu-
ellen Position addiert. Nachdem die Funktionswerte für die neue Position berechnet
sind, wirdüberpr̈uft, ob die neue Position besser als die bisher beste erreichte Positi-
on ist und im positiven Fall wirdpBest aktualisiert. Anschließend werden die nicht
dominierten Partikel ins Pareto-Archiv eingefügt und die nun dominierten Partikel aus
dem Archiv entfernt.
Die Entscheidung, ob eine Position besser als eine andere ist, wird anhand der Pareto-
Dominanz gef̈allt. Es wird keine Fitnessfunktion benutzt, die aus dem Vektor der Fit-
nesswerte eine reelle Zahl berechnet, um so eine totale Ordnung zu definieren. Sollte
die Pareto-Dominanz für zwei oder mehrere Partikel kein eindeutiges Ergebnis liefern,
werden andere Methoden benutzt, um den besten Partikel zu bestimmen.
Der Pseudo-Code sieht folgendermaßen aus:

1. Initialisiere Partikel

2. Aktualisiere das Pareto-Archiv

3. FOR i = 1,.., Anzahl Generationen

• Berechne f̈ur jeden Partikel neuen Geschwindigkeitsvektor

• Berechne neue Positionen durch Addition der Geschwindigkeitsvektoren
zu den aktuellen Positionen

• Aktualisiere das Pareto-Archiv
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Einstellungsm öglichkeiten: Neben den Parametern, die im Kapitel 5.1 beschrie-
ben wurden, k̈onnen demMopsoOne-Algorithmus folgende Parameter angegeben
werden:

• quantityParticle : Anzahl der Partikel

• fevals : maximale Anzahl der Funktionsauswertungen. Wird dieser Parame-
ter per Kommandozeile oder Dateiübergeben, so wird die Anzahl der Gene-
rationen in Abḧangigkeit von der Anzahl der Partikel bestimmt und im Algo-
rithmusüberschrieben. Die Anzahl der Generationen wird dann durch die For-
mel g = fevals / quantityParticle bestimmt, wobeig für die Anzahl
der Generationen steht, und für jeden Algorithmus angegeben werden muss.
Wird die Anzahl der Partikel nicht angegeben, so wird diese durch die Formel
quantityParticle = fevals / g bestimmt. Wird der Algorithmus mit-
tels der Designklasse gestartet, so werden die Werte für die Parameterfevals ,
g undquantityParticle auch im Dateinamen korrigiert.

• maxVelocity : Maximale Schrittweite der Partikel.

• maxRepository : Größe des Pareto-Archivs.

• quantityHypercube : Ungef̈ahre Anzahl der Hypercuben im Zielraum.

• inertia : Trägheitswert (Einfluss des letzten Geschwindigkeitsvektors für die
Berechnung der neuen Position).

• scalingInertia : Gibt an, ob der Parameterinertia während des Laufs
ver̈andert werden soll. WirdscalingInertia per Kommandozeile auf1 ge-
setzt, so wird der Wert für inertia am Anfang des Laufs auf den Wert des Pa-
rametersmaxInertia gesetzt. Mit dem ParameterdueGeneration kann
dann bestimmt werden, wie langeinertia ver̈andert werden soll. Bei einem
Wert von 0,7 f̈ur dueGeneration und100 Generationen wirdinertia bis
zur70. Generation linear verändert. Der Endwert für inertia wird durch den
ParameterminInertia bestimmt. Dieses Vorgehen hat sich im Einkriteriellen
beẅahrt und soll die Schrittweite des Algorithmus zum Ende des Laufs verklei-
nern.

• maxInertia : Startwert ders Parametersinertia (nur von Bedeutung, wenn
scalingInertia den Wert1 hat).

• minInerta : Wert des Parametersinertia am Ende des Laufs (nur von Be-
deutung, wennscalingInertia den Wert1 hat).

• dueGeneration : Gibt den Anteil an Generationen an, in deneninertia
ver̈andert wird. Der Wert sollte zwischen 0 und 1 liegen (nur von Bedeutung,
wennscalingInertia den Wert1 hat).

• c1 : Einfluss der besten bisher erreichten Position des Partikels.

• c2 : Einfluss der global besten Position.
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• onlineViz : Wird dieser Parameter auf1 gesetzt, so wird in jeder Generati-
on ein png-Bild der Partikel im Suchraum erstellt und in einem separaten Ver-
zeichnis gespeichert. Damit kann mittels der KlasseAnimatedGifEncoder
(siehe Kapitel 5.3.8) ein animiertes Bild erstellt werden, dass die Bewegung der
Partikel im Suchraum ẅahren des Laufs zeigt.

Initialisierung der Partikel: Für jeden Partikel wird die aktuelle Position zufällig
gem̈aß Gleichverteilung innerhalb des von der Testfunktion gegebenen Startbereichs
geẅahlt.
Die beste bisher erreichte Position erhält den Wert der aktuellen Position und die Ge-
schwindigkeitsvektoren werden mit0 initialisiert. Anschließend wird die Testfunktion
ausgewertet undposFit undpbestFit mit diesen Werten initialisiert:
pbest = pos ,
vel = 0.

Berechnung der Geschwindigkeitsvektoren: Fur jeden Partikel werden die
neuen Geschwindigkeitsvektorenvel nach dieser Formel berechnet :

−→
vel = inertia ∗R1 ×

−→
vel + c1 ∗R2 × (

−−−−−−−−→
pbest− pos) + c2 ∗R3 × (

−−−−−−−−−−→
repBest− pos)

wobeiR1, R2 undR3 Zufallszahlen zwischen0 und1 sind.∗ steht f̈ur Multiplikation
× für skalare Multiplikation und+ für die Vektoraddition. Der Vektor

−−−−−→
repBest soll

die Position eines sehr guten Partikels aus dem Pareto-Archiv sein, an dem sich alle
Partikel orientieren und der in jeder Iteration neu bestimmt wird. Dies geschieht, indem
man den Zielbereich in Hypercubes unterteilt und einen Hypercube findet, der am
wenigsten bewohnt ist. Daraus wird ein Partikel zufällig geẅahlt.

Berechnung der neuen Positionen: Die neue Position eines Partikel ergibt sich
durch Addition des Geschwindigkeitsvektorsvel zur aktuellen Position. Wird die
bisher beste Position von der neuen Position dominiert, so wird diese zur neuen besten
Position. Sind beide Positionen bezüglich der Pareto - Optimalität nicht vergleichbar,
so wird zuf̈allig mit Wahrscheinlichkeit 0,5 die beste Position beibehalten.

Paretoarchiv: Nach jeder Iteration wird das Pareto-Archiv aktualisiert. Sollte die
Kapaziẗat des Archivsüberschritten werden, so wird mit Hilfe der Hypercubes ein
Partikel entfernt, der sich in einem stark bewohnten Teil des Zielbereichs befindet,
was eine gute Streuung der Pareto-Front garantieren soll.

5.1.6.2 Einstellungen und Beobachtungen

Anzahl der Iterationen und Partikel Bei geringer Anzahl der Partikel kann es
vorkommen, dass die Partikel in einem schlechten Teil des Suchbereichs initia-
lisiert werden und sich sehr langsam der Pareto-Front nähern. Bei einer Partike-
lanzahl von30 und einer Iterationsanzahl von50 lieferte der Algorithmus schon
sehr gute Ergebnisse, die sich bei Erhöhung der Werte auch nicht verschlechtert
haben.
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Trägheitswerte Die Konstanteninertia , c1 undc2 haben einen entscheiden Ein-
fluss auf die Schrittweite und somit die Konvergenzgeschwindigkeit des Algo-
rithmus. Ein hoher Tr̈agheitswert im Bereich von1 ermöglicht eine schnelle
Annäherung an die Pareto-Front, was aber bei der lokaler Suche den Nachteil
hat, dass die Partikelüber die optimalen Werte

”
hinwegfliegen“. Die bisher bes-

ten Ergebnisse lieferte der Algorithmus mit der Belegunginertia = 0,5,c1 =
0,3 undc2 = 0,3, was aber auch an der Einfachheit der benutzten Testfunktionen
liegt, bei der die Gefahr im lokalen Minima stecken zu bleiben nicht besteht.

Anzahl der Hypercubes Mit dem ParameterquantityHypercube kann nur
eine ungef̈ahre Anzahl der Hypercubes im Zielbereich angegeben werden. Das
liegt daran, dass der Zielraum bezüglich jeder Dimension in gleich viele Teil-
intervalle geteilt wird. Die eigentliche Anzahl der Hypercubes im Zielbereich
ergibt sich durch diese Formel:

Anzahl = (round( Dim
√

quantityHypercube))Dim

Ein großer Wert f̈ur die Anzahl der Hypercubes garantiert eine optimale Streu-
ung der Pareto-Front. Ein Nachteil ist jedoch, dass die Randwerte der Pareto-
Front, die f̈ur die Optimierung eher uninteressant sind, großen Einfluss auf die
Bewegung der Partikel haben.

5.1.6.3 Verbesserungsm öglichkeiten

Die naheliegendste Verbesserungsmöglichkeit ist die Bestimmung der optimalen Wer-
te für den Tr̈agheitswertinertia und die Konstantenc1 undc2.
Ein weiterer Aspekt ẅare, das optimale Verhältnis zwischen der Anzahl der Partikel
und Anzahl der Iterationen bei einer vorgegebenen Anzahl der Funktionsauswertun-
gen zu finden, die bei zeitaufwendigen Simulatoren beschränkt sind.

Im zweiten Semester wurden diese Themen von der Gruppe
”
Robustheit “ ausf̈uhr-

lich im Kapitel 7.3.2 untersucht.

5.1.7 Räuber-Beute

Der R̈auber-Beute-Algorithmus ist ein competitiver coevolutionärer Algorithmus (com-
petitive CEA). Ein competitiver CEA besteht aus konkurrierenden Populationen, die
in Interaktion miteinander gleichzeitig optimiert werden. Der von uns implementier-
te R̈auber-Beute-Algorithmus lehnt sich stark an das von Laumanns [12] beschriebe-
ne Modell an. Er entspricht dem Konzept der Coevolution insofern, als dass er aus
einer Beute- und einer gegnerischen Räuber-Population besteht, welche die Beute-
Individuen

”
frisst“. Allerdings durchl̈auft nur die Beute-Population eine Evolution,

wohingegen die R̈auber nur symbolisch für das Ausl̈osen von Selektions-Ereignissen
(das

”
Fressen“ der Beute) stehen.

Im Vergleich zu Laumanns Modell wurden einige Vereinfachungen vorgenommen, um
den Algorithmus m̈oglichstüberschaubar und gut nachvollziehbar zu halten, es wur-
den aber auch zusätzliche Optionen realisiert.
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5.1.7.1 Der Algorithmus

Beschreibung Die Populationen des Algorithmus leben auf einem Graphen, des-
sen r̈aumliche Struktur einen Torus bildet. Jedes Beute-Individuum hat darin einen
Knoten als feste Position. Die Räuber bewegen sicḧuber die Graph-Knoten in Form
eines Irrlaufs (random walk). Dabei verursachen sie an ihrem Aufenthaltsort eine lo-
kale Selektion der Beute-Individuen, das heißt, das schwächste Beute-Individuum in-
nerhalb ihrer Nachbarschaft wird aussortiert, also ersetzt. Das neue Beute-Individuum
entsteht an der entsprechenden Position durch lokale Rekombinations-Operatoren aus
den Individuen der Nachbarschaft und wird anschließend mutiert.
Jedem R̈auber ist ein Kriterium des mehrkriteriellen Optimierungsproblems zugeord-
net. Der Selektions-Operator, den Laumanns beschreibt, bezieht sich jeweils nur auf
dieses eine Kriterium. Es wird also das Beute-Individuum aussortiert, das bezüglich
des R̈auber-Kriteriums den schlechtesten Wert hat. Zudem wurde von der Projektgrup-
pe noch ein weiterer Selektions-Operator implementiert, welcher nicht ausschließlich
an ein Kriterium gekoppelt ist. Der Ablauf des Algorithmus ist schematisch durch den
Pseudo-Code dargestellt.

Pseudo-Code des R̈auber-Beute-Algorithmus

1 Initialisiere Populationen:
1.1 F̈ur alle Graph-Knoten:

1.1.1 erzeuge Beute-Individuum mit zufälligen Objektvariablen
1.1.2 ordne Beute-Individuum den Knoten als Position zu

1.2 F̈ur alle Kriterien:
1.2.1 erzeuge R̈auber, ordne ihm Kriterium zu, ẅahle zuf̈allige Position

2 Für <Anzahl Generationen>:
2.1 F̈ur alle R̈auber:

2.1.1 bewege R̈auber gem̈aß random walk
2.1.2 Selektion:

2.1.2.1 bestimme Nachbarschaft des Räubers
2.1.2.2 bestimme schẅachste Beute-Individuen
2.1.2.3 ẅahle gleichverteilt aus 2.1.2.2 ein Individuum

”
Beute“

2.1.3 Rekombination (diskret):
2.1.3.1 bestimme Nachbarschaft von Beute
2.1.3.2 rekombiniere Nachbarschaft diskret zu neuem Individuum

2.1.4 Mutiere neues Individuum
2.1.5 weise neuem Individuum die Position von Beute zu

Operatoren Hier werden nun die einzelnen Operatoren des Algorithmus detaillier-
ter beschrieben.

Räuber-Bewegung (random walk): Die Räuber bewegen sich zufällig vom je-
weils aktuellen Knoten zu einem der Nachbarknoten (random walk). Die soge-
nannte Nachbarschaft bilden hier die direkten Nachbarn, also beim Torus genau
die vier Knoten, die mit dem aktuellen adjazent sind. Die Bewegung in jede

41



5 STRUKTUR DES SOFTWARE-PROJEKTS

Richtung ist dabei gleichwahrscheinlich. Man könnte andere Wahrscheinlich-
keitsverteilungen ẅahlen und damit einem R̈auber gewisse Bewegungstenden-
zen zuordnen.

Selektion: Der R̈auber selektiert aus seiner unmittelbaren Nachbarschaft (dem aktu-
ellen Knoten, sowie den vier direkten Nachbarn) das

”
schẅachste“ Individuum,

das heißt, das Individuum, welches in Bezug auf das Kriterium des Räubers
den gr̈oßten Fitness-Wert aufweist (falls es sich um ein Minimierungsproblem
handelt). Das multi-kriterielle Problem wird also bei dieser Methode in mono-
kriterielle Funktionen zerlegt, die sequentiell optimiert werden.
Neben diesem Selektionsoperator nach Laumanns [12] haben wir noch einen
weiteren implementiert, der alternativ gewählt werden kann. Es wird die gleiche
Nachbarschaft verwendet, aber daraus wird die Menge der innerhalb der Nach-
barschaft dominierten Individuen bestimmt. Von diesen wird zufällig gleichver-
teilt eines zur Ersetzung ausgewählt.

Rekombination: Ein neues Beute-Individuum wird aus seinen vier nächsten Nach-
barn rekombiniert. Wir haben in unserem Räuber-Beute-Algorithmus die

”
dis-

krete“ Rekombination geẅahlt, da sie auch von Laumanns als vorteilhaft klassi-
fiziert wurde und zudem einfach zu implementieren ist.
Bei der diskreten Rekombination wird für jede Objekt-Variable des neuen Indi-
viduums der entsprechende Wert eines zufällig ausgeẅahlten Individuums sei-
ner Nachbarschafẗubernommen.

Mutation: Nach der Rekombination werden die Objekt-Variablen des neuen Beute-
Individuums mutiert. Dabei wird zur jeweiligen Objekt-Variable eine normal-
verteilte Zufallsvariable mit per Parameter einstellbarer Varianz addiert.
Die Varianz wird zun̈achst beim Algorithmus-Aufruf als fester Wertüberge-
ben. Da die Varianz (entspricht der Mutationsschrittweite) die Ergebnisse des
Algorithmus stark beeinflusst und stark vom gestellten Optimierungsproblem
abḧangt, ẅare eine dynamische Mutationsschrittweiten-Steuerung eine erstre-
benswerte Erweiterung des Operators.

5.1.7.2 Einstellm öglichkeiten

Der Algorithmus bietet eine Reihe von externen Parametern, mit denen sein Verhalten
beeinflusst werden kann. Wir listen diese auf und geben Werte an, die per Voreinstel-
lung (default) angenommen werden.

Graphengr öße: Als Voreinstellung wird ein Graph der Größe (32 × 32), also ein
Torus mit1024 Knoten, verwendet. Einen Torus kann man sich als ein an den
Enden verbundenes (sowohl in horizontaler, als auch in vertikaler Ausrichtung)
Gitter vorstellen. Die Gr̈oße des Gitters in den zwei Dimensionenx undy kann
über Eingabeparameter eingestellt werden. Es ergibt sich ein Torus der Größe
(sizeX × sizeY ).

Anzahl der Generationen: Die Anzahl der Generationen (g) stellt derzeit das ein-
zige Abbruchkriterium des Algorithmus dar und hat daher großen Einfluss auf
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die Qualiẗat der Optimierung. Als Default-Wert werden zunächst1000 Genera-
tionen vorgeschlagen, die innerhalb weniger Sekunden zu berechnen sind. Da
der Graph bei32× 32 Knoten 1024 Individuen enthält, ist ein Wert gr̈oßer1000
zu empfehlen.

Anzahl der auszugebenden Individuen: Die Anzahl der auszugebenden Indivi-
duen wird mit dem Aufrufparameterarchive eingestellt. Es werden dann aus
der letzten Generationarchive -viele nicht-dominierte Individuen ausgegeben
(sofern so viele enthalten sind).

Mutationsschrittweite: Wie in 5.1.7.1 beschrieben, ist die Mutationsschrittweite
statisch und wird̈uber den externen Parametervariance gesetzt. Sie sollte im
zweiten Semester der Projektgruppe dynamisch angepasst werden, zu Beginn
des Algorithmus-Laufes groß sein und mit zunehmender Generationen-Anzahl
kleiner werden, um

”
gute“ Individuen sp̈ater nicht mehr zu stark zu mutieren.

Dies ist allerdings nicht erfolgt, da sich die Gruppe auf andere Aufgaben kon-
zentriert hat.

Selektion: Neben der Selektion nach Laumanns, die in 5.1.7.1 beschrieben wur-
de, wurde noch ein weiterer Selektionsoperator implementiert. Der gewünsch-
te Operator kann̈uber den Parameterselection geẅahlt werden. Den Ope-
ratoren sind Nummern zugeordnet.0 entspricht der Selektion nach Laumanns
(default) und1 einer Selektion, die auf der Eigenschaft der Pareto-Dominanz
basiert.

5.1.7.3 Beobachtungen

Trotz einfachster Einstellungen des Algorithmus und zudem fester Mutationsschritt-
weite liefert der Algorithmus sehr gute Ergebnisse. Das Testproblem
DoubleParabola wurde erstaunlich gut angenähert, sowohl bei Mutationsschritt-
weiten von 5, 1 oder 0,5.
Das TestproblemFonsecaF1 zeigte sich schon sensibler. Selbst bei der bisher besten
gefunden Mutationsschrittweite von 0,5 wird die Pareto-Front nur grob angenähert.
Als sehr gute Kombination erwies sich, wie auch schon von Laumanns benutzt, eine
große Anzahl von Generationen, verbunden mit sehr kleinen Schrittweiten. So ergab
die Kombination von1.000.000 Generationen und eine Mutationsschrittweite von le-
diglich 0,02 eine sehr gute Annäherung an die Pareto-Front.

Selektion Durch anf̈angliche Fehler in der Implementierung der Selektion haben
wir einige interessante Feststellungen entwickelt und wurden zu neuen Selektions-
Operatoren inspiriert.

Selektion nach Laumanns Bei der korrekten Implementierung von Laumanns
Selektion weisen die Individuen entlang der Pareto-Front eine gute Diversität auf.
Nach unseren ersten̈Uberlegungen hatten wir erwartet, dass Individuen mit extremen,
also sehr großen Werten einer Zielfunktion, vorrangig selektiert werden. Dadurch hätte
die Abdeckung der Pareto-Front vor allem an den Rändern L̈ucken aufweisen m̈ussen.
Da ein R̈auber immer das Individuum selektiert, das für sein Kriterium den gr̈oßten
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Wert hat, scheinen Individuen, die eher durchschnittliche Werte in allen Kriterien auf-
weisen, vor der Selektion geschützt.
Wegen der Eigenschaft der Pareto-Optimalität haben die Individuen, die bzgl. eines
Kriteriums besonders schlecht sind, bei einem anderen besonders gute Werte. Sind die
Randbereiche der Pareto-Front nicht abgedeckt, dann fehlen somit auch die extrem
guten L̈osungen der jeweiligen Kriterien.
Bei unserenÜberlegungen haben wir die Lokalität der Selektion unterschätzt. Da-
durch, dass die Selektionsmenge lokal auf die Nachbarschaft beschränkt ist, wird nur
das schlechteste einer kleinen Teilmenge der Population selektiert. Außerdem wird ein
neues Individuum wiederum aus der Nachbarschaft erzeugt, wodurch lokale Merkma-
le stabil bleiben. Laumanns beschreibt, dass der von uns erwartete Effekt, dass die
Randbereiche der Pareto-Front nicht abgedeckt werden, tatsächlich auftritt, wenn man
den Selektionsradius (die Größe der Nachbarschaft) zu weit ausdehnt.
Außerdem ist zu beobachten, dass die Abdeckung der Pareto-Front Lücken aufweist.
Diese k̈onnen ebenfalls durch die Lokalität der Operatoren erklärt werden. Individu-
en, die sich stark von ihrer Nachbarschaft unterscheiden, können anfangs nur schwer
überleben und sp̈ater gar nicht mehr entstehen. Eine Nachbarschaft kann demnach nur
einen kleinen Bereich der Pareto-Front abdecken. Um eine lückenlose Abdeckung zu
erreichen, darf die Varianz (Mutationsschrittweite) nicht zu klein eingestellt sein und
die Evolution muss außerdem zu einem günstigen Zeitpunkt abgebrochen werden.

Selektion nach Pareto-Dominanz Unser zweiter Selektionsoperator arbeitet,
wie in 5.1.7.1 beschrieben, basierend auf der Pareto-Dominanz. Hierbei zeigt sich,
dass die Abdeckung der Pareto-Front zwar keine Lücken aufweist, aber die Ecken
der Pareto-Fronẗuberhaupt nicht abgedeckt werden. Dies ist genau das Verhalten, das
nicht unserer Erwartung entsprach; wir hatten keine intuitive Erklärung f̈ur diesen Ef-
fekt gefunden. F̈ur das zweite Projektgruppen-Semester war daher eine gründlichere
Erforschung dieser Phänomene geplant, auch mit Hilfe weiterer Selektions-Operatoren
sowie modifizierter R̈auber-Bewegung. Zu diesem Vorhaben ist es jedoch nicht gekom-
men, da sich die Projektgruppe auf andere Probleme konzentrierte.

5.1.7.4 Verbesserungsm öglichkeiten

Mutationsschrittweite Es ẅare sinnvoll, eine dynamische Anpassung der Mutati-
onsschrittweite zu implementieren, damit der Algorithmus zu Beginn mit großer Vari-
anz schnelle Fortschritte erzielen und lokale Optimaüberwinden kann. Nach etlichen
Generationen und damit verbundener Annäherung an die Pareto-Front sollten nur noch
minimale Mutationen stattfinden, damit gefundene gute Lösungen nicht mehr zu stark
zersẗort werden.
Eine einfache Realisierung wäre z. B. eine lineare Verringerung der Varianz im Verlauf
der Generationen.

Selektion Wie oben beschrieben, ist die Auswahl des Selektions-Operators ent-
scheidend f̈ur die Ann̈aherung an die wahre Pareto-Front und die Diversität der gefun-
denen L̈osungen. Da unsere beiden bisher untersuchten Selektions-Operatoren (jeder
Räuber selektiert nach einem Kriterium vs. Selektion aus den dominierten Individuen)
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keine befriedigenden Ergebnisse brachten (Lücken in der Pareto-Front vs. geringe Di-
versiẗat), wäre es interessant, bei eventuellen weitergehenden Forschungen auf diesem
Gebiet die folgenden Operatoren zu implementieren und zu untersuchen.

• Koordinaten-Maximum-Selektion
Es wird das Individuum der Nachbarschaft selektiert, dessen Koordinatensumme
(die Summe der einzelnen Fitness-Werte) am größten ist.

• Fronten-Dominanz-Selektion
Aus der Nachbarschaft wird das Individuum gewählt, das dominiert wird, aber
kein anderes der Nachbarschaft dominiert, also das der hintersten nicht-domi-
nierten Front. Bei mehreren kann aus diesen nach dem Räuber-Kriterium oder
zufällig geẅahlt werden.

• Dominanz-Laumanns-Selektion
Aus der Nachbarschaft werden die innerhalb der Nachbarschaft dominierten In-
dividuen ausgeẅahlt. Von dieser Menge wird das Individuum selektiert, welches
den schlechtesten Wert bezüglich des dem R̈auber zugeordneten Kriteriums hat.

• Laumanns-Invers-Selektion
Man bestimmt die dominierten Individuen der Nachbarschaft und ignoriert dabei
das R̈auber-Kriterium. Bei der̈Uberpr̈ufung der Pareto-Dominanz der Individu-
en wird also jeweils der Wert des aktuellen Räuber-Kriteriums nicht betrach-
tet. Aus dieser Menge wird das schlechteste Individuum bezüglich des R̈auber-
Kriteriums geẅahlt, oder alternativ ein zufälliges.

Nachbarschaft Die Nachbarschaft sollte mit einem Radius versehen werden, so
dass alle Individuen mit einem bestimmten Abstand zum aktuellen Knoten zur Nach-
barschaft geḧoren.

Räuber-Anzahl Die Anzahl der R̈auber ist im Moment auf jeweils einen pro Opti-
mierungs-Kriterium beschränkt. F̈ur weitere Forschungen wäre es interessant, wenn
die R̈auber-Anzahl pro Kriterium per Aufrufparameter eingestellt werden könnte.

Räuber-Bewegung Die Räuber bewegen sich zur Zeit mit einer Schrittweite von
einem Knoten. Die Schrittweite könnte vergr̈oßert werden, damit ein Individuum nicht
vom selben R̈auber mehrmals hintereinander angegriffen werden kann. Der Räuber
müsste dazu so große Sprünge machen k̈onnen, dass sich seine jeweiligen Nachbar-
schaften nichẗuberschneiden. Dies könnte zu einer erḧohten Diversiẗat führen, da das
Selektionskriterium bezogen auf ein bestimmtes Individuumöfter wechselt.

Archiv Die besten Individuen, die ausgegeben werden, werden zur Zeit nur aus der
Population der letzten Generation ausgewählt. Es sollte als Verbesserung ein Archiv
verwaltet werden, welches immer die bisher besten gefundenen Individuen enthält.
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5.1.8 Tabu-Search

Tabu-Search ist ein deterministischer Algorithmus für kombinatorische Probleme, wel-
cher sich in erster Linie für lokale Suchen eignet. Ausführlich wurde dieses Verfahren
von Glover und Laguna [13] beschrieben. Es wird hierbei eine klar definierte Nach-
barschaft verwendet. Zwei Individuen sind benachbart, wenn sie sich nur durch einen

”
Schritt“ unterscheiden. Die Nachbarschaft ist im Allgemeinen relativ klein. Tabu-

Search ẅahlt dann aus der Nachbarschaft immer den besten Nachbar aus, zu dem der

”
Schritt“ nicht verboten wurde. Das Verbieten nennt man Tabuisieren. Ein Schritt, der

tabu ist, kann dennoch durchgeführt werden, wenn er zu einem Nachbarn führt, dessen
Fitness die bisher Beste in dieser Suche ist, welches man Aspiration bzw. Aspirati-
onskriterium nennt. Der genaue Ablauf wird im Aktivitätendiagramm (Abbildung 5)
dargestellt.

Abbildung 5: Aktivitätendiagramm Tabu-Search
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5.1.8.1 Der Algorithmus

Um diese Nachbarschaft zu bekommen, nimmt man meistens das Problem und stellt
den L̈osungsraum des kombinatorischen Problems durch einen Graphen dar. Ein Kno-
ten in dem Graphen stellt dabei eine Kombination von Lösungsm̈oglichkeiten dar. Ein
Nachbar zu einer Kombination ist durch eine Kante in dem Graphen gekennzeich-
net. In dem Fall des Rucksackproblems ist ein Nachbar einer bestimmten Kombinati-
on dadurch gekennzeichnet, dass man in einem Schritt zu dieser neuen Kombination
kommen kann, d. h. entweder wird eines dern Gegensẗande aus der Eingabe in den
Rucksack gepackt oder ein Gegenstand, der in dem Rucksack ist, aus diesem wie-
der hinaus genommen. Grundsätzliches Problem ist bei Tabu-Search einen Konfigu-
rationsgraphen zu finden, der möglichst viele kombinatorische Probleme abdeckt, d.
h. einen Konfigurationsgraphen zu finden, der für das Rucksackproblem, Traveling-
Salesperson-Problem, Bin Packing und weitere kombinatorische Probleme geeignet
ist.
Da dies nicht so einfach zu realisieren ist, haben wir uns auf das mehrkriterielle0/1
Rucksackproblem und̈aquivalente Probleme beschränkt.
Die Größe des Konfigurationsgraphen hängt stark von der Eingabegröße ab. Tabu-
Search versucht nun in diesem Konfigurationsgraphen einen guten Weg zu finden, so
dass die Konfiguration zulässig ist, d. h. die Summe der Gewichte der eingepackten
Gegensẗande darf die zulässige Rucksackbepackungsgrenze nichtüberschreiten, und
die bestm̈oglichen Nutzenwerte erreicht werden. Ziel dabei ist es, eine gute Bepa-
ckung zu finden, ohne den gesamten Graphen zu durchlaufen. Tabu-Search geht da-
bei deterministisch vor, indem er immer das Objekt in den Rucksack packt, das zu
bestm̈oglicher Nutzenvergr̈oßerung f̈uhrt bzw. das zu einer geringsten Verschlechte-
rung der Nutzenwerte führt. Dabei kann es schnell zu so genannten Zyklen kommen,
so dass ein Gegenstand in den Rucksack gepackt wird, im nächsten Zug wieder heraus-
genommen wird, in dem darauf folgenden Zug wieder hineingepackt wird, usw. Um
dieses zu vermeiden, wird eine so genannte Tabuliste initialisiert, die gewisse Züge (z.
B. die gerade gemachten) für eine fest definierte Dauer verbietet. Fraglich ist dabei,
wie lang diese Tabuliste maximal sein soll und wie lange ein Zug verboten wird, d. h.
in unserem Fall f̈ur wie viele Z̈uge ein bestimmter Gegenstand nicht bewegt werden
darf.

5.1.8.2 Einstellm öglichkeiten

Der Algorithmus bietet neben den bekannten Parametern noch folgende optionale
Startparameter:

• -maxtabulistlength : Die maximale Anzahl Z̈uge in der Tabuliste
(default=15).

• -tabuiterations : Die maximale Verweildauer eines Zuges in der Tabuliste
(default=3).

• -archive : Dieser optionale Parameter bestimmt die Maximalgröße des glo-
balen Archivs, welches am Ende ausgegeben wird. Der Standardwert ist0, was
einem unbegrenzt grossen Archiv entspricht.
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5.1.8.3 Schwachstellen

Tabu-Search f̈uhrt meist eine relativ lokale Suche durch. Deshalb werden in der Pra-
xis meist viele Aufrufe mit unterschiedlichen Startwerten erzeugt und die Ergebnisse
zusammengefasst. Oft verwendet man auch erst sehr lange Tabulisten, um eine hohe
Streuung zu erreichen und verwendet die Ergebnisse dann als Startwerte für weitere
Suchen mit k̈urzeren Tabulisten, um die lokalen Optima zu ermitteln. Dies ist derzeit
nicht automatisiert und sollte auch nicht direkter Bestandteil des Algorithmus werden.
Weiterhin ist dieses bei unserer Implementierung auch manuell nicht möglich, da man
den Startwert der Suche nicht selber setzen kann, sondern Grenzen für die Initialisie-
rung von der Testfunktion vorgegeben bekommt.

5.1.8.4 Verbesserungsm öglichkeiten

Zunächst sollte der Algorithmus weiter mit größeren Problemen getestet werden. Da-
nach sollte dann das Setzen eines Startwertes implementiert werden, da dies für den
Einsatz von Tabu-Search sehr wichtig ist. Dies ermöglicht dann wiederum die Ent-
wicklung spezieller Strategien zur Anwendung des Algorithmus.
Darauf folgen Optimierungen an der Tabu-Liste. Es kann eine variable Tabu-Dauer
implementiert werden. Sinnvoll könnte es auch sein, mehrere Tabulisten zur besseren
Vermeidung von Zyklen zu verwenden.
Denkbar ẅare auch eine andere Ermittlung der Fitness der Individuen. Hansen [14]
und Hertz [15] haben hier beispielsweise Methoden für Tabu-Search vorgestellt, die
meist bessere Ergebnisse erzeugen, als bei Verwendung einer (gewichteten) Aufsum-
mierung der Kriterien.
Als größtes Ziel sehen wir die Umsetzung anderer kombinatorischer Probleme, wie
beispielsweise dem TSP, so dass auch diese mittels Tabu-Search gelöst werden k̈onnen.
Im Verlauf der PG hat sich unser Fokus verändert. Ẅahrend das erste PG-Semester
primär Implementierungen beinhaltet hat, haben wir im zweiten PG-Semester die Pra-
xisprobleme in Form der Simulatoren eingebunden und generell nach neuen Ideen
und guten Parametern gesucht. Die Ideen zur Weiterentwicklung dieses Algorithmus
wurden nicht umgesetzt, da wir auch keine weitere Testfunktion für kombinatorische
Probleme implementieren wollten. Andere Klassen von Heuristiken als die kombinato-
rischen Probleme sahen wir – gerade im Hinblick auf die Simulatoren – als relevanter
an.

5.1.9 Modifizierter SMS-EMOA

5.1.9.1 Der Algorithmus

Der urspr̈ungliche SMS-EMOA wurde am Ls11 von Emmerich, Beume, Naujoks [16]
entwickelt und ist mit dem NSGA-II verwandt. Wir haben den Algorithmus um eine
zus̈atzliche Selektionsmethode erweitert.

Beschreibung Bei dem SMS-EMOA handelt es sich um eine (µ+1)-ES. Das heißt,
in jeder Generation wird ein Nachkomme (mit Hilfe von Rekombination und Mutati-
on) erzeugt.

48



5.1 Algorithmen

Zuerst wird die erste Eltern-Population (Start-Population) erzeugt, die der Implemen-
tierung der desMueRhoLES(siehe 5.1.4) entspricht.
Aus zwei zuf̈allig ausgeẅahlten Individuen wird durch Rekombination und Mutati-
on ein neues Individuum erzeugt und zur Population hinzugefügt. Dieµ+1 Individu-
en werden nach Fronten sortiert. Es werden zuerst alle Individuen herausgesucht, die
nicht dominiert werden. Diese bilden die erste Front. Dann werden die Individuen der
ersten Front gedanklich gestrichen und man sucht aus der reduzierten Menge wieder
die Individuen, die jetzt nicht-dominiert werden (zweite Front) und so weiter bis alle
Individuen einer Front zugeordnet sind. Anschließend soll noch ein Individuum aus
der schlechtesten Front entfernt werden. Falls nur eine nicht-dominierte Front vorhan-
den ist, wird das Individuum mit dem kleinsten Beitrag zum S-Metrik-Wert der Front
entfernt (sogenannte S-Metrik-Selektion). Bei mehreren Fronten wird für jedes Indi-
viduum der letzten Fronẗuberpr̈uft, von wie vielen Individuen es dominiert wird. Das
Individuum mit der ḧochsten Anzahl wird aus der Population entfernt.

Pseudo-Code (µ + 1) ES auf einer Funktion mit zwei Zielenf1 und f2

Initiale PopulationP
wiederhole

erzeuge 1 Nachkommenind durch Rekombination und Mutation
sortiereP und ind nach Fronten
Falls (Anzahl Fronten> 1)

sortiere (nach Fitnesswerten)k Punkte der letzten Frontq1, ..., qk

behalte Randpunkte (ersten und letzten der sortierten Sequenz)
Für alle inneren Punktei der letzten Front (q2 bis qk−1)

Für alle Punktej der vorderen Fronten
Fallsf1(qi) ≥ f1(j) & f2(qi) ≥ f2(j)

dominiertePunkte[qi] += 1
Ende (Falls)

Ende (F̈ur allej)
Ende (F̈ur allei)
entferne Punkt mit gr̈oßter Anzahl dominierender Punkte aus der
Population

sonst
entferne Individuum mit dem kleinsten Beitrag zur S-Metrik der
letzten Front aus der Population

... bis Stopp-Kriterium erreicht

Operatoren Hier werden nun die einzelnen Operatoren des Algorithmus detaillier-
ter beschrieben.

Rekombination und Mutation Die Rekombination und Mutation wurden aus
dem C-Code des am LS11 entwickelten SMS-EMOAübernommen. Bei der Rekombi-
nation handelt es sich umSimulated Binary Crossover (SBX)[18]. Vereinfacht, funk-
tioniertSBXso:

• Schritt 1: ẅahle Zufallszahlui aus [0,1)
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• Schritt 2: berechneβqi

βqi = (2ui)
1

ηc+1 , wennui ≤ 0.5

βqi = ( 1
2(1−ui)

)
1

ηc+1 sonst

• Schritt 3: berechne zwei Nachkommenxi

x
(1,t+1)
i = 0.5[(1 + βqi)x

(1,t)
i + (1− βqi)x

(2,t)
i ],

x
(2,t+1)
i = 0.5[(1− βqi)x

(1,t)
i + (1 + βqi)x

(2,t)
i ]

Bei x(1,t)
i bzw. x(2,t)

i handelt es sich um diei-te Variable des ersten bzw. zweiten In-

dividuums der Generationt (hier Eltern-Generation). Beix(1,t+1)
i handelt es sich also

um diei-te Variable des ersten Individuums der Generationt+1 (bzw. Nachkommen-
Generation).βqi stellt den Verteilungsfaktor für die Variablen dar und wird durch die
Zufallszahlui und den Parameterηc berechnet. Der Wert vonηc (eine nicht-negative
reelwertige Zahl) beeinflusst diëAhnlichkeit der Nachkommen zu den Eltern. Bei
großenηc-Werten ist die Wahrscheinlichkeit, dass die Variablen der Nachkommen zu
den Eltern̈ahnlich sind, groß. D. h.: Individuen, die im Vergleich zu einem Elter leicht
oder gar nicht ver̈andert sind, sind wahrscheinlich. Nachkommen, die mittig zwischen
den Eltern oder die weit von Eltern weg liegen, sind unwahrscheinlich. Dieser Effekt
ist bei großenηc-Werten deutlicher als bei kleineren. Aus zwei zufällig ausgeẅahlten
Individuen werden zwei Nachkommen erzeugt. Da wir nur einen benötigen, wird ohne
Beschr̈ankung der Allgemeinheit das Individuumx(1,t+1)

i ausgeẅahlt.
Für jede Variable der Nachkommen wird zufällig entschieden, ob sie mutiert wird.
Die Wahrscheinlichkeit ist der Kehrwert der Dimension, wobei die Dimension die An-
zahl der Objektvariablen ist. Diese wird bei der Testfunktion abgefragt. Noch vor der
Mutation werden f̈ur jede Variablexi die Ober- und Untergrenze bei der Testfunktion
abgefragt (xu undxl). Die Variablen bleiben nach der Mutation innerhalb dieser Gren-
zen. So k̈onnen keine ung̈ultige Individuen erzeugt werden.
Mutation der Variablen fallsxi > xl:

• Schritt1: wähle Zufallszahlui aus [0,1)

• Schritt2: berechneδ
δ = xi−xl

xu−xl
falls (xi − xl) < (xu − xi)

δ = xu−xi
xu−xl

sonst

• Schritt3: berechneδq

δq = (2ui + (1− 2ui)(1− δ)21 − 1)
1
21 − 1 falls ui ≤ 0.5

δq = 1− (2ui + (1− 2ui)(1− δ)21 − 1)
1
21 sonst

• Schritt4: berechne neuesxi

xi = xi + δq(xu − xl)

• Schritt5: xi mit der Ober- und Untergrenze vergleichen und ggf. anpassen:
xi = xl falls xi < xl

xi = xu falls xi > xl

Mutation der Variablen fallsxi = xl:

• Schritt 1: ẅahle Zufallszahlui aus [0,1)
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• Schritt 2: berechne neuesxi:
xi = ui(xu − xl) + xl

Selektion Nach der Rekombination und Mutation wächst unsere Population auf
µ + 1 Individuen. Von diesen Individuen muss jetzt eins selektiert (gelöscht) werden,
damit die Population wieder auf die Größeµ schrumpft. Nach der Sortierung der Indi-
viduen nach Fronten wird die Anzahl der Frontenüberpr̈uft. Falls nur eine Front vor-
handen ist, wird die S-Metrik als Selektionskriterium verwendet (S-Metrik-Selektion).
Die S-Metrik misst die Gr̈oße des Raums, der von den Individuen dominiert wird. Im
zwei-dimensionalen Fall ist das also einfach eine Fläche, allgemein ein Hypervolu-
men. Wir l̈oschen das Individuum, welches den kleinsten Beitrag zum Hypervolumen
leistet. Das heißt anders herum, dass wir die Individuen behalten, die den Wert des
Gesamt-Volumen der letzten Front maximieren.
Sonst betrachtet man die letzte (schlechteste) Front. Bei dem ursprünglichen SMS-
EMOA würde auch jetzt die S-Metrik-Selektion verwendet werden. In der neuen Se-
lektionsmethode wird f̈ur jedes Individuum der letzten Frontüberpr̈uft, von wie vielen
Individuen es dominiert wird. Das Individuum mit der höchsten Anzahl wird selektiert
und entfernt.
Der modifizierte SMS-EMOA (SMS-EMOApg) bietet folgende M̈oglichkeiten zur Se-
lektion, wobei der Parameter-sm für die Selektionsmethode steht:

• sm =0 (die von uns entwickelte Selektionsmethode)
Falls es zwei oder mehr Fronten gibt, wird für jedes Individuum in der schlech-
testen Front die Anzahl der Punkte gezählt, die dieses dominieren. Das Indivi-
duum mit der gr̈oßten Anzahl wird entfernt. In diesem Fall beträgt die Laufzeit
O(µ2k) pro Generation, wobeiµ für die Populationsgröße undk für Anzahl der
Zielfunktionen steht.
Falls nur eine Front vorhanden ist, wird die S-Metrik-Selektion eingesetzt und
sie hat eine Laufzeit von O(µ3k2).

• sm =1 (zufällige Wahl)
Falls es zwei oder mehr Fronten gibt, wird aus der schlechtesten Front ein Indi-
viduum zuf̈allig entfernt.
Falls nur eine Front vorhanden ist, wird die S-Metrik-Selektion eingesetzt.

• sm =2 (original SMS-EMOA mit Randomisierung-Verfahren).
Nur die S-Metrik-Selektion wird eingesetzt.

Zur besseren Robustheit haben wir die Selektionsmethoden sm = 0, sm =1 und sm =
2 um zwei g̈angige Verfahren erweitert:

• Extrempunkte / Randpunkte behalten
Individuen, die in einer Zielfunktion den besten (kleinsten) Wert haben, werden
als Extrempunkte bezeichnet. Sie liegen sozusagen am Rand der Population,
wenn man diese im Raum der Fitnesswerte darstellt. Diese Individuen werden
vor der Selektion geschützt, um eine m̈oglichst große Diversität zu erhalten. Eine
Ausnahme ist sm =1, der Fall der zuf̈alligen Wahl. Hier kann jedes Individuum
selektiert werden.
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• Randomisierung bei Unentscheidbarkeit
Falls mehrere Individuen bezüglich unserer Kriterien den gleichen Wert ha-
ben (also gleiche Anzahl dominierender Punkte bzw. gleichen Beitrag zum S-
Metrik-Wert), dann wird aus diesen eines zufällig geẅahlt. Zuvor war es so, dass
das letzte Individuum der schlechtesten ausgewählt wurde.

Die folgenden Varianten wurden nur zu Forschungs-Zwecken implementiert:

• sm =3 (wie sm =0 aber ohne Randomisierung und ohne Randpunkte behalten)

• sm =4 (wie sm =0 aber ohne Randomisierung bei Unentscheidbarkeit)

• sm =5 (wie sm =0 aber ohne Extrempunkte / Randpunkte behalten)

5.1.9.2 Einstellm öglichkeiten

Der Algorithmus braucht folgende exogene Startparameter:

• die Anzahl der Individuen in der Eltern-Generationµ (Parameter-mu),

• die Selektionsmethode (Parameter-sm ),

• die Anzahl Genrationen (Parameter-g ),

• die Testfunktion (Parameter-t ),

• evtl. Randomseed (Parameter-r ).

5.1.9.3 Beobachtungen

Der Algorithmus wurde im zweiten Semester weiter entwickelt und anschließend im-
plementiert. Der SMS-EMOA war den etablierten Algorithmen, wie NSGA-II oder
SPEA2, auf der Familie der ZDT-Funktionen schon in der Originalfassungüberlegen.
Dies wurde durch die Experimente auf den ZDT-Funktionen (siehe 7.2) bekräftigt. Die
modifizierte Version brachte zusätzlich Vorteil im Rechenaufwand. Die Qualität der
modifizierten Version des Algorithmus wurde auch durch die Experimente mit dem
Fahrstuhlsimulator (siehe 7.4.2) bestätigt.

5.2 Metriken

Bewertungsfunktionen, die u.a. auf Ergebnisse von evolutionären Algorithmen ange-
wendet werden, werdenMetriken genannt. F̈ur die Bewertung von mehrkriteriellen
Lösungsmengen wurden erst in den letzten Jahren Metriken entwickelt. Qualitätsmaße
für mehrkriterielle L̈osungsmengen sind hilfreich, da zwischen einzelnen Kriterien ty-
pischerweise Trade-off-Effekte bestehen und daher der Vergleich von Lösungsmengen
nicht trivial ist.

Die Menge von Metriken wird in drei Untermengen geteilt (siehe [22]), nämlich Me-
triken für den Vergleich:

• der Diversiẗat;
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• der Ann̈aherung an die Pareto-Front;

• und der Maximierung der Anzahl nicht-dominierter Lösungen.

Es existiert keine Metrik, die eindeutig alle Vergleichsmöglichkeiten erf̈ullt. Die PG447
hat sich f̈ur das ProjektNObELTJEfür drei Metriken entschieden: Die Euklid-Metrik
(siehe 5.2.1), die S-Metrik (beschrieben in Kapitel 5.2.2) und die C-Metrik (siehe Ka-
pitel 5.2.3).

In einer Arbeit von Knowles [23] werden die Metriken von Zitzler und anderen Ent-
wicklern beschrieben und verglichen. Außerdem werden die benutzten Metriken in
einer Seminar-Ausarbeitung teilweise beschrieben, die im Anhang des Zwischenbe-
richts zu finden ist. In den erẅahnten Dokumenten werden auch die zur Beschreibung
der Metriken benutzten Begriffe wie Dominanz, Outperformance-Relation und Kom-
patibilität erkl̈art. Der Begriff

”
übertrifft“ bedeutet, dass eine Menge A besser als eine

Menge B ist (bez̈uglich eines Minimierungsproblems), d. h.A ≺ B.

Die drei Outperformance-Relationen beschreiben differenziert das Verhältnis zweier
Mengen. Die Kompatibiliẗat einer Metrik mit einer Outperformance-Relation bedeutet,
dass die Metrik das entsprechende Verhältnis der Mengen korrekt bewertet.

schwache Outperformance-Relation Ow: Die Elemente der Mengen sind un-
vergleichbar, aber die bessere Menge hat mindestens ein Element mehr als die
andere.

starke Outperformance-Relation Os: Die bessere Menge dominiert mindestens
ein Element der anderen Menge.

komplette Outperformance-Relation Oc: Die bessere Menge dominiert alle Ele-
mente der schlechteren.

Knowles beschreibt weitere Eigenschaften der Metriken, die in folgenden Metrikbe-
schreibungen benutzt werden:

Ringschlussbeweis: Wenn eine Metrik eine L̈osungsmenge
”
A besser als B“ be-

wertet und
”
B besser als C“, dann kann

”
A besser als C“ geschlossen werden.

Skalierung: Hier wird beschrieben, ob eine Metrik ab- oder unabhängig von der
Skalierung des Raumes der Lösungen ist.

kardinale Messung: Eine kardinale Messung zählt z. B. die nicht-dominierten Ele-
mente.

Referenz-Menge/-Punkt: Wenn die Metrik zur Bewertung einen zusätzlichen Punkt
ben̈otigt, oder eine weitere Menge z. B. die wahre Pareto-Front des Problems.

5.2.1 Euklid-Metrik

Die Euklid-Metrik berechnet die durchschnittliche Entfernung der berechneten Lö-
sungsmenge von der

”
wahren“ Pareto-Front, also den gemittelten euklidischen Ab-

stand jedes Punktes zu einem Pareto-optimalen Punkt. Die Euklid-Metrik benutzt also
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Elemente der
”
wahren“ Pareto-Front als Referenz. Bei Problemen mit unbekannter

Pareto-Front kann diese Metrik demnach nicht angewendet werden. Abbildung 6 zeigt
ein illustratives Beipiel der

”
wahren“ Pareto-Front und der Lösungsmenge (in der Ab-

bildung 6 als
”
berechnete L̈osungen“ bezeichnet) im Zielraum.

Abbildung 6: Berechnung des kleinsten Abstandes einer Lösung zu den Punkten der
Referenzmenge (

”
wahre“ Pareto-Front).

Die Testfunktion liefert die wahre Pareto-Front (sofern diese bekannt ist)über die Me-
thodewriteParetoPoints in Form einer Textdatei. In einer zweiten Textdatei
befinden sich vom Algorithmus berechnete, nicht-dominierte Lösungen. Die beiden
Dateien werden ausgelesen und der Abstand der Fronten wird ermittelt.

Die Entfernungen zwischen einem berechneten Vektor und allen Vektoren aus der

”
wahren“ Pareto-Front werden berechnet. Die kleinste Entfernung wird gespeichert

und die anderen werden verworfen. Mit den restlichen Elementen der Lösungsmenge
wird analog verfahren. Aus der Summe der minimalen Entfernungen wird das arith-
metische Mittel berechnet, indem durch die Anzahl der Elemente der zur Bewertung
betrachteten L̈osungsmenge geteilt wird.

Bei n Vektoren der
”
wahren“ Pareto-Front m̈ussen f̈ur jeden L̈osungsvektorn Absẗan-

de berechnet werden. Beim Lösungsvektoren m̈ussen also f̈ur die Ermittlung der
kürzesten Absẗande insgesamtn mal m Berechnungen des Euklid-Abstands zweier
Vektoren desRk durchgef̈uhrt werden. Die Laufzeit beträgt also insgesamtO(nmk).

Die Metrik ist mit der Outperformance-RelationOw nicht kompatibel, jedoch mitOs

und Oc. Ein direkter Ringschluss ist mit dieser Metrik nicht möglich, da sie nicht
zwei Lösungsmengen vergleicht, sondern nur eine Lösungsmenge bewertet. Durch drei
Metriken-Aufrufe k̈onnen allerdings die Bewertungen der Lösungsmengen miteinan-
der in Beziehung gesetzt werden, vorausgesetzt, dass bei den Berechnungen die selbe
Referenzmenge benutzt wurde. Je niedriger der Metrikenwert ist, desto besser ist die
Lösungsmenge. Die Metrik ist unabhängig von der Skalierung des Lösungsraums. Die
Euklid-Metrik benutzt keine

”
Zählmessung“, da die Metrik einen durchschnittlichen

Abstand berechnet und keine Vektoren zählt.
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5.2.2 S-Metrik

Die S-Metrik berechnet den Raum, der durch die nicht-dominierten Elemente einer
Lösungsmenge dominiert und durch einen Referenzpunkte abgegrenzt wird. Die Größe
dieses Raumes ist der Wert der Metrik. Zitzler entwickelte diese Metrik1999 [24].

Die S-Metrik ben̈otigt für die Wahl des Referenzpunkts die obere Grenzen der Funkti-
onswerte der benutzten Testfunktion. Der Referenzpunkt soll außerhalb des Wertebe-
reiches der L̈osungen liegen, damit er von allen Elementen der Lösungsmenge domi-
niert wird. Bei praktischen Problemen kann der Referenzpunkt schwer zu bestimmten
sein, bei Testfunktionen stellt die Wahl dagegen eher kein Problem dar.

Die Metrik ist mit allen drei Outperformance-Relationen kompatibel. Ein Ringschluss
ist mit dieser Metrik nicht m̈oglich, da die Gr̈oße des dominierten Raumes auch von
einem Referenzpunkt abhängig ist. Wenn man also die Größe verschiedener Algorith-
men mit verschiedenen Referenzpunkten vergleicht, kann dies zu falschen Ergebnissen
führen. Die Metrik ist unabḧangig von der Skalierung der Elemente, da durch Anpas-
sung nur die Fl̈ache verkleinert / vergrößert wird. Dies ist aber zum Vergleich mit
einer anderen Metrik nicht entscheidend, solange der Referenzpunkt gleich bleibt. Die
S-Metrik benutzt keine

”
Zählmessung“ zur Bestimmung der Größe des dominierten

Raumes und berechnet eine Fläche.

Für den Fall von zwei Zielfunktionen wurde eine effiziente Implementierung mit der
KlasseNewSMetric realisiert. Bei mehr als zwei Zielfunktionen wird die komplexe-
re Berechnung mit Hilfe des Algorithmus von Fleischer [17] durchgeführt (SMetric-
Fleischer ). Der Beitrag eines bestimmten Punktes zum Gesamtwert der S-Metrik
kann mit der KlasseDeltaS berechnet werden. Die verschiedenen Varianten werden
im Folgenden beschrieben.

5.2.2.1 S-Metrik für zwei Zielfunktionen

Zur Berechnung der S-Metrik für den zwei-dimensionalen Fall wird der spezielle effi-
ziente AlgorithmusNewSMetric benutzt. Argumente der Berechnungsmethode sind
die Elemente der L̈osungsmenge und ein Referenzpunkt (RefPointin Abbildung 7).
Der Referenzpunkt ist standardmäßig auf die Koordinaten (10,0; 10,0) eingestellt,
kann aber mit der MethodesetRefPoint gëandert werden. Diese Koordinaten lie-
gen f̈ur die benutzten Testfunktionen außerhalb des Wertebereichs.

Die Elemente werden vor der ersten Berechnung bezüglich der Zielfunktionf1 ab-
steigend sortiert. Die Fläche ergibt sich durch die Berechnung der Summe aus den
Flächen jedes einzelnen Elementes der Lösungsmenge und des Referenzpunktes (sie-
he Abbildung 7). Nach der Berechnung der Fläche zwischen dem ersten Element aus
der Lösungsmenge und dem Referenzpunkt, wird die y-Koordinate des Referenzpunk-
tes f̈ur die Berechnung der nächsten Teilfl̈ache auf die y-Koordinate des ersten Punktes
gesetzt (siehe Abbildung 7). Diese Anpassung erfolgt vor jeder weiteren Berechnung
einer Teilfl̈ache. Die Teilfl̈achen werden addiert und ausgegeben. Die Berechnung der
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Abbildung 7: Die linke Abbildung zeigt, wie die S-Metrik an Hand des Referenzpunk-
tes (RefPoint) und der Elemente aus der Lösungsmenge (A, B, C) die do-
minierte Fl̈ache bildet. Die rechte Abbildung zeigt die Verschiebung des
Referenzpunktes nach der Flächen-Berechnung des ersten Punktes.

Fläche im zweidimensionalem Raum erfolgt durch die Formel:∑
i∈1...|A|

| zref
1 − zi

1 | ∗ | z
ref
2 − zi

2 |

|A| entspricht der Anzahl der Elemente in der Lösungsmenge,zref
1 undzref

2 sind die
Koordinaten des Referenzpunktes undzi ist ein Element aus der Lösungsmenge.
Die Berechnungskomplexität des Algorithmus beträgt nurO(m ∗ logm). Sie wird be-
stimmt durch die Sortierung der Lösungen, dieO(m∗logm) beansprucht. Die Berech-
nung der Teilfl̈achen, sowie die Verschiebung des Referenzpunkts sind Operationen
von geringerer Gr̈oßenordnung.

5.2.2.2 S-Metrik für multi-dimensionale Zielfunktionen

Die KlasseSMetricFleischer entḧalt die Berechnung der S-Metrik nach dem
Algorithmus von M. Fleischer [17]. Diese Implementierung ist im Gegensatz zu der
KlasseNewSMetric für eine beliebige Anzahl von Zielfunktionen einsetzbar. Die
Laufzeit des Algorithmus beträgt O(m3n2), wobeim die Anzahl der nicht-dominier-
ten Punkte undn die Anzahl der Zielfunktionen beschreibt.
Die KlasseSMetricFleischer ben̈otigt einen Referenzpunkt, der entwederüber
eine Methode zugewiesen werden kann, oder zur Berechnung des S-Metrikwertes au-
tomatisch auf einen Punkt mit m̈oglichst kleinen Koordinaten gesetzt wird. Lösungen,
die gr̈oßere Funktionswerte als der Referenzpunkt haben, werden bei der Berechnung
nicht betrachtet, genau wie dominierte Lösungen.

Der Betrag des S-Metrikwertes jedes Punktes (Hypervolumen) wird dann wie folgt be-
rechnet. Zu einem Punktx werden seine benachbarten Punkten bestimmt, das heißt, für
jede Zielfunktion ein Punkt, der den nächst schlechteren Wert hat. Die Abstände zu den
Nachbarn werden multipliziert und bilden damit einen Hyperkubus, der von dem Punkt
x dominiert wird. Anschließend werden an den Ecken des Hyperkubus neue Punk-
te generiert (spawn points) und der abgearbeitete Punktx wird aus der Datenstruktur
entfernt. Die neu erzeugten Punkte werden der Datenstruktur hinzugefügt, falls sie
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nicht dominiert werden. Man fährt nun die Berechnung analog mit einem neu erzeug-
ten Punkt fort. Falls keine neuen nicht-dominierten Punkte generiert wurden, wird mit
den Original-Punkten der Datenstruktur weitergerechnet, bis diese vollständig geleert
ist. Anschaulich beschrieben, wird das dominierte Hypervolumen nach den durch die
nicht-dominierten Punkte definierten Kuben iterativ abgetragen.

5.2.2.3 Beitrag eines Punktes zum S-Metrik-Wert

Die KlasseDeltaSMetric ist ein Werkzeug des AlgorithmusSMSEMOApg . Sie
liefert für eine Punktmenge und einen darin enthaltenen bestimmten Punkt den Bei-
trag des Punktes zum S-Metrik-Wert der Gesamtmenge. Das ist die Größe des Hyper-
volumens, das ausschließlich von diesem Punkt dominiert wird. Die Berechnung des
Hypervolumenbeitrags erfolgt mit Hilfe der KlasseSMetricFleischer , wobei die
Bestimmung des Hypervolumens mit dem gewählten Punkt beginnt und abbricht, so-
bald die Gr̈oße des Kubus errechnet wurde.

5.2.3 C-Metrik

Eine weitere Metrik, die wir realisiert haben, ist die C-Metrik. Die C-Metrik benötigt
zwei Lösungsmengen A und B. Es wird bewertet, wie stark die eine Approximation
die andere dominiert. Sie bildet das geordnete Paar (A,B) auf das Intervall [0,1] ab.
Zur Berechnung werden alle Elemente der Lösungsmengen betrachtet und miteinan-
der verglichen. Dazüuberpr̈uft man f̈ur jedes Element der einen, ob es durch ein Ele-
ment der anderen Menge schwach dominiert wird. Es wird die Anzahl der dominierten
Punkte der Menge gezählt und danach durch die Gesamtanzahl der Punkte der Menge
geteilt. Als Ausgabe erḧalt man eine reelle Zahl. Dabei muss man beide Anordnungen
C(A, B), C(B, A)) betrachten, da C(A, B) nicht gleich 1-C(B, A) ist. C ist eine kardi-
nale Messung und durch eine direkte, vergleichende Bewertung bekommt man einen
einzigen G̈utefaktor, der nicht symmetrisch ist.

Es ist schwierig zu begründen, ob die Metrik eine komplette Ordnung hervorruft, weil
nicht klar ist, wie das Paar von C-Werten zusammen interpretiert werden soll. Die
nicht-symmetrische Natur der C-Metrik erschwert ihre Analyse zur Kompatibilität zu
den Outperformance-Relationen. Es hängt davon ab, wie die beiden Ausgaben inter-
pretiert oder kombiniert werden. Es ist allgemein möglich, zwischen C(A, B) und C(B,
A) zu unterscheiden. Gilt C(A, B)=1 und C(B, A)< 1 wird die Menge A besser als
B bewertet. Dann ist C mit der schwachen Outperformance-Relation kompatibel. Es
gibt aber auch F̈alle wo dies nicht der Fall ist (siehe Abbildung 8). Meistens gilt, dass
die C-Metrik uns Ausgaben liefert, die nicht mit unserer Intuition zur Bewertungüber
die Qualiẗat zweier Mengen̈ubereinstimmt, ausgenommen die zwei Mengen enthalten
sehr gleichm̈aßig verteilte Punkte und sind von gleicher Kardinalität. Die Berechnung
lautet folgendermaßen:

C(A,B) =
|b ∈ B|∃a ∈ A : a � b|

|B|

Der Wert C(A,B)=1 bedeutet, dass alle Entscheidungs-Vektoren in B durch die aus A
schwach dominiert werden. Das Komplement, nämlich der Wert C(A,B)=0, repräsen-
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Abbildung 8: Folgende Faktoren werden berechnet: C(R,A)=0/2 = 0, C(R,A’)=1/3,
C(A,R)=3/4, C(A’,R)=3/4. Gegen̈uber der Referenzmenge R wird A’
schlechter als A bewertet. Jedochübertrifft (siehe 5.2) A’ A schwach,
so dass man daraus schließen kann, dass die C-Metrik nicht schwach
kompatibel mit der schwachen Outperfomance-Relation ist, wenn man
eine Referenzmenge R benutzt.

tiert die Situation, wo keine Punkte in B durch Punkte aus A schwach dominiert wer-
den.

Die Metrik ist im allgemeinen nicht mit der schwachen Outperformance-Relation kom-
patibel. Wenn die Verteilung sehr ungleichmäßig ist, gibt es unzuverlässige Ergebnisse.
Außerdem kann der Grad der Outperformance-Relation nicht festgelegt werden, wenn
eine Menge die andere komplettübertrifft (siehe Abschnitt 5.2). Die Metrik ist aber
kompatibel zur starken und kompletten Outperformance-Relation.

Ringschl̈usse sind im Allgemeinen nicht gültig. Werden drei Mengen betrachtet, kann
es vorkommen, dass B besser als A, C besser als B, aber A besser als C bewertet wird.

Der Gütefaktor der Metrik ist abḧangig von den gez̈ahlten nichtdominierten Punkten.
Sind die zu vergleichenden Mengen von verschiedener Kardinalität, werden falsche
Schl̈usse aus den Ergebnissen gezogen.

Die C-Metrik ben̈otigt keinen Referenzpunkt. Außerdem ist sie von der Pareto-Front
unabḧangig. Die Laufzeit ist im Vergleich zur S-Metrik gering. Die Unabhängigkeit
von der Skalierung ist gegeben.

In unserer Implementation berechnen wir C(A,B), wie auch C(B,A). Sind beide Werte
gleich, wird ein Fehler ausgegeben, da zwar beide Mengen als gleich angesehen wer-
den, es aber doch sein kann, dass eine doch näher an der Pareto-Front liegt. Weitere
Fälle, wo unserïose Ergebnisse entstehen, wenn z.B. die Punkte sehr weit verteilt sind,
könnten noch abgefangen werden, um den Anwender zu warnen.
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5.3 Analyse: Visualisierung und Statistik

Es stehen diverse Klassen bereit, um die Ergebnisse der Design-Läufe grafisch darzu-
stellen und auszuwerten. Zum einen ist dies eine Gruppe von Plottern, welcheGnuplot
benutzt, um Metrik-Werte zu visualisieren. Die Darstellungen reichen hier von einfa-
chen Balkendiagrammen bis hin zu Flächen im dreidimensionalen Raum.

Neben den Plottern sind weitere Klassen zur Visualisierung und Auswertung entwi-
ckelt worden, auf die im Anschluss noch näher eingegangen wird. Zum einen der
AnimatedGifEncoder , mit dessen Hilfe sich aus mehreren Einzelbildern klei-
ne Animationen in Form von animierten GIFs generieren lassen. Außerdem existiert
ein Tool, welches Ergebnisse für das Temperierbohrungs-Problem (siehe 5.4.3) dar-
stellt, derBohrVisualizer . Schließlich wurden mehrere Klassen implementiert,
die, ähnlich wie die Plotter f̈ur Gnuplot, Skripte generieren und inR ausf̈uhren, um
Scatterplots, Histogramme oder Boxplots für die Daten zu erstellen.

5.3.1 Übersicht über die Plotter

Mit den Plotter-Klassen stehen vier Tools zur Verfügung, mit denen sich die Ergeb-
nisse eines Designaufrufs grafisch darstellen lassen, nachdem sie durch eine Metrik
bewertet wurden.

Das Vorgehen ist dabei bei allen Plottern gleich. Als Parameter gibt man ein Verzeich-
nis für die Ausgangsdaten an. Der jeweilige Plotter liest alle*.res Dateien aus dem
spezifizierten Verzeichnis ein und bewertet sie durch eine Metrik, die ebenfalls frei
über Parameter ẅahlbar ist. Schließlich wird Gnuplot automatisch gestartet und stellt
die Metrikergebnisse einerseits grafisch auf dem Bildschirm dar, andererseits werden
sie in einer Grafikdatei gespeichert, die ebenfalls angegeben werden kann.

5.3.2 Allgemeine Einstellm öglichkeiten der Plotter

Neben einigen speziellen Parametern der einzelnen Plotter gibt es einige allgemeine
Parameter, die für jeden Plotter g̈ultig sind:

• -d <Verzeichnis >: Dem Plotter muss beim Aufruf notwendigerweise das
Verzeichnisübergeben werden, in dem sich die zu verarbeitenden Daten befin-
den. Dabei werden alle Dateien mit der Endung

”
.res “ einem Algorithmen-

Lauf zugeordnet (z. B.:-d MopsoOne-Ergebnisse/ ).

• -m <Metrikname >: Alle Algorithmen werden mit der hier bestimmten Me-
trik bewertet. Daher ist auch dieser Parameter notwendig, bei dem der Metrik-
Paketname nicht angegeben werden muss (z. B.:-d SMetricFleischer ).

• -o <Pr äfix >: Um die Ausgaben mehrerer Aufrufe eines Plotters unterschei-
den zu k̈onnen, kann mit diesem Parameter der erste Namensbestandteil der Aus-
gabedateien geẅahlt werden. Da es abhängig vom verwendeten Plotter einen
Standardwert f̈ur diesen Parameter gibt, muss er nicht angegeben werden (z. B.:
-o Mopso-Test-1 ).
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• -r1 x1, -r2 x2, ..., -rn xn: Mit diesen Parametern ist es möglich,
den f̈ur die S-Metrikenben̈otigten Referenzpunkt manuell zu wählen. Sie sind
nur möglich und dann optional, wenn eineS-Metrikverwendet wird. Die Koor-
dinate jeder dern Dimensionen des Zielraums muss einzeln gesetzt werden und
folgende Syntax einhalten:

”
-r1 X -r2 Y -r3 Z “. Mit diesem Aufruf wird

der Referenzpunkt (X, Y, Z) für einen drei-dimensionalen Zielraum gesetzt. Die
Anzahl der Parameter muss natürlich mit der Dimension der zu verarbeitenden
Ergebnis-Daten̈ubereinstimmen. Diese ist jedoch beliebig (z. B.:-r1 7 -r2
10).
Werden diese Parameter nicht angegeben, so wird der Referenzpunkt automa-
tisch berechnet, indem aus allen zu betrachtenden Punkten für jede Dimension
automatisch die ḧochste Koordinate gesucht und um eins erhöht wird. Auf diese
Weise entstehen nur Metrikwerte größer gleich eins.

5.3.3 MetricsPlotter

5.3.3.1 Beschreibung

Der MetricsPlotter dient zur Erstellung einfacher 2-D Balkendiagramme, die
dazu dienen, einëUbersichtüber die einzelnen Algorithmenaufrufe zu schaffen und
deren Effektiviẗat grafisch darzustellen.

5.3.3.2 Einstellm öglichkeiten

Der Plotter verarbeitet außer den allgemeinen Parametern folgende Kommandozeilen-
parameter:

• -ggobi : Diese parameterlose Option aktiviert die Ausgabe in einem zuGGobi
kompatiblen Format. Sie besteht aus zwei Dateien. Eine hat die Endung

”
.dat “.

Diese entḧalt in jeder Zeile einen Fitnesswert und die Parameterwerte des ent-
sprechenden Algorithmenaufrufs. Die andere Datei endet mit

”
.col “. In ihr

stehen die Bezeichnungen zu den Spalten der
”
.dat “ Datei.

• -sort <Sortierung >: Hier kann angegeben werden, nach welchem Pa-
rameter sortiert werden soll. Bei der Angabe von mehreren Parametern wird in
der angegebenen Reihenfolge sortiert. Die einzelnen Parameter werden durch
Komma getrennt. So sortiert z. B.-sort g,variance,archive erst nach
g, dann nachvariance und schließlich nacharchive .

5.3.4 MeanMetricPlotter

5.3.4.1 Beschreibung

DerMeanMetricPlotter visualisiert die Metrikergebnisse eines Designaufrufs in
Abhängigkeit von einem Parameter in einem 2-dimensionalen Diagramm (siehe Abbil-
dung 10). Beim Aufruf dieses Plotters muss ein Parameter des Algorithmus angegeben
werden, der in den Versuchen variiert wurde. Nach diesem werden die Metrikwerte
sortiert dargestellt. Gibt es mehrere Dateien zu einer Einstellung dieses Parameters,

60



5.3 Analyse: Visualisierung und Statistik

Abbildung 9: Beispiel Balkendiagram für denMetricsPlotter

so wird der Durchschnitt der entsprechenden Werte gebildet. Auf diese Weise können
z. B. Mittelwerteüber eine Reihe verschiedener Random-Seeds gebildet werden. Die
entstehenden Grafiken sind dadurch aussagekräftiger und leichter zu interpretieren.

5.3.4.2 Einstellm öglichkeiten

Der Plotter verarbeitet außer den allgemeinen Parametern folgende Kommandozeilen-
parameter:

• -p1 <Parametername >: Der Plotter fasst die Ergebnisse aller Algo-Läufe
zusammen, die den gleichen Wert bei dem hier angegebenen Parameter haben.
Dateien, die diesen Parameter nicht im Namen tragen, werden ignoriert. Die
Ergebnisse werden nach diesem Parameter entlang der X-Achse aufgetragen (z.
B.: -p1 archive ).

• -t <Testfunktion/Simulator >: Gibt die verwendete Testfunktion an.
Dieser Parameter ist nur m̈oglich und dann auch notwendig, wenn dieEuklid-
Metrik (Kapitel 5.2.1) verwendet wird, da bei dieser die tatsächliche Paretofront
ben̈otigt wird (z. B.:-t testfkt.DoubleParabola ).

• -sort <Sortierung >: Hier kann angegeben werden, nach welchem Pa-
rameter sortiert werden soll. Bei der Angabe von mehreren Parametern wird in
der angegebenen Reihenfolge sortiert. Die einzelnen Parameter werden durch
Komma getrennt. So sortiert z. B.-sort g,variance,archive erst nach
g, dann nachvariance und schließlich nacharchive .
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Abbildung 10: Beispiel Diagramm für denMeanMetricPlotter

5.3.5 SurfacePlotter

5.3.5.1 Beschreibung

DerSurfacePlotter basiert im Großen und Ganzen auf demMetricsPlotter
(5.3.3), stellt aber nicht nur ein Balkendiagramm, sondern eine Fläche (Surface) im
dreidimensionalen Raum dar.
Diese Fl̈ache stellt den Metrikenwert dar (bezüglich der Z-Koordinatenachse), und
zwar in Abḧangigkeit zweier Parameter, die bei den darzustellenden Algorithmenläu-
fen variiert wurden. Diese Parameter werden durch die x- und die y-Achse des Plots
dargestellt.

Es wird also beim Start desSurfacePlotters ein Verzeichnis angegeben, in dem
sich die Ausgabedateien mehrerer Algorithmenläufe befinden. Zus̈atzlich werden die
Namen der beiden Parameter angegeben, deren Variation die Grundlage für die Surface-
Visualisierung bilden sollen. Außerdem muss eine Metrik angegeben werden, anhand
deren Wert die Ḧohe der zu plottenden Oberfläche berechnet werden soll. Ein Beispiel-
Bild ist in Abbildung 11 zu sehen. Hier wurde ein Surface-Plot von Algorithmenläufen
bez̈uglich derNewSMetric ausgegeben. In den Algorithmenläufen wurden die Para-
meter c1 und c2 variiert; und zwar in den Grenzen0 ≤ c1 ≤ 1, 2 und0 ≤ c2 ≤ 1, 6.

Wurden f̈ur die Erzeugung der Ausgabedateien mehrere Algorithmenläufe durchge-
führt, bei denen die Parameter zwar jeweils gleich waren, aber verschiedene Random-
Seeds benutzt wurden, so wird vom SurfacePlotter zwischen diesen Läufen mit glei-
chen Parameter-Einstellungen arithmetisch gemittelt. So können Unterschiede in den
Algorithmenl̈aufen, die durch verschiedene interne Zufallswerte bedingt sind, heraus-
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Abbildung 11: Beispiel-Bild eines Surface-Plots mit demSurfacePlotter
bez̈uglich der Parameter c1 und c2

gefiltert werden.

5.3.5.2 Einstellm öglichkeiten

DerSurfacePlotter akzeptiert außer den allgemeinen Parametern folgende Kom-
mandozeilen-Parameter:

• -p1 : der erste der beiden in den Algorithmenläufen variierten Parameter, nach
denen der Surface-Plot erstellt werden soll (z. B.-p1 generations ).

• -p2 : der zweite der beiden in den Algorithmenläufen variierten Parameter, nach
denen der Surface-Plot erstellt werden soll (z. B.-p2 inertia ).

5.3.6 PercentageMetricPlotter

5.3.6.1 Beschreibung

Der PercentageMetricPlotter bereitet die Ergebnisse von Algorithmen auf
etwas andere Weise als die restlichen von der PG entwickelten Plotter auf. Mittels
Metrikwerten wird analysiert, wie oft Algorithmen eine bestimmte

”
Güte“ erreichen.

Da die verwendeten Heuristiken in Abhängigkeit der verwendeten Zufallszahlen lau-
fen, ist diese Auswertung interessant, um zu sehen, ob ein Algorithmus bei bestimmten
Einstellungen tats̈achlich durchg̈angig gute Ergebnisse liefert.

Dazu ist es notwendig, dass Algorithmen-Läufe mit konstanten Einstellungen mehr-
fach mit unterschiedlichen Random-Seeds durchgeführt werden.
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Durch unterschiedliche M̈oglichkeiten, auf die im Folgenden eingegangen wird, wird
eine G̈utegrenze bestimmt, ein Metrikwert, den die Ergebnisse der Algorithmen min-
destens erreichen m̈ussen, um als

”
gut“ eingestuft zu werden. Berechnet wird nun, wie

viele der Algorithmen-L̈aufe mit gleichen Einstellungen (abgesehen vom variierten
Random-Seed) diese Gütegrenze erreicht haben. Dies erfolgt relativ zur Anzahl der
jeweiligen Algorithmen-Wiederholungen in Prozent.

Setzen wir beispielsweise die Gütegrenze auf sieben fest. Werden dann zehn Wieder-
holungen eines Algorithmus mit bestimmen Einstellungen durchgeführt, von denen
vier den Metrikwert sechs und sechs Läufe mindestens den Metrikwert 7 erreicht ha-
ben, erfolgt die Ausgabe von

”
60%“.

Abbildung 12 zeigt eine typische Ausgabe desPercentageMetricPlotters ,
bei dem der Parameterevaluations (der evaluationsbasierte LiveOutput eines Al-
gorithmus) auf der X-Achse aufgetragen ist und90% des besten Metrikwerts als Güteg-
renze geẅahlt wurde. Es ist zu erkennen, dass bereits bei wenigen Evaluationen die ge-
forderte G̈ute von einigen wenigen L̈aufen erreicht wird und die Anzahl dieser Läufe
sehr stark ansteigt. Ab ungefähr 12000 Evaluationen sinkt die Steigung der Kurve
enorm. Ab dort erreichen aber bereits ca.80% der Läufe die geforderte G̈ute. Das
leichte Ansteigen der Kurve bis50000 Evaluationen zeigt, dass die restlichen Läufe
des Algorithmus zum Erreichen der Gütegrenze mehr Evaluationen benötigen. Ob al-
le Läufe die G̈utegrenze erreichen, ist dem Diagramm nicht zu entnehmen, weil die
Experimente nur bis50000 Evaluationen durchgeführt wurden.

Abbildung 12: Beispiel-Ausgabe desPercentageMetricPlotter mit Punkten
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5.3.6.2 Einstellm öglichkeiten

Die Gütegrenze kann mit den folgenden Kommandozeilenparametern entweder ma-
nuell gesetzt oder aufgrund einer Angabe in Prozent vom größten auftretenden Me-
trikwert automatisch bestimmt werden. Der Plotter verarbeitet außer den allgemeinen
Parametern folgende Kommandozeilenparameter:

• -p1 <Wert >: Der Plotter fasst die Ergebnisse aller Algorithmen-Läufe zu-
sammen, die den gleichen Wert bei dem hier angegebenen Parameter haben.
Dateien, die diesen Parameter nicht im Namen tragen, werden ignoriert. Die Er-
gebnisse werden nach diesem Parameter entlang der X-Achse aufgetragen (z.
B.: -p1 20 ).

• -boundary <Wert >: Die Gütegrenze kann mit diesem Parameter auf einen
festen Wert gesetzt werden (z. B.:-boundary 18.8 ).

• -percentage <Wert >: Mit diesem Parameter kann die Gütegrenze auto-
matisch auf einen bestimmten Prozentanteil des besten Metrikwerts gesetzt wer-
den.
Diese Funktion steht jedoch nur zur Verfügung, wenn der Parameter
-boundary nicht verwendet wird. Er ist mit dem Parameter
-bestMetricValue kombinierbar. Wird weder der-percentage , noch
der -boundary -Parameter angegeben, wird automatisch90% des besten Me-
trikwerts als G̈utegrenze verwendet (z. B.:-percentage 90 ).

• -bestMetricValue <Wert >: Der Plotter berechnet den besten Metrik-
wert, auf den sich der Parameter-percentage bezieht, standardm̈aßig auto-
matisch, indem der ḧochste Metrikwert aller zu verarbeitenden Dateien verwen-
det wird. Es ist jedoch mit diesem Parameter möglich, einen besten Metrikwert
manuell vorzugeben. Dies ist insbesondere bei Darstellung mehrerer Plots in ei-
nem Diagramm notwendig, damit die Gütegrenze bei allen Plots̈ubereinstimmt
(z. B.: -bestMetricValue 20 ).

5.3.6.3 Variationsm öglichkeiten

Um Abbildungen mehrerer L̈aufe in einem Diagramm darstellen zu können, muss der
Plotter f̈ur jeden Algorithmen-Lauf einzeln aufgerufen und die Ergebnisse anschlie-
ßend zusammen visualisiert werden.
Die Daten m̈ussen mit gleichen Einstellungen generiert werden, weil die Darstellung
sonst verf̈alscht ẅurde. Relevant sind dazu der Referenzpunkt, der manuell gewählt
werden muss und die G̈utegrenze, die entweder mit-boundary oder
-bestMetricValue nach Betrachtung aller Plotter-Aufrufe festgesetzt werden
muss. Dazu sollte der Plotter zuerst ohne diese Einstellungen für jeden Algorithmen-
Lauf gestartet werden, wodurch u. a. der gewählte Referenzpunkt und der größte Me-
trikwert berechnet und ausgegeben werden. Hierzu erstellt der Plotter auch eine Datei
mit der Endung.dump , in der zus̈atzlich alle Konsolen-Ausgaben stehen, damit diese
nicht abgeschrieben werden müssen.
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Da die Ergebnisse in eine eigene Datei mit der Endung.dat geschrieben werden,
können schließlich die Datendateien aller darzustellenden Algorithmen-Läufe zusam-
men an Gnuplot zur Visualisierung gegeben werden.

Abbildung 13: Beispiel-Ausgabe desPercentageMetricPlotters mit Linien

Um das Diagramm wie in Abbildung 13 mit Linien statt Punkten darzustellen ist es
neben der Anpassung desGnuplot-Befehls notwendig, die Zeilen in der Datei mit der
Endung.dat nach der ersten Spalte zu sortieren.

5.3.7 BohrVisualizer

5.3.7.1 Beschreibung

DerBohrVisualizer kann die Individuen des Temperierbohrungsproblems (siehe
5.4.3) grafisch darstellen. Es handelt sich dabei um die Eckpunkte eines Polygonzuges,
der sich idealerweise in einem vorgegebenen Quader befindet und eine darin enthalte-
ne Spḧare nicht schneidet. Da die schriftliche Darbringung solcher Polygonzüge nicht
sehr intuitiv ist, wurde dieses Tool entwickelt.

Die Visualisierung geschieht mitGnuplot. Die Ausgabe erfolgt entweder interaktiv in
Gnuplotoder über Grafikdateien im PNG-Format (siehe Abbildung 14). Diese Gra-
fikdateien k̈onnen dann in einer animierten GIF-Datei zusammengefasst werden. Die
Darstellung erfolgt wahlweise mit oder ohne den Quader, der dieäußeren Dimensio-
nen des Werkzeuges markiert.

5.3.7.2 Einstellm öglichkeiten

DerBohrVisualizer verarbeitet folgende Kommandozeilenparameter:
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Abbildung 14: Ein g̈ultiger Polygonzug, der im Modusgnuplotboxedpng visuali-
siert wurde

• -d <Eingabedatei >: Der BohrVisualizer ben̈otigt eine Datei, in der die
Polygonz̈uge gespeichert sind. Meist sind dies Dateien mit der Endung

”
.in “.

• -o <Pr äfix >: Um die Ausgaben mehrerer Aufrufe des
BohrVisualizers unterscheiden zu k̈onnen, kann mit diesem Parameter das
Ausgabeverzeichnis und ein Präfix für die Namen der Ausgabedateien gewählt
werden. Standard ist hier

”
bohrviz“.

• -mode <gnuplot(boxed)(png/anigif) >: Hier kann die Ausgabe be-
stimmt werden. Sie ist derzeit nur mitgnuplot möglich. Der Zusatzboxed
aktiviert die Darstellung des Quaders.png steht f̈ur die Ausgabe in PNG-Dateien,
anigif erzeugt PNG-Dateien und gibt die Parameter aus, die für den Auf-
ruf desAnimatedGifEncoder notwendig sind. Ohneanigif oder png
wird der interaktive Modus gestartet. Standard ist hier

”
gnuplot“ (z. B.:-mode

gnuplotboxedanigif ).

5.3.8 Tool zur Erstellung animierter GIF-Bilder

5.3.8.1 Beschreibung

Durch die KlasseAnimatedGifEncoder ist es m̈oglich, kleinere Animationen zu
erstellen und so beispielsweise darzustellen, wie sich Individuen in einem Algorithmen-
Lauf über die Zeit hin der Pareto-Front annähern. Die Klasse benutzt die beiden Klas-
senLZWEncoder von Jef Poskanzer und J. M. G. Elliott sowieNeuQuant von An-
thony Dekker.
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Die Handhabung der Klasse ist recht simpel. Man gibt lediglich einen Verzeichnisna-
men an, in dem die Grafikdateien für die Animation liegen. Erlaubte Formate für die
Grafiken sind*.gif , *.jpg und*.png . Aus den gesamten Daten im festgelegten
Verzeichnis wird dann eine animierte GIF-Datei erstellt.

5.3.8.2 Einstellm öglichkeiten

Der Encoder akzeptiert folgende Kommandozeilen-Parameter:

• -d <Verzeichnis >: Legt den Namen des Quellverzeichnisses fest, in dem
sich die Grafiken befinden.

• -o <Ausgabe >: Mit diesem optionalen Parameter kann man einen Namen für
die Ausgabedatei angeben. Der Defaultname istAnimatedGIF.gif

• -delay <Verz ögerung >: Hier läßt sich einstellen, wie viele Millisekunden
die Verz̈ogerung zwischen den einzelnen Frames betragen soll. Gibt man diesen
Parameter nicht an, werden500 Millisekunden verwendet.

• -repeat <Wiederholungen >: Durch diesen Parameter läßt sich festlegen,
wie oft die Animation wiederholt werden soll. Lässt man den Parameter wegfal-
len, wird ein animiertes GIF mit Endlosschleife generiert.

• -sort <Sortierung >: Zus̈atzlich kann spezifiziert werden, nach welchem
Kriterium im Namen die Grafikdateien sortiert werden. Auf diese Weise wird
die Reihenfolge der einzelnen Frames in der Animation bestimmt.

5.3.9 R-Klassen

5.3.9.1 Beschreibung

Die R-KlassenRScatterplot, RHistogram und RBoxplot sollen die An-
wendung vonRerleichtern. Es wird jeweils ein R-Script erzeugt und die Eingabe aus-
gegeben, die f̈ur einen Aufruf des Scripts mitRben̈otigt wird.

Das Script vonRScatterplot gibt dann eine Grafikdatei mit dem Scatterplot und
ein Textfile mit den Korrelationen zwischen den Variablen aus.RBoxplot gibt eine
entsprechende Boxplotgrafik aus undRHistogram eine Grafik eines Histogramms.
Wahlweise in einem Balkendiagramm, Graphen oder beiden Darstellungsformen.

5.3.9.2 Einstellm öglichkeiten

Die R-Klassen akzeptieren folgende Kommandozeilen-Parameter:

• -d <Datei >: Legt den Namen der Quelldatei fest, in dem sich die Daten be-
finden.

• -o <Ausgabe >: Mit diesem Parameter legt man einen Namen für die Ausga-
bedatei fest.
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• -col <Spalte >(Nur RHistogram): Hier muss eingestellt werden, welche Spal-
te ausgewertet werden soll.

• -mode <0=Balkendiagram, 1=Kontinuierlicher Graph,
2=Beides >(Nur RHistogram): Hier kann man einstellen, welcher Darstel-
lungsmodus verwendet werden soll.

5.4 Testfunktionen und Praxis-Anwendungen

Im folgenden werden die Optimierungsprobleme vorgestellt, mit denen die Projekt-
gruppe gearbeitet hat. Dabei handelt es sich zum einen um Testfunktionen (5.4.1),
zum anderen um Problemstellungen aus der Praxis (5.4.1.10 und 5.4.3). Die Testfunk-
tionen sind k̈unstlich konstruierte, mathematische Probleme, die allein dazu dienen,
das Verhalten von Algorithmen zu untersuchen. Dagegen stammen die beiden vorge-
stellten Praxis-Problemstellungen aus der Industrie; hier gilt es,

”
echte“ L̈osungen zu

finden, die dann auch tatsächlich in wirtschaftlich bedeutsamen Produkten umgesetzt
werden.

5.4.1 Testfunktionen

Die Aufgabe der PG bestand darin, Heuristiken zur Lösung von Problemstellungen zu
implementieren, zu optimieren und zu verbessern, sowie ggf. neue zu entwerfen. Doch
um Probleme l̈osen zu k̈onnen, ben̈otigt man erst einmal welche. Hier kommen die
Testfunktionen ins Spiel.

Testfunktionen sind standardisierte Probleme, deren Lösungen bekannt sind. Dies gilt
insbesondere für die Optima. Sie erm̈oglichen es uns, unsere Algorithmen zu testen, ihr
Verhalten zu beobachten und die Ergebnisse mit den bekannten Optima zu vergleichen.
Um dies zu erleichtern, handelt es sich hier meist um relativ einfache Funktionen, die
leicht zu verstehen, zu implementieren und zu berechnen sind.

Im ersten Semester haben wir drei Testfunktionen implementiert; die
DoubleParabola (5.4.1.1), die Fonseca -Testfunktion (5.4.1.2) und das
Knapsack -Problem (5.4.1.3). Diese sind noch recht einfach und konnten sehr gut
von unseren Algorithmen gelöst werden. Um die Implementierung dieser und weiterer
Testfunktionen zu vereinfachen und zu standardisieren, hatten wir ein Interface ge-
schrieben, welches von allen Testfunktionen implementiert werden musste.

Im zweiten Semester der Projektgruppe wollten wir die Algorithmen nun auf schwie-
rigere Probleme anwenden, daher haben wir weitere, anspruchsvollere Testfunktio-
nen implementiert. So entstanden dieDeb-Testfunktion (5.4.1.4), dieSchaffer -
Funktion (5.4.1.5), sowie die FunktionenZDT1 (5.4.1.6) bisZDT4 (5.4.1.9) undZDT6
(5.4.1.10).

5.4.1.1 DoubleParabola

Die Doppel-Parabel ist eine zweikriterielle Testfunktion mit einer Variable. Sie ist auf
den reellen Zahlen definiert und wird in Java auf den Datentypdouble abgebildet.
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Beide Kriterien sind zu minimieren.

Die Doppel-Parabel ist die eindimensionale und zweikriterielle Version der bekann-
tenSphere-Testfunktion.
Die Funktion ist, wie der Name schon sagt, eine doppelte Parabel, wobei die Funktio-
nenf1 undf2 jeweils eine Normalparabel sind. Die Funktionf1 hat ihr Minimum in
x = 0, die Funktionf2 hat ihr Minimum inx = 2.

Somit sieht das TestproblemDoubleParabola wie folgt aus:

Minimiere : f1 = x2

Minimiere : f2 = (x− 2)2

Abbildung 15: Die DoubleParabola im Objektvariablen-Raum

Die Pareto-Front der Doppel-Parabel ist die eindimensionale Verbindungsstrecke zwi-
schen den beiden Einzel-Minima der Funktionenf1 undf2. Somit liegen die Pareto-
optimalen Punkte bei0 ≤ x ≤ 2.

5.4.1.2 FonsecaF1

Die FonsecaF1 ist eine zweikriterielle Testfunktion auf zwei Variablen. Sie ist auf
den reellen Zahlen definiert und wird in Java auf den Datentypdouble abgebildet.
Beide Kriterien sind zu minimieren.
Die Funktion ist eine Kombination von zwei einkriteriellenFonseca -Funktionen, die
grob einerSpḧaren-Funktionähneln. Die Funktionf1 hat ihr Minimum inx = (1,−1)
mit dem Wert 0. Je weiter man sich von x entfernt, desto größer werden die Funktions-
werte, so dass bei einem Abstand von 5,5 vom Minimum wegen der Rundungsfehler
das eigentlich nicht vorhandene Maximum mit Wert 1 erreicht wird. Die Funktionf2

ist eine Verschiebung vonf1 und hat das Minimum an der Stelle(−1, 1).

Formal sieht das Optimierungsproblem so aus:
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Abbildung 16: Die Pareto-Front der DoubleParabola

Minimiere : f1(x1, x2) = 1− 1
exp((x1 − 1)2 + (x2 + 1)2)

Minimiere : f2(x1, x2) = 1− 1
exp((x1 + 1)2 + (x2 − 1)2)

Abbildung 17: FonsecaF1

Die pareto-optimalen Punkte im Definitionsbereich liegen auf der Geraden zwischen
den Minima (1,-1) und (-1,1). Die Pareto-Front derFonsecaF1 ist im Zielbereich ei-
ne bogenf̈ormige Verbindungsstrecke zwischen den Punkten(0, 1

exp(8)) und(0, exp(8)
1 ).
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5.4.1.3 Knapsack Problem

Die TestfunktionKnapsackProblem ist eine Implementierung des mehrkriteriellen
0/1 Rucksackproblems. Es handelt sich um ein kombinatorisches Problem, wodurch
sich diese Testfunktion von den anderen absetzt. Sowohl die Dimension, als auch die
Anzahl der Kriterien ist variabel.
Beim klassischen Rucksackproblem geht es darum, einen Rucksack möglichst gut zu
bepacken. Es gibt einen Rucksack mit einem bestimmten Fassungsvermögen (einkrite-
riell) und einer bestimmten Anzahl von Gegenständen. Diese haben jeweils eine Größe
und einen Nutzwert. Jeder Gegenstand kann nun in den Rucksack gepackt werden oder
nicht. Die Summe der Größen aller im Rucksack befindlichen Gegenstände darf das
Fassungsverm̈ogen des Rucksacks nichtüberschreiten. Die G̈ute einer Bepackung ist
die Summe der Nutzwerte aller Gegenstände im Rucksack.
Dieses einkriterielle Problem kann sehr einfach zu einem mehrkriteriellen Problem
erweitert werden, indem man jedem Gegenstand mehrere Nutzwerte zuweist. Die Kri-
terien sind dann die Summen der jeweiligen Nutzwerte aller im Sack befindlichen
Gegensẗande. Die Nutzwerte in unserer Implementierung sind negativ, damit wir ein
Minimierungsproblem haben, welches ohne Probleme mit unseren Tools funktioniert.
Unsere Implementierung ist sehr variabel gehalten. Es ist möglich, alle Eigenschaften
zu ändern. Konkret sind dies:

• Größe des Rucksacks

• Anzahl der Gegenstände

• Anzahl der Nutzwerte pro Gegenstand (Anzahl der Kriterien)

• maximaler Wert eines einzelnen Nutzwertes

• maximales Gewicht eines Rucksackgegenstandes

• Random Seed zur Erzeugung der Gewichte und Nutzwerte

Da es extrem viele Kombinationsmöglichkeiten dieser Eigenschaften gibt, werden die
Nutzwerte und das Gewicht der Gegenstände zuf̈allig erzeugt. Dazu wird ein Random
Seed verwendet. Dadurch können immer gleiche Rucksackprobleminstanzen erzeugt
werden oder f̈ur gleiche Rahmenbedingungen (Größe, Anzahl Gegenstände/Nutzwerte
etc.) andere Gegenstände verwendet werden.
Das Problem hierbei war, dass noch keine Parameterübergabe an die Testfunktionen
spezifiziert wurde. Die Parameter müssen deshalb direkt im Quellcodeüber den Kon-
struktor der Testfunktion gesetzt werden. Da im Allgemeinen nur der leere Konstruktor
verwendet wird, setzt dieser Standardwerte für den variablen Konstruktor.
Die variable Erzeugung eines Rucksackproblems bringt ein Problem mit sich. Wir ken-
nen die Pareto-optimalen Werte nicht. Diese müssen, da es sich um ein NP-vollständi-
ges Problem handelt, durch

”
ausprobieren“ aller Bepackungen ermittelt werden. Bei

den bisher betrachteten Probleminstanzen gab es zu wenige Pareto-optimale Werte,
um eine durchg̈angige Front zu erzeugen.

72



5.4 Testfunktionen und Praxis-Anwendungen

5.4.1.4 Deb-Testfunktion

Die Deb-Funktion ist eine zweikriterielle Testfunktion mit zwei Variablen. Sie ist auf
den reellen Zahlen definiert und wird in Java auf den Datentypdouble abgebildet.
Beide Kriterien sind zu minimieren.

Diese Test-Funktion geht auf Kalyanmoy Deb ([25]) zurück.
Die Paretofront der Testfunktion besteht aus 4 einzelnen, nicht miteinander verbunde-
nen Sẗucken.

Formell wird die Funktion beschrieben durch:

Minimiere : f1(x1, x2) = x1

Minimiere : f2(x1, x2) = (1 + 10x2)× (1− (
x1

1 + 10x2
)α

− x1

1 + 10x2
sin(2πqx))

Die Pareto-Front der Deb-Funktion besteht aus 4 einzelnen Teil-Fronten, die unterein-
ander nicht verbunden sind.

Abbildung 18: Die Deb-Testfunktion im Funktionen-Raum

5.4.1.5 Schaffer-Testfunktion

Die Schaffer -Funktion ist eine zweikriterielle Testfunktion mit einer Variablen. Sie
ist auf den reellen Zahlen definiert und wird in Java auf den Datentypdouble abge-
bildet. Beide Kriterien sind zu minimieren.

Diese Testfunktion geht auf J. David Schaffer zurück.
Die Paretofront der Testfunktion besteht aus 2 einzelnen, nicht miteinander verbunde-
nen Sẗucken.
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Formell wird die Funktion beschrieben durch:

Minimiere : f1(x) =


−x : x ≤ 1

−2 + x : 1 < x ≤ 3
4− x : 3 < x ≤ 4

−4 + x : x > 4

Minimiere : f2(x) = (x− 5)2

Die Pareto-Front der Schaffer-Funktion ist eine gebogene Kurve aus 2 einzelnen Tei-
len, die untereinander nicht verbunden sind.

Abbildung 19: Die Schaffer-Testfunktion im Funktionen-Raum

5.4.1.6 ZDT1

Die ZDT-Testfunktionen wurden 2000 von Zitzler, Deb und Thiele entwickelt, für wei-
tere Details siehe [18].
Die ZDT1-Funktion hat 30 Variablen und eine konvexe pareto-optimale Menge.
Alle Variablenxi liegen im Bereich [0,1]. Somit sieht das TestproblemZDT1wie folgt
aus:

ZDT1 =


f1(x) = x1

g(x) = 1 + 9
n−1

∑n
i=2 xi

h(f1, g) = 1−
√

f1

g

Die pareto-optimale Region entspricht0 ≤ x1 ≤ 1 undxi = 0, für i = 2, 3, ..., 30.

5.4.1.7 ZDT2

Die ZDT2-Funktion hat 30 Variablen und eine konkave pareto-optimale Menge.
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Abbildung 20: Die pareto-optimalen Werte der ZDT1

Alle Variablen liegen im Bereich [0,1]. Somit sieht das TestproblemZDT2 wie folgt
aus:

ZDT2 =


f1(x) = x1

g(x) = 1 + 9
n−1

∑n
i=2 xi

h(f1, g) = 1− (f1

g )2

Die pareto-optimale Region entspricht0 ≤ x1 ≤ 1 undxi = 0, für i = 2, 3, ..., 30.

Abbildung 21: Die pareto-optimalen Werte der ZDT2

5.4.1.8 ZDT3

Die ZDT3-Funktion hat 30 Variablen und fünf getrennte konvexe Fronten.
Alle Variablenxi liegen im Bereich [0,1]. Somit sieht das TestproblemZDT3wie folgt
aus:
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ZDT3 =


f1(x) = x1

g(x) = 1 + 9
n−1

∑n
i=2 xi

h(f1, g) = 1−
√

f1

g − (f1

g ) sin(10πf1)

Die pareto-optimale Region entsprichtxi = 0, für i = 2, 3, ..., 30 und daher liegen
nicht alle Punkte, die die Bedingung0 ≤ x1 ≤ 1 erfüllen auf der pareto-optimalen
Front.

Abbildung 22: Die pareto-optimalen Werte der ZDT3

5.4.1.9 ZDT4

Die ZDT4-Funktion hat 10 Variablen und eine konvexe pareto-optimale Menge.
Die Variablex1 liegt im Bereich[0, 1] und alle anderen im Bereich[−5, 5]. Somit sieht
das TestproblemZDT4 wie folgt aus:

ZDT4 =


f1(x) = x1

g(x) = 1 + 10(n− 1) +
∑n

i=2(x
2
i − 10 cos(4πxi))

h(f1, g) = 1−
√

f1

g

Die globale pareto-optimale Front entspricht0 ≤ x1 ≤ 1 und xi = 0, für i =
2, 3, ..., 10, es existieren jedoch eine Vielzahl an lokalen pareto-optimalen Fronten.
Die globale pareto-optimale Front entspricht der von derZDT1.

5.4.1.10 ZDT6

Die ZDT6-Funktion hat 10 Variablen und eine konkave pareto-optimale Menge.
Alle Variablenxi liegen im Bereich[0, 1]. Somit sieht das TestproblemZDT6wie folgt
aus:

ZDT6 =


f1(x) = 1− exp(−4x1) sin6(6πx1)
g(x) = 1 + 9[

∑10
i=2 xi/9]0.25

h(f1, g) = 1− (f1

g )2
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Abbildung 23: Die pareto-optimalen Werte der ZDT4

Die globale pareto-optimale Front entspricht0 ≤ x1 ≤ 1 und xi = 0, für i =
2, 3, ..., 10. Die Besonderheit der ZDT6-Funktion besteht darin, dass die Punkte-Dichte
auf der pareto-optimalen Front nicht gleichmäßig ist.

Abbildung 24: Die pareto-optimalen Werte der ZDT6
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5.4.2 Fahrstuhlsimulationen und das S-Ring-Modell

5.4.2.1 Motivation

Das eigentliche Vorhaben dieser Arbeitsgruppe war die Anbindung eines in der Indus-
trie eingesetzten Fahrstuhlsimulators. Anhand dessen sollte die Relation der Laufzeit
zur Qualiẗat der Ergebnisse der im Projekt implementierten Algorithmen untersucht
werden, um Erkenntnisse zur Realzeit-Berechnung in Fahrstuhlsystemen zu gewin-
nen.
Um erste Erfahrungen zu sammeln und schnell Experimente mit vorhandenen Algo-
rithmen und Metriken durchführen zu k̈onnen, wurde zun̈achst ein einfacher an das
S-Ring-Modell angelehnter Simulator eingebunden.
Im Hinblick auf das noch verbleibende PG-Semester und die langen Laufzeiten des
komplexen Simulators erschien es wenig praktikabel, diesen noch einzubinden und
anschließend ausführliche Designs anzuwenden und auszuwerten. Daher konzentrier-
ten sich die Bem̈uhungen dann weiterhin auf das S-Ring-Modell.

5.4.2.2 Die Fahrstuhlproblematik - eine Übersicht

Bei der Konzeption von Fahrstuhlsystemen müssen die verschiedensten (auch gegen-
läufigen) Faktoren berücksichtigt werden. So soll das Fahrstuhlverhalten zum Beispiel
die verschiedenen Tagesereignisse meistern können: Im Großen und Ganzen unter-
scheidet man drei Szenarien, nämlich den Uppeak-Traffic (morgens, wenn alle Perso-
nen vom Erdgeschoss in ihre Büroetagen fahren m̈ussen), den Downpeak-Traffic (am
Feierabend, wenn die Beschäftigten von ihren B̈uros ins Erdgeschoss möchten) so-
wie den Interfloor-Traffic (verursacht durch Mitarbeiter, die während der Arbeitszeit
zum Beispiel in B̈uros oder Besprechunsräume auf anderen Etagen wechseln). Andere
Muster (zum Beispiel Lunchtime-Traffic zur Mittagszeit) resultieren aus verschiede-
nen Anteilen der drei vorgestellten Tagesereignisse [26].
Unter Ber̈ucksichtigung dieser (und anderer) Faktoren gilt es nun, das System hin-
sichtlich der Fahrgastwartezeit (Waiting-Time), der Fahrzeit (Riding-Time) oder ande-
rer Ziele zu optimieren [27].
Um eine L̈osung auch in der Praxis einsetzen zu können, m̈ussen zudem die (häufig
irrationalen) menschlichen Interaktionen (zum Beispiel Aufhalten einer Tür, falsche
oder überfl̈ussige Stockwerkwahl) oder die unterschiedliche Beschaffenheit von Ge-
bäuden (Ḧohe, Art und Lage von Sozial-, Geschäfts- oder Wohnbereichen etc.) wie
auch unterschiedliche Anforderungen (zum Beispiel im Sicherheits- oder Pflegebe-
reich) bedacht werden [28].
Daraus ergibt sich schnell die Erkenntnis, dass die Konzeption eines solchen Sys-
tems individuell f̈ur jede Fahrstuhlinstallation neu durchgeführt werden muss und nur
schlechtübertragbar ist, was wiederum zu hohen Kosten auf der Seite der Hersteller
führt.
Das Ziel der Fahrstuhlindustrie ist es also, möglichst effiziente L̈osungen f̈ur die Pro-
grammierung von Fahrstuhlsystemen zu entwickeln bzw. Fahrstuhlsysteme zu schaf-
fen, die sich selbst an die Umgebung und die aktuellen und voraussichtlichen Anfragen
von Fahrg̈asten anpassen.
Zu diesem Zweck werden umfangreiche Simulatoren entwickelt, mit welchen in Ver-
bindung mit verschiedenen Verfahren (zum Beispiel neurale Netze, evolutionäre Algo-
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rithmen) L̈osungen entwickelt bzw. die Entwicklung solcher Lösungen erforscht wer-
den k̈onnen.

5.4.2.3 Der verwendete Simulator

Ein einfacher Simulator für Fahrsẗuhle ist das S-Ring-Modell. Hierbei wird davon
ausgegangen, dass die Fahrstuhlwagen sequenziell (S-Ring-Model = Sequential Ring-
Model) immer vom Untersten zum obersten Stockwerk auf- und anschließend wieder
ab fahren. In der Abbildung 25 kann man die Ring-Struktur dieses Modells erkennen.
So gibt es f̈ur jedes Stockwerk (mit Ausnahme des untersten und des obersten) je eine

”
Station“ für Fahrsẗuhle in Aufwärts- und in Abẅartsrichtung. Der Zustand einer

”
Sta-

tion“ wird definiert über das Vorhandensein mindestens eines wartenden Passagiers
und ob an dieser Position ein Fahrstuhlwagen vorhanden ist, oder nicht. Daher wird je-
de

”
Station“ durch zwei Bits beschrieben, sodass sich der Zustand eines S-Rings zum

Zeitpunktt durch einen bin̈aren Vektor beschreiben lässt.
In jeder Iteration der Simulation errechnet der Simulator den Zustand des gesamten
Systems zum Zeitpunktt + 1, beeinflusst durch die Ankunftswahrscheinlichkeit neuer
Fahrg̈aste (Hall-Call-Probability), der Anzahl der Fahrstuhlwagen im System und der
Anzahl der Stockwerke im Gebäude.
Das Verhalten des Systems während der Simulation wird durch einen Gewichtsvektor
beschrieben, der für jedes Bit jeder

”
Station“ eine Gewichtung enthält.

Zunächst ist dieses Anwendungsproblem einkriteriell. Sobald man aber das Verhal-
ten des Fahrstuhlsystems zu verschiedenen Stoßzeiten (= mit verschiedenen Fahrgast-
Ankunftswahrscheinlichkeiten) optimieren möchte, wird das Problem für n Hall-Call-
Probabilitiesn-kriteriell.
Der konkret in diesem Projekt eingesetzte und ausgelieferte Simulator ist eine auf [29]
basierende und an die Anforderungen dieses Projekts angepasste Implementierung, die
jedoch zum Zeitpunkt der Durchführung dieser Versuche noch nicht umfassend getes-
tet und ausgearbeitet war. Interessierte können per Mail [30] n̈ahere Informationen
sowie eine aktuelle Version anfordern.

5.4.2.4 Anwendung des Simulators/der Schnittstelle

Der im Lieferumfang befindliche S-Ring-Simulator kann mit allen notwendigen Op-
tionen – unabḧangig vonNObELTJE– von der Kommandozeile aus aufgerufen wer-
den. Es werden die folgenden Parameter in genau dieser Folge erwartet (Erklärung in
Tabelle 3):
ring n m n iteration l sd ts w1 w2 w3 ... wk

Das Ergebnis wird als Gleitkommazahl per Standard-Output zurückgegeben. Da klei-
nere Werte zu bevorzugen sind, handelt es sich hierbei um ein Minimierungsproblem.

Um das S-Ring-Modell in dasNObELTJE-Framework integrieren zu können, existiert
eine in Java implementierte Schnittstelle (simulator.elevatorcon.SRingCon ).
Diese kann bei einem Aufruf̈uber das Design oder einen Algorithmus zur Steuerung
des Simulators die folgenden Optionen erhalten:
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Abbildung 25: Schematische Darstellung des SRing-Modells [31]: Der binäre Zu-
standCn beschreibt die Anwesenheit wartender Fahrgäste f̈ur die ange-
gebene Fahrtrichtung, ẅahrend das BitSn bestimmt, ob in dem jewei-
ligen Stockwerk ein Fahrstuhlwagen vor Ort ist, der in diese Richtung
fährt.

• -tti : Anzahl der vom Simulator zu verwendenden Iterationen
(Standard: 10000)

• -ttn : Anzahl der vom Simulator zu verwendenden Stockwerke (Standard: 6)

• -ttm : Anzahl der Fahrstuhlwagen im zu simulierenden Gebäude (Standard: 2)

• -ttp : Wahrscheinlichkeiten für Ankunft einer Person auf einem Stockwerk.
Mehrere Angaben m̈ussen mit

”
:“ getrennt werden (z. B.-ttp 0.3:0.4 ).

Hiermit wird gleichzeitig die Anzahl der Kriterien festgelegt
(Standard:0.3:0.4 )

• -ttr : Random-Seed (Standard: randomisiert)

• -ttd : Debug-Modus (0− 7, Standard2)

• -ttpath : Pfad zum Simulator (nur notwendig, wenn nicht dieNObELTJE-
Verzeichnisstruktur gegeben ist oder ein anderer Simulator verwendet werden
soll).

5.4.2.5 Besonderheiten der Schnittstelle

Ein wesentlicher Unterschied zur Anbindung einer klassischen Testfunktion stellt die
Verfügbarkeit des Simulators im C-Quellcode (im Dateisystem:
simulator/FahrStuhl/ringR.c ) dar. Während die Testfunktionen einfach als
Java-Klasse eingebunden werden können, muss dieser Simulator separat kompiliert
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Tabelle 3: Kommandozeilenparameter des S-Ring-Simulators
Position Parameter Beschreibung
1 n Anzahl der Stockwerke
2 m Anzahl der Wagen
3 n iteration Anzahl der Iterationen
4 l Wahrscheinlichkeit f̈ur Hall-Call auf einem Stockwerk
5 sd Random-Seed
6 ts Debug-Ausgaben-Flag (1=ja, 0=nein)
7...k+6 w Gewichte des Gewichtsvektors

und über eine Schnittstellenklasse angesteuert werden. Ein beiliegendes Makefile er-
laubt jedoch einen unkomplizierten Aufruf von

”
make“ (sofern ein C-Compiler instal-

liert wurde), um eine ausführbare Binary-Datei zu erhalten. Alternativ versucht die
Schnittstellenklasse des Simulators, eine ausführbare Datei zu erzeugen, falls noch
kein Kompilat vorliegt. Auf Linux-Systemen oder unter Windows mit Cygwin konn-
te der Code problemlos̈ubersetzt werden. Detailliertere technische Informationen und
Hinweise zum verwendeten Modell und der Schnittstelle können in einem README,
welches sich imNObELTJE-Paket im Verzeichnis des Simulators befindet, nachgele-
sen werden.

5.4.2.6 Nachbearbeitung der Ergebnisse

Da der Simulator selbst stochastisch arbeitet, ergeben sich bei unterschiedlicher In-
itialisierung der Zufallszahlen Ergebnisse, die bei geringerer Iterationsanzahl im Si-
mulator zunehmend ungenauer werden. Um fundierte Ergebnisse zu erlangen, ist es
nach Beendigung des Algorithmus notwendig, die gefundenen Lösungen erneut, aber
aufwändiger, zu simulieren. Details zu dieser Problematik und die implementierte
Lösung werden in Kapitel 7.4.2.1 näher untersucht.
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5.4.3 Temperierbohrung

Eine weitere Praxisanwendungen, der sich mit den Algorithmen aus demNObELTJE-
Paket gen̈ahert werden sollte, war das Temperierbohrungsproblem.
In diesem Abschnitt soll zun̈achst das Temperierbohrungsproblem allgemein vorge-
stellt werden. Damit ist eine grobe Problemdarstellung gegeben, welche gleichzeitig
die Motivation darstellt, dieses Problem möglichst gut zu l̈osen.
Im darauf folgenden Abschnitt wird der Simulator vorgestellt, mit dem gearbeitet wur-
de. Der letzte Abschnitt beinhaltet, wie der Simulator mit dem Namen

”
Evolver“ in

NObELTJEeingebunden wurde und welche Probleme es dabei gab.

5.4.3.1 Die Problematik der Temperierbohrungen

Das Temperierbohrungsproblem taucht bei der Herstellung und Fertigung von Form-
teilen auf. Es ist ḧaufig im Maschinenbau zu finden, wo sich mit der Fertigung von
Werksẗucken bescḧaftigt wird. Zur Herstellung werden Stahlformen mit Negativ der zu
erzeugenden Form verwendet. Diese Form besteht meistens aus zwei Hälften, die auf-
einandergelegt werden und somit einen Hohlraum bilden. In der Abbildung 26 ist eine
dieser Stahlformen zu sehen. Füllt man diesen Hohlraum mit dem flüssigen Werkstoff
auf, so erḧalt man das geẅunschte Werkstück nach dem Ausk̈uhlen und Heraustren-
nen aus der Gussform. Das Problem dabei ist, dass die Formeinsätze in der Industrie
oft und vor allen Dingen auch schnell wieder einsatzfähig sein m̈ussen, um m̈oglichst
viele Werksẗucke in k̈urzester Zeit herzustellen. Die Zeit, wie lange die Gussform be-
nutzt wird, ḧangt von der Zeit ab, die der Werkstoff zum Auskühlen braucht. Erst wenn
der Werkstoff abgek̈uhlt und hart geworden ist, kann man ihn aus den Formeinsätzen
nehmen. Um die Form, und damit das Formteil zu kühlen, wird in der Praxis im All-
gemeinen eine K̈uhlflüssigkeit aus einem Wasser-Öl-Gemisch verwendet, die durch
Kühlschleifen in der Stahlform fliesst. Diese Kühlschleifen nennt man daher auch
Temperierbohrungen. Diese werden mit einem Spezialbohrer in die Stahlform ein-
gebracht. Die Bohrungen werden zum Teil von außen wieder verschlossen. Die nicht
verschlossenen Bohrlöcher werden mit Anschlüssen f̈ur die Kühlflüssigkeit versehen.
Somit erḧalt man ein Leitungssystem (siehe auch Abbildung 26).
Eine beliebige K̈uhlschleife in die Stahlform zu bohren, ist aus verschiedenen Gründen
nicht praktikabel. Die G̈ute einer K̈uhlschleife ḧangt von verschiedenen Faktoren ab:

– Die Kühlung sollte gleichm̈aßig sein, da sich sonst das Werkstück verziehen
kann oder Spannungen auftreten können, wodurch das Werkstück unbrauchbar
wird.

– Das Werksẗuck sollte m̈oglichst schnell gek̈uhlt werden, damit die Formteile
schnell wieder einsetzbar sind.

– Trivialerweise sollte die K̈uhlbohrungen nicht durch das Werkstück verlaufen.

– Die Kosten in der Herstellung der Kühlschleife sollten m̈oglichst gering sein.
Die Kosten sind dabeïuber die Bohrungslänge definiert. Je länger die Bohrun-
gen gemacht werden m̈ussen, umso mehr nutzt sich der Bohrer ab. Gerade bei
Bohrungen durch Stahl kommt es manchmal vor, dass die Bohrer abbrechen
oder schnell abgenutzt werden.
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– Die Form darf bei der Einfüllung des fl̈ussigen Werkstoffes eine Mindesttempe-
ratur nicht unterschreiten, da sonst die Werkstoffflüssigkeit zu schnell abkühlt
und damit nicht mehr fl̈ussig genug ist, um den Hohlraum komplett auszufüllen.

Die Parameter wie der Abstand des Formteils zu der Kühlschleife, Durchmesser der
Bohrungen, Temperatur der Kühlflüssigkeit und die Fließgeschwindigkeit sind weitere
ausschlaggebende Faktoren für die G̈ute der K̈uhlung.

Ziel ist es, die Abk̈uhlzeit mittels der Temperierbohrungen auf ein Minimum zu re-
duzieren, um die Formeinsätze m̈oglichst schnell wieder benutzbar zu machen. Dabei
soll die Temperierbohrung so angelegt sein, dass die Qualität des Werksẗucks durch
die gezielte K̈uhlung nicht sehr beeinträchtigt wird.

Ein Beispiel f̈ur eine Spritzgussform (entnommen aus [32]) ist in der Abbildung 26 zu
sehen. Auf diesem Bild ist der eine Teil der Gussform zu erkennen. Unten sieht man
die Anschl̈usse f̈ur die Kühlflüssigkeit. Das fertige Werkstück, eine Abdeckung für ein
Autoradio, ist ebenfalls mit abgebildet.

Abbildung 26: Gussform f̈ur eine Autoradioabdeckung

5.4.3.2 Der Evolver

Um dieses Problem mittels Algorithmen approximativ lösen zu k̈onnen, hat das Institut
für Spanende Fertigung (ISF) einen Simulator für das Temperierbohrungsproblem na-
mensEvolverzur Verfügung gestellt. DerEvolver ist eine Blackbox. Diese Blackbox
versucht K̈uhlwirkung der Temperierbohrungen zu simulieren, ist in C++ geschrieben
und nur unter Windows ausführbar. Die Eingabe erfolgẗuber eine Schnittstelle, auf
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die über einen Socket zugegriffen werden kann. Um diese Schnittstelle auch für Java-
Programme zug̈anglich zu machen, wurde von einer studentischen Hilfskraft des Lehr-
stuhls des Instituts für Spandende Fertigung eine Implementierung einer Schnittstel-
lenklasse vorgenommen, die weiterentwickelt und für NObELTJElauffähig gemacht
worden ist.

Die Eingabe f̈ur denEvolver ist eine m̈ogliche Temperierbohrung, die als ein Poly-
gonzug abstrahiert wird. Die Anzahl der Eingabewerte ist von der Bohrungsanzahl
abḧangig. F̈ur jeden Bohrungsendpunkt sind drei Werte als Eingabe notwendig, da je-
der Bohrungsendpunkt im drei-dimensionalen Raum angegeben wird. Dieses bedeutet
bein Bohrungen, dass insgesamt3n+3 Werte f̈ur den Polygonzug̈ubergeben werden
müssen. Als Ergebnis wird ein 12-dimensionaler Vektor zurückgegeben, der aus den
in der Tabelle 4 dargestellten Rückgabewerten besteht.

Tabelle 4: R̈uckgabewerte desEvolvers
Kühlungwerte

1 thermal effect aggregated aggregierte K̈uhlungswerte
4 thermal effect wort value schlechtester K̈uhleffekt
5 thermal effect average durchschnittlicher K̈uhleffekt
6 thermal effect variance Varianz der K̈uhlungseffekte
7 thermal effect best value bester K̈uhlungswert

Restriktionen
3 cost aggregated aggregierte Kosten
8 restriction angle of drilling holes Ist der Winkel zwischen 2

benachbarten Bohrungen zu flach?
9 restriction angle of outer surface Ist der Winkel zwischen 2

Bohrungen und Aussenfläche zu flach?
10 restriction bounding box Ist der Polygonzug im Werkstück?
11 restriction drilling Schneidet sich der Polygonzug selbst?
12 restriction object Schneidet der Polygonzug das Werkstück?

Kosten
2 cost aggregated aggregierte Kosten

Die erste Spalte gibt die Komponente des Rückgabewertes im Vektor an. Hier wäre z.
B. die

”
restriction bounding box“ im Vektor der zehnte Wert.

Wichtig ist noch, dass die Restriktionen nur bei bestimmten Werten einen gültigen,
also zul̈assigen Polygonzug angeben. Die

”
restriction aggregated“ muss den Wert 1

annehmen, die anderen Restriktionswerte (im Rückgabevektor die Koordinaten 8, 9,
10, 11, 12) m̈ussen 0 sein, wenn der Polygonzug gültig ist.

DerEvolverhat eine Einheitshalbkugel (siehe auch Abbildung 27) als Standard-Werk-
stück. Diese Halbkugel liegt in einem 3-dimensionalen Raum, der die Ausmaße von
4x4x2 Längeneinheiten hat. Die x-Koordinate eines jeden Bohrungspunktes muss im
Intervall [−2, 2] liegen, ebenso die y-Koordinate. Die z-Koordinaten eines jeden Boh-
rungspunktes m̈ussen im Intervall[0, 2] liegen.
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Abbildung 27: Einheitstestwerkstück desEvolvers

5.4.3.3 Anbindung des Simulators

Kommunikation mit dem Simulator Der Simulator f̈ur das Temperierbohrungs-
problem ist ein unter Windows laufender Server. Die Kommunikation läuft über ei-
ne Socket-Schnittstellëuber die Signale sowie Daten an den Server gesendet werden
können. Der Server kann dabei auf einem beliebigen Windowsrechner im Netzwerk
laufen und wird von einer Schnittstellenklasse via IP und Portnummer angesprochen.
Der Standardport des Server ist 6201, kann aber beliebig angepasst werden. Es ist nicht
empfehlenswert, den Server auf einem anderen Rechner laufen zu lassen als den Al-
gorithmus, da selbst ein 100 Mbit Netzwerk die Berechnung sehr verlangsamt.

Folgende Funktionalität wird vom Server angeboten:

– Um die Verbindung züuberpr̈ufen, kann ein Ping an den Server geschickt wer-
den.

– Die Fitnesswerte zu einem Polygonzug können berechnet werden.

– Ein Startindividuum, also ein gültiger Polygonzug, wird vom Server geliefert.

– Ein ung̈ultiger oder schlechter Polygonzug, kann, wenn er in gewissen Grenzen
liegt, repariert werden.

– Der Server liefert die Namen der zu optimierenden Fitnesswerte. Diese sind in
der zweiten Spalte der Tabelle 4 nachzulesen.

– Eine Verbindung zum Server kann beendet und der Server bei Bedarf herunter-
gefahren werden.

Die folgenden Kapitel gehen näher auf die Details der wesentlichen Funktionen ein.
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Evaluation Der Server empf̈angt das Signal 1003 und weiß damit, dass ein Poly-
gonzug folgt, der bewertet werden soll. Der Polygonzug wird dem Simulator als eine
einfache Folge der x-, y- und z-Koordinaten eines jeden Eckpunktes des Polygonzugs
übergeben. Danach folgt für jede Bohrung ein Boolean-Wert, der die Richtung der
Bohrung angibt. Die Optimierung dieser Boolean-Werte wird inNObELTJEdem Ser-
ver überlassen, weswegen in diesem Fall immer nur false als Dummy-Wert geschickt
wird. Die Optimierung der Boolean-Werte geschieht mittels der Repair-Funktion (sie-
he auch 5.4.3.3).
Vom Server werden dann die 12 Fitnesswerte zurückgeschickt, die bereits vorgestellt
wurden.

Erzeugen von Startindividuen Ein Startindividuum wird vom Server erzeugt,
wenn er das Signal 1004 empfängt. Der Polygonzug wird zufällig berechnet und ḧalt
sich an die Begrenzungen des Werkstücks. Somit ist garantiert, dass der Server fähig
ist, zu diesem Polygonzug die entsprechenden Fitnesswerte zu berechnen. Auf zu weit
außenliegende Punkte, wie sie ein Algorithmus rein zufällig ohne Beschr̈ankungen
erstellen ẅurde, kann der Server mit Abstürzen reagieren.

Die Repair-Funktion Das Reparieren eines Individuums ist nur begrenzt möglich.
Zwei wesentliche Bedingungen werden dabeiüberpr̈uft:

1. Die Richtung der Bohrungen wird verändert, falls dadurch ein gültiger Poly-
gonzug entsteht. Auf diese Weise können z. B. unerẅunschte Schnittpunkte von
Bohrungen vermieden werden.

2. Die Anfangs- und der Endpunkte des Polygonzugs, der die Bohrung darstellt,
werden an den Rand des Werkstücks gelegt.

Diese Funktion wird genutzt, um die Bohrungsrichtungen vom Server automatisch
korrekt erzeugen zu lassen. Die Eckpunkte des Polygons werden nicht repariert, da
keine Möglichkeit besteht, den Algorithmus mit den veränderten Punkten weiter rech-
nen zu lassen. Somit hätte die M̈oglichkeit bestanden, dass ein schlechtes Individuum
aufgrund der Reperatur einen guten Fitnesswert bekommt, der Algorithums aber wei-
terhin mit dem schlechten Individuum rechnet. In der inNObELTJEimplemtierten
Fassung der Simulatoranbindung für das Temperierbohrungsproblem wird ein vom
Algorithmus generiertes Individuum, bevor es simuliert wird, immer erst repariert, um
die korrekten Bohrungsrichtungen zu erhalten.

Einbindung des Servers Aus dem Projekt KEA exisitierte bereits eine grobe,
noch nicht funktionsẗuchtige Anbindung einer̈alteren Version des Servers an ein Java-
Projekt. Diese Klasse wurde als Basis genutzt und angepasst. Dabei wurden wesent-
liche Teile der urspr̈unglichen Klasse stark verändert und teilweise komplett neu ge-
schrieben.
Eine Anforderung an die Schnittstelle zwischen den Algorithmen und dem Simula-
tor war, einen beliebigen, uneingeschränkten Polygonzug senden zu können und f̈ur
diesen die entsprechenden Fitnesswerte zurück zu bekommen, ohne das sich der Algo-
rithmus um Definitionsbereiche oder Bohrrichtungen kümmern muss. Außerdem sollte
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zur einfachen Anbindung des Simulators an sämtliche bereits entwickelten Algorith-
men das Interface von Simulatoren und Testfunktionen das selbe sein.
Sowohl die IP-Adresse des Servers, als auch der Port und die Anzahl der Bohrungen
kann einfach durch die Konfigurationsdatei Temp.param eingestellt werden, die im
gleichen Verzeichnis wie der Simulator liegt. Nur die Anzahl der Bohrungen läßt sich
einem Algorithmus auch direkt als Parameterübergeben, sodass z. B. in einem Design
auch f̈ur mehrere Bohrungsanzahlen optimiert werden kann. Parameter, die von dem
Algorithmus nicht selber interpretiert werden, sondern nur an den Simulator weiterge-
geben werden sollen, fangen immer mit-tt an. Um die Anzahl der Bohrungen zu
setzen, muss also−−ttboringCount in der Komandozeile auf den gewünschten
Wert gesetzt werden.
Der Server verlangt nach dem Durchlauf eines Algorithmus, dass die Verbindung be-
endet wird. Andererseites wartet er weiter auf Anfragen, wobei er nach kurzer Zeit
absẗurzt. Um also mehrere Algorithmenläufe, z. B. f̈ur ein Design, hintereinander star-
ten zu k̈onnen, war es notwendig, am Ende vom Algorithmus eine finalize-Methode
aufrufen zu lassen. Diesëubernimmt dann den Verbindungsabbau und erzwingt eine
gewisse Wartezeit, damit sich der Server neu starten kann, bevor der nächste Algorith-
menaufruf wieder versucht, sich zu verbinden.

5.4.3.4 Probleme bei der Anbindung

Um einen Algorithmus so einzurichten, dass er nicht nur mit den Testfunktionen, son-
dern auch mit dem Simulator funktioniert, sind einige zusätzliche Handgriffe n̈otig.
Folgende Probleme ergaben sich:

Initialisierung des Servers Die Methode init() der Schnittstellen-Klasse
Temp.java muss aufgerufen werden, sobald der Algorithmus erfragt hat, mit wel-
chen Parametern er gestartet werden soll und seine eigene Initialisierung abgeschlos-
sen ist. Das sollte nach dem Aufruf des Konstruktors, bzw. am Anfang der Methode
startAlgo() geschehen, die von jedem Algorithmus aufgrund des Interfaces im-
plementiert werden muss.̈Uber die init-Methode werden dann z. B. die Anzahl der
Bohrungen, die in diesem Lauf genutzt werden sollen, an den Serverübergeben.

finalize-Methode Die finalize-Methode ist immer dann wichtig, wenn mehr als
ein Algorithmusaufruf automatisiert gestartet werden soll. Wie oben bereits erwähnt,
wird hier die Verbindung zum Server beendet und auf einen Neustart gewartet. Dieser
Neustart wird vom Server automatisch ausgeführt und beginnt mit einer missverständ-
lichen Fehlermeldung, die besagt, dass derEvolversich nicht an seinem Port konnek-
tieren kann. Diese Meldung ist aber nur ein Test, ob der Port auch frei ist. Danach
nimmt der Server diesen freien Port für seine Kommunikation und startet normal. Die
finalize-Methode muss als letzter Befehl in der MethodestartAlgo() des Algo-
rithmus stehen. Nur so kann garantiert werden, dass der Simulator weiterhin fehlerfrei
läuft.

Nachkommastellen Leider k̈onnen von dem Simulator nur Individuen simuliert
werden, die gewissen Mindestansprüchen gen̈ugen. Speziell muß darauf geachtet wer-
den, dass zwei Punkte eines Polygons nichtübereinander liegen. Dieser Fall wird in
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der Schnittstellenklasse bereitsüberpr̈uft und mit einem schlechten Fitnesswert be-
straft (5.4.3.4). Da der Simulator aber nur mit maximal drei Nachkommastellen Ge-
nauigkeit arbeitet, liegen für ihn auch Punktëubereinander, die sich nur in den hin-
teren Nachkommastellen voneinander unterscheiden (Beispiel sind die Punkte 0-0-0
und 0-0-0.002 identisch). In den gestarteten Versuchen war der BasisGA der einzi-
ge Algorithmus, der in so kleinen Schritten gesucht hat, sodass diese Situation auf-
treten konnte. Die Schnittstellenklasse wurde daraufhin entsprechend erweitert und
kann mit solchen F̈allen umgehen. Der Algorithmus selbst muss sich also an keine
Beschr̈ankungen halten.
Da es sich bei dem im Server simulierten Werkstück um einen Quader mit den Sei-
tenl̈angen von40 ·40cm handelt, wird mit drei Nachkommastellen immer eine Genau-
igkeit von1/10mm erreicht, was f̈ur die Praxis ausreichend ist.

Bestrafungsfunktion Die Algorithmen aus demNObELTJE-Paket halten sich nur
während der Erzeugung der Startindividuen an die von dem Simulator vorgegebenen
Quader-Schranken. Sobald die Suche gestartet ist, werden diese Grenzen nicht mehr
ber̈ucksichtigt. Da es nicht sinnvoll ist, Polygonzüge zu betrachten, deren Punkte au-
ßerhalb des Werkstücks liegen, wurde f̈ur diese Punkte eine Bestrafungsfunktion ein-
gefügt.
Für Bestrafungsfunktionen gibt es viele Möglichkeiten. Nach einiger Literaturrecher-
che ([18], Kapitel 7) fiel die Entscheidung für eine Bestrafungsfunktion, die sich leicht
in NObELTJEintegrieren ließ. Umgesetzt wurde letztendlich folgende Lösung:
Sobald ein Punkt außerhalb des Werkstücks liegt, wird seine Distanz zum Werkstück
in x-, y- und z-Richtung berechnet. Der zurückgegebene Fitnessvektor enthält dann
(2DistanzX1 + 1, 2DistanzY1 + 1, 2DistanzZ1 + 1, 2DistanzX2 + 1, ... ), wobeiXn der
Wert dern-ten x-Koordinate des Polygonzugs ist.
Diese Bestrafungsfunktion ẅachst exponentiell mit der Distanz und erreicht so schnell
hohe Bestrafungswerte. Außerdem bleibt auch für Algorithmen, die nach Fronten se-
lektieren, eine interpretierbare Paretofront erhalten. Diese Bestrafungsfunktion wurde
mit den inNObELTJEzur Verfügung stehenden Algorithmen getestet und hat gute
Ergebnisse erzielt. Schon nach wenigen Durchläufen werden keine – aufgrund von
außenliegenden Punkten – ungültigen Individuen mehr erzeugt.

5.5 Design und Tool-Klassen

Folgende Tools wurden entwickelt, um das Zusammenspiel der Module zu verbessern
oderüberhaupt erst zu erm̈oglichen.

5.5.1 Design

5.5.1.1 Motivation

Mit Hilfe des Design-Moduls kann der Anwender einen Satz von vielen Algorithmen-
Aufrufen mit systematisch variierten Parametern veranlassen. Dies ist hilfreich, weil
für die Erforschung des Verhaltens randomisierter Heuristiken viele Experimente not-
wendig sind, da allgemeine theoretische Ergebnisse schwierig zu erlangen sind. Ins-
besondere bei den natur-inspirierten Verfahren, die oft viele Parameter enthalten, ist
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es schwierig, Algorithmen zu vergleichen, denn die Qualität der Optimierung ḧangt –
neben dem Problem, auf das sie angewendet werden – auch stark von der gewählten
Parameterbelegung ab. Die Problematik, ein geeignetes Qualitätsmaß f̈ur eine von ei-
nem Algorithmus produzierte L̈osungsmenge zu finden, soll durch die Metriken gelöst
werden (siehe 5.2). Hier soll nun durch das Design der Experimente ein faires Szenario
geschaffen werden, damit der tatsächlich beste Algorithmus auch die besten Ergebnis-
se liefern kann. Dazu muss man zunächst herausfinden, wie die besten Parameterein-
stellungen f̈ur einen Algorithmus sind. Will man zwei Algorithmen vergleichen, muss
man die Testfunktion, bzw. das zu optimierende Problem und die zur Verfügung ste-
henden Ressourcen (z. B. Anzahl der Zielfunktionsauswertungen) geeignet wählen.
Unter den Ergebnissen der via Parametereinstellung variierten Algorithmen kann die
günstigste Einstellung ermittelt werden. Zusätzlich k̈onnen durch eingehende Analyse
Zusammenḧange zwischen den Parametern aufgedeckt werden.

5.5.1.2 Syntax für die Benutzung

Das Design-Modul erm̈oglicht dem Anwender, Algorithmen mit verschiedenen Para-
metereinstellungen automatisiert im Sinne einer statistischen Versuchsplanung aufzu-
rufen. Hierzu steht eine Syntax zur Verfügung, mit der Parameterbelegungen als Men-
gen oder in Form von Intervallen angegeben werden können. Bei der Intervallschreib-
weise kann zwischen der Angabe eines Abstandes der Elemente und der Anzahl der
Elemente geẅahlt werden.
Diese Syntax ist Teil des Aufrufs des Design-Moduls und so kann durch einen Aufruf
ein ganzer Satz von Experimenten angestoßen werden.
Bei jedem Aufruf schreibt der benutzte Algorithmus seine Ergebnisse in eine Da-
tei, die vom Design-Modul mit einem Namen versehen wird, der seine Parameter-
Belegung wiedergibt. Durch Auslesen dieses Namens kann dann das Analyse-Modul
die Parameter-Belegung nachvollziehen (siehe Kapitel 5.3).
Beispiel-Aufruf:
java design.Design --t testfkt.FonsecaF1 --a OnePlusOnePG
-g s 100 1000 -archive i 10 100 step 10 -deviation i 0.1 1
count 5
Dieser Aufruf ẅurde dann den AlgorithmusOnePlusOnePG auf der Testfunktion
FonsecaF1 aufrufen und die Parameter des Algorithmus entsprechend variieren, so
dassg die Werte 100 und 1000,archive die Werte von 10 bis 100 in Zehnerschritten
unddeviation insgesamt 5 Werte zwischen 0.1 und 1 annimmt.

5.5.1.3 Anwendung im Projekt

Das Design-Modul wurde im zweiten PG-Semester genutzt, um das Verhalten von
Algorithmen bei bestimmten Parametereinstellungen zu analysieren und so allgemei-
ne Erkenntnisse zu gewinnen, die vielleicht die Verbesserung von Verfahren ermögli-
chen. Erweiterungen zu diesem Tool waren geplant, wurden aber nicht mehr, oder nur
indirekt, umgesetzt. Eine Erweiterung in Richtung der folgenden Punkte könnte aber
weiterhin sinnvoll sein.

• Planung der Experimente
Für das Factorial-Design wurde diese Klasse nicht mehr extra erweitert sondern
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vom Benutzer erwartet, dass er die zu variierenden Parameter bereits im Sinne
eines Factorial Designs angibt. Auf diese Weise lassen sich die Algorithmenauf-
rufe für ein Factorial Design auch mit Hilfe der aktuellen Designklasse starten.

• Constraints
Da nicht alle Parameterkombinationen, die durch Permutation der Angaben ent-
stehen, auch von den Algorithmen realisiert werden können, k̈onnte ein Con-
straint-System eingeführt werden um züuberpr̈ufen, ob die Parametereinstel-
lung für das entsprechende Verfahren gültig ist. Eine einfaches Beispiel für eine
Bedingung bei einer(µ, κ, λ)-ES ẅare:µ ≤ λ, falls κ = 1.
Die Notwendigkeit diese Erweiterung umzusetzen hat sich nicht ergeben, da es
sich bei dem oben genannten Beispiel bis jetzt um das Einzige handelt. Verlet-
zungen solcher Constraints liegen dabei wohl auch meistens in Bereichen, deren
Untersuchung nicht interessant ist, da dort keine guten Werte vermutet werden.

• Batch-Modus
Da die Experimente unter Umständen sehr rechenintensiv sind, könnte man das
Design-Modul auch im Batch-Modus ausführbar machen.
Diese Funktionaliẗat musste nicht von der PG selbst umgesetzt werden, da am
Lehrstuhl 11 bereits ein Batchsystem existiert, dem man solche Aufgabenüber-
tragen kann. Dieses Batch-System wurde für die von uns ausgeführten Experi-
mente ausf̈uhrlichst genutzt.

5.5.2 Die Tool-Klassen

Viele Algorithmen nutzen gleiche Mechanismen. So wird z.B. jeder Algorithmus eine
Dateiausgabe benötigen oder die bereits bewerteten Individuen bzgl. Pareto-Dominanz
untersuchen.
Um hier unn̈otige Fehlerquellen auszuschließen und doppelte Arbeit zu vermeiden, ha-
ben wir bereits zu Beginn unseres Projekts ein eigenes Paket namenstools angelegt,
in dem wir vermeintlich wiederverwertbare Teile für die Algorithmen, sowie allge-
meine Hilfsklassen gesammelt haben. Dadurch ist eine Sammlung entstanden, deren
Funktionen im Folgenden näher erkl̈art werden sollen.

5.5.2.1 Allgemeine Hilfsklassen

Individual Fast s̈amtliche der von uns implementierten Algorithmen arbeiten in ir-
gendeiner Weise mit Populationen von Individuen. Diese bestehen meistens aus
einer Liste von Objektvariablen, den dazugehörigen Fitnesswerten und eventu-
ellen Zusatzdaten, wie z.B. dem Alter des Individuums in Form der Generation
oder einer Liste von Strategievariablen.
Diese Daten wurden von uns gekapselt und mit einfachen Zugriffsfunktionen
versehen, welche die komfortable Einbindung in die Algorithmen erleichtert.
Zus̈atzlich arbeiten viele weitere Hilfsklassen, wie z.B. dasParetoArchive ,
auch mit dieser Darstellung eines Individuums, so dass auf diese Weise eine ein-
heitliche Kommunikationsschnittstelle zwischen den Klassen gewährleistet ist.
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5.5.2.2 I/O-Tools

Im Speziellen gab es bei der Entwicklung unseres Projekts viele Stellen, an denen sich
mit der Ein- und Ausgabe beschäftigt werden musste. Um hier einheitlich und damit
untereinander kompatibel zu bleiben, wurden die hierfür ben̈otigen Klassen ins Paket
tools.io ausgelagert und von allen Algorithmen gemeinschaftlich genutzt.

FilterAndDelete.java Diese Klasse hat sich im wesentlichen aus zwei Gründen ent-
wickelt. Da wir schon ẅahrend der Entwicklungsphase einige Experimente gest-
artet haben, hat sich an einigen Stellen ein inkompatibles Zahlenformat gezeigt.
Um solche Daten trotzdem hinterher nutzen zu können, mussten sie gefiltert
und gegebenfalls konvertiert werden. Unser Projekt arbeitet ausschließlich mit
einem Punkt als Dezimaltrennzeichen. Die Tausenderstellen werden nicht durch
ein Trennzeichen markiert. Also sollten in den zu bearbeitenden Dateien keine
Kommata vorkommen.
Außerdem werden beim Temperierbohrungsproblem (siehe 7.4.1) teilweise un-
gültige Individuen erzeugt, deren Punkte z. B. außerhalb der Gussform liegen,
oder die durch das zu gießende Werkstück gehen. Diese Bohrungen könnten das
Ergebniss verf̈alschen und sollten somit ausgefiltert werden. Leider war es nicht
möglich, die Ergebnisse aus dem Temperierbohrungsproblem bezüglich aller 12
Fitnesswerte zu interpretieren, da die einzige Metrik, die von uns für mehr als
2-dimensionale Fitnesswerte implementiert wurde, leider eine zu hohe Laufzeit
hat.
Da diese Klasse teilweise Daten ohne Rückfrage und Sicherheitskopie löscht, ist
es wichtig, vorher eine eigene Sicherheitskopie anzulegen.
Aus den genannten Problemen ergaben sich folgende Funktionen:

• -d
Angabe des zu bearbeitenden Verzeichnisses.

• -del Comma
Entfernt s̈amtlich Kommata! Das ist bei Zahlen im Format 1,234.567 sinn-
voll.

• -del Invalid
Entfernt ung̈ultige Individuen vom Temperierbohrungsproblem und ist so-
mit für s̈amtliche anderen Probleme nicht interessant. Ungültig heißt in
diesem Fall, dass in der dritten Spalte ein Wert größer als eins oder in den
Spalten acht bis zẅolf ein Wert gr̈oßer als null steht.

• -convert point oder-convert comma
Es werden alle Kommata zu Punkten oder bei Verwendung des Parame-
ters point alle Punkte zu Kommata konvertiert (evtl. sollte zuvor erst
del Commaausgef̈uhrt werden).

• -select 1,2,3,6
Aus den Fitnesswerten werden die angegebenen Spalten gelöscht. Es gibt
keineÜberpr̈ufung, ob die Spalten existieren. Die erste Spalte hat die Num-
mer eins.

• -undo
Kopiert alle .old -Dateien zur̈uck zu ihrem urspr̈unglichen Dateinamen.
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Natürlich ist das nur ein echtes
”
Undo“ wenn in den*.old noch die

unver̈anderten Daten stehen.

Help.java Diese Klasse ruft nur die MethodetoString() der angegebenen Klasse
auf und gibt dessen R̈uckgabe auf der Konsole aus. Auf diese Weise können zu
fast jeder Klasse Hilfen abgerufen werden.
Dazu muss die Klasse beim Aufruf mit Paketnamen angegeben werden, also mit
Punkt-Trennung zwischen Paketen, z. B.:
java tools/io/Help algo.MueRhoLES .
Die Hilfen enthalten z. B. bei den Algorithmen die korrekten Aufrufe sowie
Beispielparameter in sinnvollen Bereichen.

92



6 NObELTJE in der Praxis

Neben einer Einleitung, wie Algorithmen aufgerufen und ganze Versuche mitNO-
bELTJEdurchgef̈uhrt und analysiert werden, soll in diesem Kapitel näher auf die
Möglichkeiten eingegangen werden, das System zu erweitern. Abschließend wird vor-
gestellt, wieNObELTJEzu beziehen ist und unter welchen lizenzrechtlichen Bedin-
gungen es genutzt und erweitert werden darf.

6.1 Durchführung von Experimenten

Im Folgenden wird exemplarisch erklärt, wie man einen Versuch mit unsererNObELT-
JE-Software durchf̈uhren kann. Dabei wird Schritt für Schritt gezeigt, wie ein Algo-
rithmus gestartet wird und welche Ausgaben man erhält. Es wird auch vorgestellt, wie
ganze Versuchsreihen einfach gestartet werden können und wie man die umfangrei-
chen Ausgaben mit den Analysetools analysieren kann.

6.1.1 Aufruf eines Algorithmus

Am Beispiel desOnePlusOnePG wollen wir exemplarisch den Aufruf eines Algo-
rithmus zeigen. Wird eine Entwicklungsumgebung, wie z. B.Eclipsebenutzt, ist es von
dieser Umgebung natürlich abḧangig, wo die entsprechenden Befehle und Parameter-
Werte eingegeben werden müssen. Im Folgenden werden die Beispiele mit dem Kom-
mandozeilen-Befehljava veranschaulicht. Mit der KlasseHelp kann zu jeder Klas-
se im Projekt eine kurze Beschreibung und Bedienungsanleitung ausgegeben werden,
zu der auch die benötigten Parameter gehören:

java tools/io/Help algo.OnePlusOnePG

Die erste M̈oglichkeit einen Algorithmus zu starten, ist der direkte Aufruf:

java algo.OnePlusOnePG -t testfkt.Deb -g 100 -archive 500
-deviation 1.0

Es ist bei jedem Algorithmen-aufruf notwendig, die gewünschte Testfunktion mit dem
Parameter-t anzugeben. Abḧangig vom ausgeẅahlten Algorithmus m̈ussen noch
weitere, jeweils andere Parameter, wie hier-g , die Anzahl der Generationen, angege-
ben werden. Wenn die Parameter-archive und -deviation , die die Gr̈oße des
Archivs und die Standardabweichung der Mutation beschreiben, nicht gesetzt sind,
werden sie beimOnePlusOnePG mit ihren Default-Werten belegt, die fest im Algo-
rithmus implementiert sind und den Einstieg im Umgang mitNObELTJEerleichtern.
Bei einigen Algorithmen gibt es für manche Parameter jedoch keinen Default-Wert.
In diesen F̈allen ist die Angabe eines Parameters notwendig. Sollen die praktischen
Probleme verwendet werden, so sind ggf. weitere Parameter möglich oder auch not-
wendig (siehe Kapitel 5.4).
Hat man den Algorithmus mit den zuvor gezeigten Aufruf gestartet und ist die Berech-
nung beendet, so erhält man folgende Ausgabe-Dateien:
2005-01-18 02-56-39.best.in und 2005-01-18 02-56-39.best
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.res . Die Dateinamen zeigen das Datum und die aktuelle Zeit des Aufrufs. In der
ersten befinden sich die Koordinaten der besten Individuen und in der zweiten ihre
Fitnesswerte. Mit dem zusätzlichen Parameter-o kann der Beginn der Dateinamen
selbst geẅahlt werden:

java algo.OnePlusOnePG -t testfkt.Deb -g 100 -o one

Nun haben wir in unserem Projektordner zwei Dateien:one.best.in und
one.best.res . Diese Ergebnisse können, z. B. mit einem unserer Plotter oder di-
rekt mitGnuplot, geeignet visualisiert und analysiert werden (siehe hierzu auch Kapi-
tel 5.2 und 5.3).

6.1.2 Vom Design zur Analyse

Soll nicht nur ein Lauf, sondern mehrere Durchläufe eines Algorithmus untersucht und
die Parameter der Algorithmen variiert werden, so steht die in Kapitel 5.5.1 vorgestell-
te KlasseDesign zur Verfügung. Diese bietet folgende Einstellmöglichkeiten:
Jeder Parameter des Algorithmus kann entweder als Einzelwert, als Liste/Menge oder
als Intervall mit Schrittweite/Schrittanzahl angeben werden. Das Design ruft den ange-
gebenen Algorithmus auf der gewählten Testfunktion sequentiell mit allen möglichen
Kombinationen der bestimmten Parameter auf:

Liste: -Parametername s Wert1 Wert2 ...

Intervall mit Schrittweite:-Parametername i Intervallgrenze1
Intervallgrenze2 step Schrittweite

Intervall mit Schrittanzahl:-Parametername i Intervallgrenze1
Intervallgrenze2 count Anzahl

Im Gegensatz zu den Aufrufen ohne derDesign -Klasse, werden die Testfunktio-
nen hier mit--t und die Algorithmen mit--a angegeben (siehe nächster Befehl). Es
können auch verschiedene Durchläufe mit unterschiedlichen Random-Seeds durch-
geführt werden. Der Parameter, der hier zu variieren ist, heißt bei allen Algorithmen
-r . Möchte man L̈aufe desOnePlusOnePG auf der TestfunktionSchaffer mit
zehn verschiedenen Random-Seeds durchführen, so ergibt sich folgender Befehl:

java design.Design --a OnePlusOnePG --t testfkt.Schaffer
-g s 100 -deviation s 1.0 -r i 1 10 step 1

Soll auch der Parameterdeviation ver̈andert werden, so schreibt man:

java design.Design --a OnePlusOnePG --t testfkt.Schaffer
-g s 100 -deviation i 1 4 step 1 -r i 1 10 step 1

Die step Angabe bestimmt, dass-deviation mit einer Schrittweite von
”
eins“

pro Lauf ver̈andert wird, hier werden also pro Random-Seed noch zusätzlich vier wei-
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tere L̈aufe mit verschiedenendeviation Einstellungen gestartet. Besonders muss
man hier auf die Schreibweise achten. Werden die Angaben miti bzw. s vergessen,
bekommt man keine Fehlermeldung, sondern das Design wird sofort beendet.
Die Ausgabe, die vonDesign produziert wird, ist ein Verzeichnis, das hier
OnePlusOnePG testfkt.Schaffer1106014263983 heißt. Der Verzeichnis-
name besteht aus dem Namen des Algorithmus, der Testfunktion und eines

”
Zeit-

stempels“, um ein̈Uberschreiben von früheren Ausgaben zu verhindern. Die Dateien,
die in dem Verzeichnis erstellt werden, tragen jeweils die Parameternamen und de-
ren verwendeten Werte im Namen. Für den vorigen Aufruf heißt eine beispielsweise
g=100 deviation=1.0 r=1.0.best.res .

War die Berechnung erfolgreich und wurde das Verzeichnis mit den Ergebnissdatei-
en gef̈ullt, kann man mit diesen Daten nun die Ergebnisse analysieren. Hier gibt es
dasanalysis -Paket, welches mehrere Plotter enthält. Als Eingabe erwarten alle
Analyse-Tools den vollständigen Verzeichnisnamen des jeweiligen Experiments. Im
Folgenden wird das Verzeichnis angegeben, welches bei unserem vorigen Design-
Aufruf produziert wurde:

java analysis.MeanMetricPlotter -m SMetricFleischer
-d OnePlusOnePG testfkt.Schaffer1106014263983 -p1 deviation

Weiterhin muss mit-m die Metrik, die die L̈aufe bewertet, und beimMeanMetric-
Plotter mit -p1 der Parameter,̈uber den jeweils gemittelt werden soll, angegeben
werden. Welche Plotter und Einstellungsmöglichkeiten zur Verf̈ugung stehen, kann im
Kapitel 5.3 nachgesehen werden.
Als weiteres Beispiel nehmen wir denMetricsPlotter , der folgendermaßen auf-
gerufen wird:

java analysis.MetricsPlotter -m SMetricFleischer
-d OnePlusOnePG testfkt.Schaffer1106014263983 -sort r

Durch den Parameter-sort werden die Dateien in dem Verzeichnis nach dem je-
weiligen Wert, hierr , sortiert. Die Plotter versuchen zur VisualisierungGnuplotau-
tomatisch zu starten. Falls dies nicht funktioniert, mussGnuplotmit den erhaltenen
Gnuplot-Scripten manuell gestartet werden. Die Grafik zeigt dann an, welche Random-
Seeds welchen Metrik-Wert erzeugt haben.

6.1.3 Beispielaufrufe des SRing-Modells

Beispiel für einen einfachen Aufruf mit dem Algorithmus OnePlusOnePG

java algo.OnePlusOnePG -t simulator.elevatorcon.SRingCon
-g 500 -ttn 4

Für den Algorithmus wird die Generationenanzahl 500 und für den Simulator ein
viersẗockiges Geb̈aude geẅahlt.
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Beispiel für ein komplettes Design mit dem Algorithmus BasisGAPG

java design.Design --a BasisGAPG
--t simulator.elevatorcon.SRingCon -r i 1000 1010 step 1
-psize i 400 500 step 20 -g s 125 -live s 100 --time
-ttpath s /home/tux/simulator -ttm i 2 10 step 2
-ttp s 0.2 0.5 0.9

In diesem Aufruf unterscheidet man drei Arten von Parametern: Die Parameter, die
nur vom Design verwendet werden, erhalten ein

”
-- “ vorangestellt. Optionen, die das

Design an die zu verwendende Testfunktion/den Simulator weitergibt, werden durch
das Pr̈afix

”
-tt “ gekennzeichnet. Diëubrigen, durch ein

”
- “ benannten, Parameter

dienen zur Steuerung des gewählten Algorithmus. Weitere Informationen zur Desi-
gnplanung und -durchführung, insbesondere zur Parametrisierung, stehen im Kapitel
5.5.1. Die in diesem Beispiel verwendeten Simulator- und Algorithmenspezifischen
Parameter werden im Kapitel 5.4.2.4 (S-Ring-Simulator) und der Online-Hilfe (siehe
dazu Kapitel 5.5.2.2) n̈aher beschrieben.

In dem Beispielaufruf werden die Populationsgröße (-psize ) und der Random-Seed
(-r ) des Algorithmus variiert. Die Anzahl der Generationen (-g ) wird fest geẅahlt.
Als Zusatzoptionen sollen alle 100 Simulatoraufrufe das Zwischenergebnis abgespei-
chert (-live , ermöglicht sp̈ater eine Analyse des Verlaufs) und die benötigte Zeit
des Designaufrufs festgehalten werden (--time ). Als Parameter f̈ur den Simulator
werden ein besonderer Standort für den Simulator (-ttpath ) sowie die Anzahl der
Fahrstuhlwagen (-ttm ) und die verschiedenen zu simulierenden Ankuftswahrschein-
lichkeiten (-ttp ) geẅahlt. In diesem Fall ist das Fahrstuhlproblem drei-kriteriell, da
für die Wahrscheinlichkeiten 0,2, 0,5 und 0,9 optimiert wird.

6.2 Erweiterungsm öglichkeiten

Die gesamte von der Projektgruppe implementierte Software desNObELTJE -Projekts
ist bewusst modular gehalten; es ist großer Wert auf die Erweiterbarkeit derselben ge-
legt worden. So ist es m̈oglich, das Paket der Algorithmen, der Metriken oder der An-
wendungsf̈alle (in unserem Fall hauptsächlich Testfunktionen, sowie zwei Simulato-
ren) beliebig zu erweitern. Ein Anwender kann beliebige Komponenten zum Software-
Paket der Projektgruppe hinzufügen, es m̈ussen lediglich Interfaces, bzw. die Metho-
den der abstrakten Klassen implementiert werden.

Für die Algorithmen muss dieAbstractAlgo.java im Paketalgo implemen-
tiert werden, f̈ur die Metriken ist dies dieMetrics.java untermetrics und für
die Testfunktionen ist diesAbstractTestfkt im Pakettestfkt ; zudem gibt es
für die Testfunktionen noch das InterfaceTestFunctions . Für konkrete Anwen-
dungsf̈alle, z. B. aus der Praxis wird auch dieTestFunctions geẅahlt. Entspricht
ein neu implementiertes Modul diesen abstrakten Klassen, so kann es in der Software-
Umgebung wie alle anderen benutzt werden.
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6.2 Erweiterungsm̈oglichkeiten

6.2.1 Beispiel

Wir nehmen an, es soll die neue TestfunktionDummyimplementiert werden. Dafür
muss zun̈achst im Verzeichnistestfkt die DateiDummy.java angelegt werden.
In dieser Datei wird die neue Testfunktion dann implementiert. Es muss perpackage
testfkt; dort angegeben werden, dass sie zum Pakettestfkt geḧort, zudem per
extends AbstractTestfkt , dass die neue Testfunktion diese abstrakte Test-
funktion implementiert.

In der Methodeexecute wird nun die eigentliche Funktion implementiert. Einga-
bewert an die Methode ist eine Datenstruktur von Java-TypList , in der die n Punkte
der n-dimensionalen Eingabemenge (x1...xn) als Objekte der Eingabewerte (z. B. Ob-
jekte vom TypDouble oderInt ) übergeben werden. Die Methode gibt dann analog
eine Liste vom TypList mit m Objekten (wiederum z. B.Double oder Int , je
nach Art der Testfunktion) zurück, die den zugeḧorigen Funktionswerten derm Krite-
rien der Testfunktion entsprechen.

Die MethodewriteParetoPoints wird so implementiert, dass sie die zu der
Testfunktionen geḧorenden Punkte der

”
wahren“ Pareto-Menge ausgibt. Dies kann

Methoden-intern entweder rechnerisch (falls eine analytischer Ausdruck zum direk-
ten Berechnung dieser Punkte existiert) oder auchüber eine externe Datei, in der die-
se Punkte enthalten sind, geschehen.Übergeben werden die Anzahl der gewünschten
Punkte von der Paretofront, sowie ein Dateiname (vom Java-TypString ), der angibt,
in welche Datei diese Punkte gespeichert werden sollen. Diese Methode wird für die
Metriken ben̈otigt, die zum Errechnen des Metrik-Wertes auf eine Referenz-Menge
angewiesen sind.

Durch die MethodegetOptimalBounds kann einem Algorithmus ein Gebiet von

”
guten“ Punkten im Suchraum̈ubergeben werden, damit sich der Algorithmus für den

Start bereits in der N̈ahe guter L̈osungen befindet. Ausgegeben wird wieder eine Liste
mit den Grenzen, Index 0 der Liste enthält dabei die untere Grenze für die Variablex1;
Index 1 entḧalt die obere Grenze für x1; Index 2 entḧalt dann die untere Grenze für x2,
und so weiter.

Die MethodegetStartPoint gibt, in Anlehnung angetOptimalBounds , einen
einzigen Punkt in der N̈ahe von guten L̈osungen zur̈uck.

Mittels getBounds kann die Testfunktion ausgeben, auf welchen Zahlenbereichen
die Funktionüberhaupt definiert ist; ihre Implementierung und Benutzung verlaufen
analog zugetOptimalBounds .

Ferner gibt es noch die MethodesetPenalty , welche eine
”
Straffunktion“ imple-

mentiert. Sie sollte benutzt werden, falls der Definitionsbereich der Testfunktion nicht
dem gesamten Wertebereich des benutzten Datentyps entspricht. So kann eine Funkti-
on z. B. nur auf den reellen Zahlen zwischen 0 und 1 definiert sein. Ein evolutionärer
Algorithmus z. B. ẅurde nun bei Verlassen dieses Definitionsbereiches nur ungülti-
ge Individuen von derexecute -Methode zur̈uckbekommen, ḧatte also keinen An-

97



6 NOBELTJE IN DER PRAXIS

haltspunkt, in welches Bereich des Suchraumes er steuern sollte, um wieder gültige
Individuen zu erhalten. Die MethodesetPenalty bekommt als Liste die Koordina-
ten eines solchen Individuums und gibt eine Liste (die so viele Einträge hat, wie die
Testfunktion Kriterien) zur̈uck, in der

”
Strafwerte“ stehen. Diese Strafwerte für das

Individuum fallen um so ḧoher aus, je weiter das Individuum von den Definitionsgren-
zen der Funktion entfernt ist. Somit erhält der Algorithmus wieder einen Hinweis, in
welchem Bereich des Suchraumes er weitersuchen soll.

Die MethodengetDimension und getNumberOfObjectives geben schließ-
lich an, wie viele Dimensionenn der Eingabevektor (x1..xn) und wie viele Kriterien
die Testfunktion hat.

Letztendlich sollte jede Testfunktion einetoString -Methode implementieren, wel-
che über die jeweilige Testfunktion im speziellen Aufschluss gibt und Erklärungen
liefert.

6.3 Lizenz

Die Teilnehmer der PG m̈ochten allen Leuten, die daran interessiert sind,NObELT-
JE zur Verfügung stellen. Dazu wurde auf der Homepage desInstituts f ür Spanende
Fertigung der Universiẗat Dortmund eine Projektseite (siehe [1]) eingerichtet.

Der Quellcode steht unter derGNU General Public License Version 2(siehe [33])
und kann im Rahmen dieser Lizenz genutzt werden. Eine deutscheÜbersetzung der
Lizenz ist unter [34] zu finden. Sollten SieNObELTJEnutzen oder weiterentwickeln,
würden wir uns sehr̈uber Ihr Feedback freuen.

Dieses Paket enthält Code derKEA Toolbox(siehe [35]), der f̈ur die Anbindung des
Simulators f̈ur das Temperierbohrungsproblem verwendet wurde. Dieses Projekt ist
auch unter der GPL verfügbar, wie auch der von uns eingebundene Code. Die Distribu-
tion entḧalt den Simulator des Temperierbohrungsproblems jedoch nicht. DerEvolver
wurde uns f̈ur unsere Forschungsarbeit vom ISF zur Verfügung gestellt, ist aber nicht
öffentlich zug̈anglich. Das Fahrstuhlproblem wurde mit einem Simulator untersucht,
der dem S-Ring Modell aus [29] angelehnt ist, und für NObELTJEangepasst wurde.
Er kann beispielsweise mitGCCkompiliert werden. Weiterhin verwendetNObELTJE
externen Code zur Gif-Kompression.
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7 Ergebnisse aus der eigenen Forschung

Die Mitglieder der PG447 gruppierten sich im zweiten PG-Semester nach Forschungs-
interessen und stellten sich selbst herausfordernde Aufgaben. Dieses Kapitel ist den
Ergebnissen unserer selbständigen Forschung gewidmet.

Zus̈atzlich zu den in Kapitel 5.3 beschriebenen erstellten Werkzeugen zur graphischen
Darstellung und zur statistischen Auswertung, werden in Kapitel 7.1 weitere bekann-
te Visualisierungs- und Auswertungsverfahren multidimensionaler Daten aufgeführt,
insbesondere die Darstellungsmöglichkeiten des ToolsGGobi.

Eine Weiterentwicklung des SMS-EMOA wird in Kapitel 7.2 vorgestellt, wobei die
Wirksamkeit und Effizienz eines modifizierten Selektionsoperators untersucht und mit
der originalen Version verglichen wird.

Eine Arbeitsgruppe analysierte die Sensibilität einzelner Algorithmen gegen veränder-
te Parametrisierungen, wobei intensiv gegenseitige Abhängigkeiten der Parameter des
MopsoOne untersucht wurden. Diese Ergebnisse, sowie Vergleiche von optimal pa-
rametrisierten Algorithmen bei gleicher Anzahl von Zielfunktionsauswertungen sind
Inhalt von Kapitel 7.3.

In Kapitel 7.4 werden zwei praktische Optimierprobleme analysiert, in Unterkapitel
7.4.1 das Temperierbohrungsproblem und in 7.4.2 das Fahrstuhlproblem. Hierbei wer-
den die produzierten L̈osungsmengen verschiedener Algorithmen mit Hilfe von Me-
triken verglichen.

Die Gruppen nutztenNObELTJEintensiv f̈ur ihre Arbeit und f̈uhrten einige Erwei-
terungen des Softwarepakets durch.

7.1 Visualisierung

7.1.1 Einleitung

Bei der Analyse von Ergebnissen macht es oft Sinn, die Daten in einem ersten Schritt
grafisch darzustellen, bevor man sie statistisch auswertet. Auf diese Weise kann man
sich schnell einen̈Uberblick verschaffen; oft lassen sich so schon Zusammenhänge
und Strukturen erkennen.

Wir haben uns nun die Frage gestellt, welche Möglichkeitenüberhaupt bestehen, um
Daten mit mehr als drei Dimensionen darzustellen und welche dieser Darstellungswei-
sen besonders intuitiv und gut lesbar sind. Weiterhin haben wir aus den zahlreichen
Verfahren dann einige ausgewählt, um sie in der Projektgruppe zu realisieren. Dabei
konnten wir teilweise auf bereits implementierte Tools zurückgreifen, wie beispiels-
weiseGGobiundR.

Leider ist die Darstellung am Monitor auf zwei Dimensionen beschränkt, die drit-
te Dimension l̈asst sich noch auf die Ebene projizieren. Gerade bei mehrkriteriellen

99



7 ERGEBNISSE AUS DER EIGENEN FORSCHUNG

Problemen sẗoßt man also schon bald an seine Grenzen. Es existieren zahlreiche Ver-
fahren zu diesem Thema, die sich grob in zwei Gruppen einteilen lassen: Zum einen
kann man versuchen, für höhere Dimensionen alternative Darstellungsformen zu fin-
den, oder man geht den Weg der Dimensionsreduktion und versucht die Daten mit
möglichst geringem Informationsverlust auf zwei oder drei Dimensionen abzubilden.
Beide Vorgehensweisen haben ihre Vor- und Nachteile. Oft findet auch eine Mischung
beider Methoden statt.

Im Folgenden werden einige M̈oglichkeiten aufgef̈uhrt, die wir n̈aher untersucht ha-
ben. Einen vertiefenden Einblick, auch in Themen, die hier nicht näher erl̈autert wer-
den, geben Yu und Stockford [36].

7.1.2 Alternative Darstellung h öherer Dimensionen

Will man die Ergebnisse nicht herunterrechnen, muss man für die Veranschaulichung
weiterer Dimensionen andere Möglichkeiten finden. Der klare Vorteil dieser Methode
ist, dass es zu keinem Datenverlust kommt, die Informationen bleiben hundertprozen-
tig erhalten. Allerdings lassen sich solche Grafiken gewöhnlich intuitiv nicht mehr so
schnell und gut erfassen. Es erfordert einigeÜbung diese Visualisierungen zu interpre-
tieren.

Farbe als weitere Dimension

Die vierte Dimension darzustellen, gestaltet sich noch relativ einfach. Eine gebräuch-
liche Methode ist es, Farbe hinzuzunehmen. Ist die hinzugefügte Dimension geordnet,
muss man allerdings beachten, dass die Farbpalette keine natürliche Ordnung besitzt.
In diesem Fall bietet sich eine Grauskala an, oder man stellt die Ordnung durch die
Saturierung, d. h. die Farbsättigung, dar.

Eine Anwendung von Farbe wäre beispielsweise, jedem Individuum eines Evoluti-
onären Algorithmus in der nullten Generation eine eindeutige Farbe zuzuordnen. Durch
Reproduktion entstehen neue Individuen mit der gleichen Farbe, durch Rekombination
entstehen Individuen mit Mischfarben.
Oder man f̈arbt bei Mutation die betroffenen Bereiche eines Individuums weiß ein. Auf
diese Weise l̈asst sich gut beobachten, wie viel von dem ursprünglichen Genmaterial
erhalten bleibt.

Zeit als weitere Dimension

Die fünfte Dimension l̈asst sich durch die Zeit darstellen. Man erhält also eine ani-
mierte Darstellung der Daten. Hier sieht man schon, dass die Visualisierungen immer
schwerer lesbar werden. Allerdings eignet sich diese Methode noch relativ gut dazu,
Interaktionen zwischen den einzelnen Variablen zu entdecken. In einem typischen 3D-
Plot zeigt die Form der Fläche die Abwesenheit oder Präsenz von Relationen zwischen
Variablen an.
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7.1 Visualisierung

Die folgenden Abbildungen erfordern etwas Fantasie, da das Ausgabemedium bedau-
erlicherweise keine Animationen zulässt.

Ist die Fl̈ache eben, geht man davon aus, dass keine Abhängigkeiten existieren, so wie
in Abbildung 28. Hier werden die ersten drei Variablen auf den drei Achsen dargestellt
und eine vierte Variable durch Farbe. Eine fünfte Variable kann durch Zeit dargestellt
werden. Eine Interaktion mit der fünften Variable ließe sich daran erkennen, dass sich
die Neigung der Fl̈ache mit der Zeit verändert.

Abbildung 28: Ein 3D-Plot ohne Interaktionen

Ist die Fl̈ache gekr̈ummt, kann man normalerweise von einer 2-Wege-Interaktion aus-
gehen. Zeigt die animierte Grafik eine Fläche, die sich in Abḧangigkeit von der f̈unften
Variable bewegt, existiert sogar eine 3-Wege-Interaktion. Siehe Abbildung 29.

Verfolgt man diese Vorgehensweise weiter, steht man bei jeder weiteren Dimension
immer wieder aufs Neue vor dem Problem, dass man für sie eine weitere Darstel-
lungsform entwickeln muss.
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Abbildung 29: Ein 3D-Plot mit 2-Wege-Interaktion

Glyphen

Eine andere gebräuchliche Methode zur Visualisierung multidimensionaler Daten ist
die Verwendung von so genannten Glyphen, wie sie auch bei Spears [37] beschrie-
ben werden. Glyphen sind kleine Symbole, die abhängig von den Daten, die sie dar-
stellen, ihr Erscheinungsbild wie z. B. Form, Farbe, Größe, Orientierung etc.̈andern.
Dabei wird f̈ur jeden mehrdimensionalen Punkt eine Glyphe gezeichnet. Auf diese
Weise k̈onnen vorhandene Strukturen in den originalen Daten durch Gemeinsamkei-
ten oder Unterschiede in den Merkmalen der einzelnen Glyphen dargestellt werden.
Zwei gängige Arten sind

”
Star Plots“ und

”
Chernoff Faces“.

Star Plots

Star Plots, oder auch Sunflower Plots, sind Punkte, von deren Mitte Linien ausge-
hen, wie die Speichen eines Rads. Für jede Dimension wird eine Speiche gezeichnet,
wobei die L̈ange den Wert der jeweiligen Variable darstellt. Es gibt zahlreiche Varia-
tionen von Star Plots, eine einfache zeigt Abbildung 30.
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Abbildung 30: Ein Star Plot, welches zehn Dimension darstellt. Zwei Dimensionen
durch das verwendete Koordinatensystem und acht durch die Speichen
an jedem der Punkte.

Chernoff Faces

Ein etwas komplexeres Beispiel für Glyphen sind die so genannten Chernoff Faces.
Jeder Datenpunkt wird durch ein stilisiertes menschliches Gesicht dargestellt. Dabei
werden durch die Größe, Form oder den Abstand einzelner Gesichtsmerkmale die Wer-
te der verschiedenen Variablen dargestellt wie beispielsweise in Abbildung 31. Moti-
viert ist diese etwas ausgefallene Darstellungsform durch das Fakt, dass der Mensch
sehr schnell in der Lage ist, zwischen unterschiedlichen Gesichtern zu differenzieren
und sie wieder zu erkennen. Weitergeführt wurde dies mit denChernoff Bodies, wo
jedes Symbol zus̈atzlich zum Gesicht auch noch einen Körper mit Armen und Beinen
besitzt.
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Abbildung 31: Verschiedene Chernoff Faces, die eine Vielzahl an Dimensionen dar-
stellen. Unter anderem durch Abstand, Größe und Form von Mund,
Augen und Nase.

Parallelprojektion

Ein ganz anderer Ansatz wird bei der Parallelprojektion verfolgt. Bisher wurden Daten
immer in orthogonalen Koordinatensystemen dargestellt. Bei dieser Art der Visualisie-
rung werden die Achsen für alle Variablen parallel unter- bzw. nebeneinander aufgetra-
gen. Der Wert einer Variablen wird auf der zugehörigen Achse als Punkt dargestellt;
die Punkte eines L̈osungsvektors werden durch Linien miteinander verbunden. Auf
diese Weise erḧalt man f̈ur jede L̈osung einen Polygonzug im Diagramm. Abbildung
32 zeigt eine solche Parallelprojektion. Bei sehr vielen Lösungen kann diese Darstel-
lung schnell un̈ubersichtlich werden. Hier hilft es, wenn man einzelne Polygonzüge
farbig markiert um sie vom Rest abzuheben.
Die Parallelprojektion haben wir in der Projektgruppe eingesetzt, um die Daten zu ana-
lysieren. Zum Teil ließ sich sehr schön erkennen, welche Auswirkungen dieÄnderung
eines Parameters auf die von ihm abhängigen Variablen nach sich zog. Dabei kam
GGobizum Einsatz.

Andrews Curves

Bei Andrews Plots werden̈ahnlich der Parallelprojektion einzelne Lösungsvektoren
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7.1 Visualisierung

Abbildung 32: Ein durch Parallelprojektion dargestellter Datensatz. Man kann bei-
spielweise erkennen, dass ein hoher Wert von p1 bei einem Individuum
gleichzeitig einen niedrigen Wert von p2 bedeutet.

durch eine Linie dargestellt. Allerdings werden hier nicht einzelne Punkte zu einem
Polygonzug verbunden. Stattdessen wird jeder Datenpunkt auf eine Kurve abgebildet.

Für den L̈osungsvektorv = (v1, ..., vn) ist die Kurve durch folgende trigonometri-
sche Funktion definiert:

fv(t) =
u1√

2
+ u2 ∗ sin(t) + u3 ∗ cos(t) + u4 ∗ sin(2t) + u5 ∗ cos(2t) + ...

für t ∈ (−π, π)

Die wichtigsten Variablen sollten mit den niederfrequenten Termen der Funktion asso-
ziiert werden, da sie das Gesamterscheinungsbild der Kurve am stärksten bestimmen.
Siehe hierzu Abbildung 33.
Diese Projektionstechnik ist nützlich, um Cluster in der Datenstruktur zu finden. Mehr-
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Abbildung 33: Beispiel f̈ur Andrews Curves

dimensionale Punkte, die nahe zusammenliegen, haben tendenziell auch Kurven, die
eng beieinander verlaufen.

7.1.3 Dimensionsreduktion

Während es sich bei den bisher vorgestellten Methoden zur Visualisierung mehrdimen-
sionaler Daten um Darstellungsverfahren ohne Informationsverlust handelte, werden
im Folgenden einige Methoden vorgestellt, bei denen die betrachteten Daten reduziert
werden. Entweder wird nur ein Teilausschnitt der Datenmenge berücksichtigt, um ganz
gezielt bestimmte Zusammenhänge zu untersuchen, oder die Daten werden auf weni-
ger Dimensionen abgebildet, so dass sie leichter darstellbar sind.

Beim typischen 3D-Plot kommt diese Methodik bereits zum Einsatz. Eine dritte Va-
riable wird so auf zwei Dimensionen projiziert, dass die Abbildung dreidimensional
wirkt. Hier ist es schon nicht immer eindeutig, wo sich die dargestellten Punkte ge-
nau im Raum befinden, und man muss sich bereits einiger Hilfsmittel bedienen. Eine
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7.1 Visualisierung

Möglichkeit, um etwas mehr Klarheit zu schaffen, ist, die Punkte mit einer senkrech-
ten Linie auf eine der Grundebenen zu verbinden (Abbildung 34). Oder man animiert
die Grafik indem man sie um eine Achse rotieren lässt.

Abbildung 34: Ein einfaches 3D-Plot, bei dem die Punkte zusätzlich mit der Grunde-
bene verbunden sind. Dadurch soll der Informationsverlust durch die
Reduktion von drei auf zwei Dimensionen ausgeglichend werden.

Multidimensional Scaling

Beim multidimensionalen Skalieren rechnet man hochdimensionale Daten so auf eine
geringere Anzahl von Dimensionen herunter, dass beide Darstellungen immer noch
ähnlich zueinander sind. Das bedeutet in anderen Worten, eine solche Transformation
sollte ein Bild liefern, in dem die Unterschiede zwischen den einzelnen Datenpunk-
ten im niederdimensionalen Raum mit den Originaldaten aus dem hochdimensionalen
Raum korrespondieren.
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Um diese Unterschiede zwischen den Datenpunkten zu messen, verwendet man die
Distanz. Diese Distanz kann der echte Abstand, z. B. der euklidsche Abstand, zwi-
schen den Originaldaten aus dem hochdimensionalen Raum sein oder auch einen Er-
satz f̈ur den Abstand darstellen, wenn direkte Werte nicht berechenbar sind. Zwei ge-
bräuchliche Methoden für multidimensionales Skalieren sind das Sammon-Mapping
und Genotype-Space-Mapping. Vertiefende Literatur zu diesem Thema findet man bei
Pohlheim [38] [39].

Typische Beispiele f̈ur die Anwendung dieser Methodik ist die Visualisierung der
Variablen der besten Individuen eines Optimierungslaufs oder die Visualisierung von
nicht-dominierten L̈osungen bei mehrkriteriellen Problemen. Die Diagramme, die sich
auf diese Weise ergeben, liefern oft ein klareres Bild, als wenn man die Daten direkt
dargestellt ḧatte. Zus̈atzlich lassen sich so die Daten mehrerer Optimierungsläufe ein-
facher vergleichen, was mit Standard-Visualisierungstechniken eine komplizierte Auf-
gabe darstellt.

Scatterplot

Beim Scatterplot wird lediglich die Beziehung zwischen zwei der Variablen unter-
sucht, alle anderen werden vernachlässigt. Die Daten werden als Punkte in ein Dia-
gramm eingetragen mit der ersten Variable auf der Abszisse und der zweiten auf der
Ordinate. Scatterplots können Korrelationen zwischen den Variablen aufdecken, z. B.
Lineariẗat. Ergibt sich eine lose Punktewolke in der Grafik, korrelieren die beiden Wer-
te nicht.

Üblicherweise verwendet man Scatterplot-Matrizen, um sich schnell einen erstenÜber-
blick zu verschaffen. Eine Scatterplot-Matrix ist eine Sammlung von einzelnen Scat-
terplots, die genau wie eine Kovarianz-Matrix aufgebaut ist. Die Variablei wird gegen
die Variablej aufgetragen in deri-ten Zeile undj-ten Spalte. Allerdings wird die-
se Darstellung f̈ur viele Variablen schnell un̈ubersichtlich. Abbildung 35 zeigt eine
Scatterplot-Matrix mit drei Variablen.

Regressionsanalyse

Geht man den Weg der Scatterplot-Matrizen weiter, führt einen dies zur Regressions-
analyse. Bei einem Scatterplot lassen sich zwar bereits Korrelationen zwischen zwei
Variablen erkennen, allerdings werden die Daten wirklich nur rein grafisch dargestellt
und nicht weiter interpretiert.

Bei der Regressionsanalyse hingegen versucht man, die Beziehung zwischen zwei Va-
riablen durch eine Funktion zu bestimmen oder wenigstens zu approximieren. Im ein-
fachsten Fall geschieht dies durch eine Gerade, wie in Abbildung 36 angedeutet.
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7.1 Visualisierung

Abbildung 35: Eine Scatterplot-Matrix für 3 Dimensionen. Es werden dabei jeweils 2
Dimensionen in einem Scatterplot in Beziehung gebracht.

Histogramm

Ist man an der Ḧaufigkeit interessiert, mit der Werte einer bestimmten Variablen bei
den Individuen vorkommen, bietet sich ein Histogramm an. Bei dieser Darstellungsart
wird lediglich eine Variable bei allen Individuen betrachtet. Auf der Abszisse wird der
Wert der Variablen abgetragen, auf der Ordinate die Anzahl der Individuen, die mit
diesem Wert vorkommen. Es gibt mehrere Arten, auf die ein Histogramm dargestellt
werden kann, z. B. als Balkendiagramm (Abbildung 37) oder als kontinuierliche Linie
(Abbildung 38).

Boxplot

Das Boxplot stellẗahnliche Informationen wie das Histogramm dar. Allerdings wer-
den diese hier ein wenig anders aufgeschlüsselt. Die Verteilung der Werte für eine
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Abbildung 36: Beispiel f̈ur Regressionsanalyse. Die Linien stellen den Verlauf einer
approximierten Funktion zu den Werten dar.

Variable wird durch f̈unf Rahmenwerte dargestellt. Vom ersten bis zum dritten Quartil
wird eine Box gezeichnet. Erstes Quartil bedeutet hier, dass25 Prozent aller Werte
darunterliegen, beim dritten Quartil entsprechend75 Prozent. Innerhalb der Box wird
der Median durch eine Linie dargestellt. Alle Werte, die außerhalb der Boxen liegen,
werden als Extreme bezeichnet und durch vertikale, gestrichelte Linien ober- und un-
terhalb der Boxen eingezeichnet, die an sogenannten Zäunen enden. Schließlich gibt
es noch Ausreißer, die extra durch Punkte angegeben werden. Als Ausreißer gelten al-
le Punkte, die mehr als das1, 5-fache der Kastenḧohe von den Quartilen entfernt sind.
Zur Veranschaulichung siehe Abbildung 39.

7.1.4 GGobi

GGobi ist ein Tool zur Visualisierung mehrdimensionaler Daten. Viele der hier vor-
gestellten Visualisierungstechniken gehören zum Funktionsumfang vonGGobi. Das
besondere ist, dass sich verschiedene Darstellungen gleichzeitig anzeigen lassen und
man Individuen markieren kann. Diese Markierungen werden dann in allen Darstel-
lungen angezeigt. So lässt sich sehr schnell ein̈Uberblicküber eine große Datenmen-
ge gewinnen, bevor mit einer exakten statistischen Auswertung begonnen wird. Wir
konnten dadurch beispielsweise sehr schnell den Einfluss von Parametern auf einen
Metrikwert bestimmen. Hier soll nun exemplarisch gezeigt werden, wie so ein Vorge-
hen mitNObELTJEundGGobifür einen Designaufruf aussehen kann.

Die Daten in diesem Beispiel stammen vomMopsoOne-Algorithmus und dem Tem-
perierbohrungsproblem. DenMopsoOne haben wir mit den Parameterng=100 ,
g=200 undg=400 laufen lassen, zudem nochquantityParticle von 50 bis 100
in Schrittweite 10,c1 undc2 von 1 bis 5 in Schrittweite 1,scalingInertia=1
undmaxInertia=0.9 geẅahlt, sowie drei verschiedene Random-Seeds verwendet.
Es wurden drei bis f̈unf Bohrungen simuliert. Die Daten wurden danach gefiltert und
auf 3 Dimensionen reduziert. Das genaue Vorgehen bei den Daten des Evolvers wird
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7.1 Visualisierung

Abbildung 37: Ein Histogramm als Balkendiagramm. Die Höhe der Balken repräsen-
tiert die Anzahl der Individuen, die in dem Wertbereich liegen, der
durch die Breite der Balken vorgegeben wird.

in Kapitel 7.4.1.1 beschrieben. Es soll nun die Abhängigkeit des Metrikwertes von ei-
nigen Paramtern untersucht werden. Dazu müssen die Metrikwerte ermittelt und mit
den Parametern des entsprechenden Aufrufs in einem vonGGobi verwertbaren For-
mat gespeichert werden. Dies kann unser Tool MetricsPlotter mit der Option-ggobi
(siehe Kapitel 5.3.3). Die dadurch erzeugten Daten lassen sich direkt mit den richtigen
Bezeichnungen inGGobieinlesen.

GGobizeigt erst einmal ein wenig aussagekräftiges Scatterplot. Von den vielen Dar-
stellungsm̈oglichkeiten sind insbesondere dieScatterplot Matrixund dasparallel coor-
dinates displayinteressant. Hier wird dasparallel coordinates displayverwendet, aus
dem die konstanten Parameter ausgeblendet werden sollten. Zusätzlich wird dann noch
ein Barchart für die Verteilung der Metrikwerte eingeblendet. Jetzt kann man mit der
Draw -Funktion die zu untersuchenden Parameter farblich hervorheben. Dies zeigt Ab-
bildung 40 f̈ur die drei unterschiedlichen Random-Seeds.

Man kann hier auf einen Blick erkennen, wie stark der Zufall die Metrikwerte be-
einflusst und entsprechende Konsequenzen ziehen. Mit wenig Aufwand läßt sich aber
auch noch der Einfluss der Parameterc1 undc2 auf den Metrikwert darstellen. Abbil-
dung 41 zeigt, dass sich diese Parameter beim Temperierborungsproblem völlig anders
verhalten, als in den Beobachtungen unserer Robustheitsgruppe bei den Testfunktionen
(siehe Kapitel 7.3.2). Ein weiteres Barchart zeigt den Einfluss der Anzahl der Bohrun-
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Abbildung 38: Wie 37, nur in einer Darstellung durch eine geglättete Linie.

gen auf den Metrikwert.

GGobiermöglicht es, mit geringem Aufwand m̈ogliche Zusammenḧange zu erkennen,
für die man sonst erheblich mehr Zeit benötigen ẅurde. Somit eignet es sich sehr gut
für die erste Analyse eines unbekannten Datensatzes.
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7.1 Visualisierung

Abbildung 39: Beispiel f̈ur ein Boxplot (siehe referenzierenden Text)

Abbildung 40:GGobi-Visualisierung unterschiedlicher Random-Seeds. Die drei ver-
schiedenen Random-Seeds sind farbig bzw. in Graustufen markiert,
was auf alle Individuen mit dem entsprechenden Random-Seedübert-
ragen wird. Dies gilt auch in anderen Darstellungsfenstern, wie man
in dem Barchart, welches den Einfluss des Zufalls auf die Metrikwerte
wiedergibt, sehen kann.
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Abbildung 41:GGobi-Visualisierung der Abḧangigkeit bestimmter Metrikwerte von
den Parametern c1 und c2 beimMopsoOnesowie der Anzahl der Boh-
rungen

114



7.2 Entwicklung und Analyse eines modifizierten SMS-EMOA

7.2 Entwicklung und Analyse eines modifizierten SMS-EMOA

7.2.1 Motivation und Idee

Die Arbeit der Projektgruppe baut auf dem SMS-EMOA (S metric selection evolu-
tionary multiobjective optimization algorithm) auf, der von Emmerich, Beume und
Naujoks (siehe [16])2004 am Lehrstuhl Informatik 11 entwickelt wurde. Der SMS-
EMOA ist ein steady-state EMOA, der den Wert der S-Metrik als Selektionskriterium
verwendet. Der Selektionsoperator gliedert zunächst die Population in Mengen (Fron-
ten) von Individuen, innerhalb derer Individuen nicht-dominierend sind. Die Mengen
sind hierarchisch geordnet, so dass jedes Individuen von dem einer

”
besseren“ Front

dominiert wird (Non-dominated Sorting). Anschließend wird das Individuum aussor-
tiert, welches den kleinsten Beitrag zum S-Metrik-Wert der schlechtesten Front liefert.
Der Beitrag eines Individuums ist hierbei als die Größe des Hypervolumens definiert,
das ausschließlich von diesem Individuum dominiert wird und von keinem anderen.
Im Vergleich mit etablierten Algorithmen, wie NSGA-II oder SPEA2 zeigt sich, dass
der SMS-EMOA auf der Familie der ZDT-Funktionen diesen Verfahren deutlichüber-
legen ist. Diese Beurteilung bezieht sich auf Vergleiche mittels S-Metrik und des eu-
klidischen Abstands, wodurch sowohl die Verteilung als auch die Konvergenz der Er-
gebnismenge bewertet wird.
Eine Arbeitsgruppe der Projektgruppe wählte sich nun die Aufgabe, diesen Algorith-
mus weiter zu entwickeln. Da die Berechnung des S-Metrik-Wertes im Vergleich zu
anderen Metriken sehr zeitaufwändig ist (O(n3k2), wobei n die Gr̈oße der Pareto-
optimalen Menge undk die Anzahl der Zielfunktionen bezeichnet), sollte eine andere
Metrik gefunden werden, die als Selektionskriterium benutzt werden kann. Die Ziel-
setzung war, bei geringerer Laufzeit des Algorithmus, die Qualität der Ergebnismenge
nicht wesentlich zu verschlechtern.
Es wurde dazu eine neue Metrik entwickelt, die für jedes Individuum die Anzahl der
Individuen z̈ahlt, die dieses dominieren. Es wird das Individuum aussortiert, welches
den gr̈oßten Metrik-Wert aufweist, also die größte Anzahl dominierender Lösungen.
Diese Metrik wird eingesetzt, um das Individuum der schlechtesten Front zu selek-
tieren, falls es mehr als eine nicht-dominierte Front gibt. Bei genau einer Front wird
weiterhin die Selektion nach der S-Metrik angewandt. Die Idee der neuen Selektion
ist, dass man keine gleichmäßige Verteilung der L̈osungen auf den hinteren Fronten
anstrebt, sondern Punkte in den Bereichen behält, in denen die vorderen Fronten nicht
dicht besetzt sind.

7.2.2 Entwicklung des neuen Algorithmus

Die Arbeitsgruppe versuchte eine geeignete Metrik zu finden, die als Selektionskriteri-
um verwendet werden könnte. Diese sollte dann auch in den SMS-EMOA Algorithmen
integriert und getestet werden. Als geeignete Quelle für verschiedene Metriken stellte
sich das BuchMultiobjective Optimization von Siarry und Collette[19] heraus, das
eine große Sammlung verbreiteter Metriken beinhaltet. Die enthaltenen Metriken wur-
den hinsichtlich der folgenden Kriterien untersucht, die aus Sicht der Projektgruppe
eine Metrik erf̈ullen sollte, um als Selektionskriterium geeignet zu sein.

1. Die Berechnung des Metrik-Wertes sollte effizient sein.
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2. Die Berechnung des Metrik-Wertes sollte ohne Referenzmenge möglich sein.

3. Die Metrik sollte kompatibel zu den Outperformance Relationen sein.

Die Tabelle 5 zeigt, die Beurteilung einiger bekannter Metriken nach den obigen Krite-
rien, n̈amlich die Coverage-(C-), die Gerneral-Distance-(GD-), die Error-Ratio-(ER-),
die Schotts-Spacing-Metrik (SchSp-) und die S-Metrik. Die ZeileLaufzeitunterschei-
det zwischen niedrig, mittel und hoch. Eine Metrik erfüllt das Kriterium1, wenn sie
eine niedrige Laufzeit zur Berechnung eines Metrik-Wertes benötigt. Die zweite Zeile
Referenzmengezeigt, welche der Metriken eine Referenzmenge bzw. einen -Punkt zur
Berechnung des Metrik-Wertes benötigt. Die Kompatibilität einer Metrik zu den drei
Outperformance Relationen soll die Aussagekraft einer Metrik zeigen (siehe [23]). Da-
bei bedeutet0, dass die Metrik mit keiner Relation kompatibel ist,1, dass die Metrik
schwach kompatibel mit allen Outperformance Relation ist,2, dass die Metrik nicht
mit der schwachen Relation, aber der starken und kompletten Relation kompatibel ist
und3 bedeutet, dass die Metriken mit allen Relationen kompatibel ist.

Tabelle 5: Auswertung von Metriken an Hand der Kriterien der Projektgruppe
Metriken C- GD- ER- SchSp- S-

Laufzeit niedrig mittel niedrig mittel hoch
Referenzmenge nein ja ja nein ja
Kompatibilität 2 2 0 0 3

Die Auswertung der Tabelle 5 zeigt, dass die C-Metrik und die Error-Ratio-Metrik als
Vorteil gegen̈uber der S-Metrik eine niedrige Laufzeit haben. Die C-Metrik hat im Ge-
gensatz zur Error-Ratio-Metrik den Vorteil, dass sie keinen Referenzpunkt oder eine
-Menge ben̈otigt. Da die C-Metrik jedoch nur schwach kompatibel mit den Outper-
formancce Relationen ist, kann in dem Fall, dass zwei zu vergleichende Mengen sich
nicht komplett dominieren, keine eindeutige Ordnung bestimmt werden. Im Vergleich
zur S-Metrik, erwarteten wir also kein gutes Verhalten als Selektionskriterium. Die
PG447 entschloss sich, auf Grund der Auswertung der Tabelle keine der betrachteten
Metriken als Selektionskriterium zu nutzen.

Da wir keine Metrik gefunden haben, von der wir erwarteten, dass sie annähernd so gut
wie die S-Metrik funktionieren ẅurde, haben wir uns selbst eine Metrik ausgedacht,
die in einer Abwandlung des SMS-EMOA eingesetzt werden sollte. Der Schwach-
punkt der Selektion des SMS-EMOA liegt darin, dass nicht betrachtet wird, wie die
Verteilung der Punkte der vorderen Front aussieht. Hier sahen wir eine Verbesse-
rungsm̈oglichkeit: Unsere Idee beruht auf der Vermutung, dass dünn besetzte Teile der
vorderen Fronten durch Elemente der hinteren Fronten aufgefüllt werden k̈onnten. In
Gebieten, wo die vorderen Fronten dicht besetzt sind, erscheint es dagegen nicht sinn-
voll, Elemente hinterer Fronten zu behalten. Wir entwickelten zwei Lösungsans̈atze
und entschieden uns, den zweiten zu realisieren.

Die erste Idee war, für jeden Punkt zu betrachten, wie viele dominierende Punkte
in seinem

”
Raum“ liegen. Unter dem Raum eines Punktes verstehen wir hierbei die

Fläche, die durch zwei Geraden begrenzt wird, die von seinen benachbarten Punkten
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Abbildung 42: Die linke Abbildung zeigt die verworfe Idee, die Anzahl der dominie-
renden Individuen in einem45◦-Raum zu berechnen. Die rechte Abbil-
dung veranschaulicht die Funktionsweise der neuen Selektionsmetho-
de: F̈ur jedes Individuum der schlechtesten Front (ausgenommen der
Randpunkt) wird die Anzahl dominierender Lösungen gez̈ahlt. Das In-
dividuum mit der gr̈oßten Anzahl wird aussortiert (hierx8).

(in derselben Front) im45◦-Winkel zu den Achsen führen (siehe Abbildung 42). Im
Fall von zwei Zielfunktionen, ist dieses Verfahren einfach und effizient. Die Idee wur-
de jedoch verworfen, da keine einfache Verallgemeinerung auf den Fall von mehr als
zwei Zielfunktionen gefunden werden konnte.

Die zweite Idee war es, die Anzahl der Punkte zu zählen, von denen ein Punkt domi-
niert wird. Der betrachtete Raum entspricht dabei dem Punkt-Ursprung-Hyperkubus.
Die Anzahl dominierender Individuen wird als Selektionskriterium verwendet, indem
aus der letzten Front das Individuum mit der höchsten Anzahl entfernt wird (siehe
Abbildung 42). Randpunkte sollen bei der Selektion möglichst nicht entfernt werden,
damit die Diversiẗat erhalten bleibt. Sie werden nur ausselektiert, wenn keine inneren
Punkte vorhanden sind.
Mit dieser Methode ergaben sich im Vergleich zu der Idee mit einem45◦-Raum zwei
wichtige Vorteile. Zum einen, ist die Bestimmung der Anzahl der dominanten Indi-
viduen im Hyperkubus noch einfacher. Zweitens ist die Methode für eine beliebige
Anzahl von Zielfunktionen anwendbar.

7.2.3 Implementierung

Die Implementierung des Algorithmus (siehe Kapitel 5.1.9) und der S-Metrik (siehe
Kapitel 5.2.2) wurden bereits detailliert beschrieben. Hier soll daher nur noch ein-
mal ein kurzerÜberblicküber die verwendeten Verfahren und Interaktionen zwischen
diesen gegeben werden. Der modifizierte SMS-EMOA der PG447 entspricht der Java-
KlasseSMSEMOApg . Der Selektionsoperator des Algorithmus benutzt die Klasse
DeltaSMetric , um den S-Metrik-Beitrag einer L̈osung zu berechnen. Die Klasse
DeltaSMetric ruft wiederum die KlasseSMetricFleischer auf. Diese Klasse
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berechnet den S-Metrik-Wert einer Lösungsmenge nach dem Algorithmus von Flei-
scher [17] und kann optional so verwendet werden, dass nur der Beitrag eines Punktes
berechnet wird.
Die KlasseSMSEMOApg verwendet einige Klassen bzw. Methoden aus dem Pa-
ket tools . Die KlasseIndividual wird benutzt, um die f̈ur den Algorithmus
ben̈otigen Individuen zu implementieren. Die MethoderefreshArchive der Klas-
se paretoArchive wird beim Sortieren der Individuen nach Dominanz-Fronten
benutzt. Außerdem werden Methoden der KlasseAlgoOutput verwendet, um Er-
gebnisse in Textdateien zu schreiben. Die Durchführung der Experimente wurde uns
mit dem PaketDesign wesentlich erleichtert. F̈ur die Auswertung und Visualisierung
der Resultate haben wir denMeanMetricsPlotter benutzt, sowie denAnima-
tedGifEncoder um Gif-Animationen zu erstellen.

Wir möchten kurz unsere persönlichen Erfahrungen und Probleme schildern, die wäh-
rend der Implementierung des modifizierten SMS-EMOA auftraten. Die C++-Imple-
mentierung des SMS-EMOA wurde uns von den Autoren [16] zur Verfügung gestellt
und musste dann in einen Java-Codeübersetzt werden. Die Implementierung der Va-
riationsoperatoren basiert auf dem C-Code von Deb, der auf der KanGAL-Homepage
[21] verfügbar ist. Versẗandnisprobleme enstanden dadurch, dass sich diese Imple-
mentierungen des Mutations- und Rekombinationsoperators von den theoretischen Be-
schreibungen in dem Buch von Deb [18] unterscheiden.
Wie in anderen Abs̈atzen erl̈autert wird, f̈uhrten einige Experimente auf den ZDT-
Funktionen zu außerordentlich schlechten Ergebnissen. Da diese Phänomene des ex-
tremen Diversiẗatsverlustes (siehe 7.2.4.3) vorher unbekannt waren, haben wir den
Fehler bei uns vermutet. Wir haben uns von unseren eigenen Experimenten verun-
sichern lassen und lange an der Korrektheit und der Qualität unseres Algorithmus
gezweifelt, was uns sehr viel Zeit gekostet hat. Schließlich erkannten wir, dass die-
se Pḧanomene Eigenheiten der ZDT-Funktionen sind und auch bei anderen etablierten
Algorithmen auftreten.

7.2.4 Experimente und Auswertung

7.2.4.1 Qualit ät nach 20.000 Generationen

Um die Qualiẗat des modifizierten SMS-EMOA mit der des Originals zu vergleichen,
wurden die Experimente aus [16] nachgestellt. Es wurde der AlgorithmusSMSEMOA-
pg (Selektionsparametersm=0) mit einer Populationsgröße vonµ = 100 mit 20.000

Generationen durchgeführt und die Werte aus fünf Läufen (random seed von1 bis
5) gemittelt. Die Paramter sind dadurch genauso gewählt wie in [16]. Diese Ergeb-
nisse sind in Tabelle 6 dargestellt und zur besserenÜbersicht wurden zusätzlich ei-
nige bekannte Werte aus [16] in Tabelle 6 kopiert. Wissenswert für die Interpretation
der Euklid-Metrik-Werte ist, dass hierbei der Abstand bezüglich einer Referenzmenge
von1000 Pareto-optimalen Punkten berechnet wird. Daher hat nicht einmal ein Punkt
der wahren Pareto-Front einen Euklid-Metrik-Wert von genau0, es sei denn, er ent-
spricht genau einem der1000 Referenzpunkte. Die Werte sind also nur bis zu einer be-
stimmten Genauigkeit vergleichbar. Die Tabelle zeigt, dass die Ergebnisse der beiden
SMS-EMOA auf den Funktionen ZDT1, ZDT2 und ZDT3 sehrähnlich sind. Die S-

118



7.2 Entwicklung und Analyse eines modifizierten SMS-EMOA

Tabelle 6: Werte von S-Metrik und Euklid-Metrik verschiedener Algorithmen bei
20.000 Auswertungen, gemittelẗuber f̈unf Läufe. Die Abk̈urzung Nr. be-
zeichnet die Rangfolge der Algorithmen.

Funk- Euklid-Metrik S-Metrik
tion Algorithmus Mittel Std. Ab. Nr. Mittel Std. Ab. Nr.

ZDT1 NSGA-II 0.00055 6.6e-05 4 0.8701 3.9e-04 5
SPEA2 0.00101 12.1e-05 5 0.8708 1.9e-04 3
ε-MOEA 0.00040 1.2e-05 1 0.8702 8.3e-05 4
SMS-EMOA 0.00044 2.9e-05 2 0.8721 2.3e-05 1
SMS EMOA pg 0.00048 3.4e-05 3 0.8721 9.5e-06 1

ZDT2 NSGA-II 0.00038 1.9e-05 1 0.5372 3.0e-04 5
SPEA2 0.00083 11.4e-05 5 0.5374 2.6e-04 4
ε-MOEA 0.00046 2.5e-05 4 0.5383 6.4e-05 3
SMS-EMOA 0.00041 2.3e-05 2 0.5388 3.6e-05 1
SMS EMOA pg 0.00043 2.9e-05 3 0.5388 1.5e-05 1

ZDT3 NSGA-II 0.00232 14.0e-05 4 1.3285 1.7e-04 4
SPEA2 0.00261 15.5e-05 5 1.3276 2.5e-04 5
ε-MOEA 0.00175 7.5e-05 3 1.3287 1.3e-04 3
SMS-EMOA 0.00057 5.8e-05 2 1.3295 2.1e-05 1
SMS EMOA pg 0.00054 5.8e-05 1 1.3295 1.7e-05 1

ZDT4 NSGA-II 0.00644 0.0043 5 0.8613 0.00640 3
SPEA2 0.00769 0.0043 4 0.8609 0.00536 4
ε-MOEA 0.00259 0.0006 3 0.8509 0.01537 5
SMS-EMOA 0.00252 0.0014 2 0.8677 0.00258 1
SMS EMOA pg 0.00231 0.0010 1 0.8674 0.00261 2

ZDT6 NSGA-II 0.07896 0.0067 5 0.3959 0.00894 5
SPEA2 0.00574 0.0009 2 0.4968 0.00117 2
ε-MOEA 0.06793 0.0118 4 0.4112 0.01573 4
SMS-EMOA 0.05043 0.0217 3 0.4354 0.02957 3
SMS EMOA pg 0.00081 0.0001 1 0.5036 0.00017 1

Metrik-Werte sind genau gleich und die Unterschiede in den Werten der Euklid-Metrik
geringf̈ugig. Auch bei ZDT4 zeigen sich fast gleiche Ergebnisse, wobei sich bei dieser
Funktion die eigentliche Qualität eines Algorithmus beim Aspekt der Robustheit zeigt.
Bei zwei Experimenten (Random-Seed1 und2) auf ZDT4 traten extreme Diversitäts-
verluste auf. Die Tabelle 6 soll die Vergleiche von erfolgreichen Läufen zeigen, daher
wurden zwei weitere Experimente (Random-Seed6 und7) durchgef̈uhrt und die Ta-
bellenwerte f̈ur die Läufe mit Random-Seed3 bis7 berechnet. Die Ergebnisse des mo-
difizierten SMS-EMOA sind erstaunlich gut für ZDT6. Der Wert der S-Metrik ist fast
optimal und der Werte der Euklid-Metrik ist um Größenordnungen besser als bei allen
anderen Algorithmen. Dieses Ergebnis kann allerdings nicht dem neuen Selektions-
verfahren zugeschrieben werden, denn auch die Nachimplementierung des originalen
SMS-EMOA zeigt auf ZDT6 dieses außergeẅohnlich gute Verhalten. F̈ur diese Dis-
krepanz zwischen der originalen C-Implementierung und der Java-Version der PG447
hat die Projektgruppe bisher leider keine Erklärung gefunden.
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Der modifizierte SMS-EMOA und das Original haben die gleiche worst case Laufzeit.
Falls immer nur genau eine Front existiert, wird unsere schnellere Selektionsvarian-
te nach dominierenden Punkten (selectDomPoints ) niemals angewendet. Diese
worst case Instanz kann zwar nicht ausgeschlossen werden, ist allerdings sehr unwahr-
scheinlich und daher ist hier die durchschnittliche Laufzeit ein sinnvolles Maß. Es zeigt
sich in den Experimenten auf den ZDT-Funktionen, dass unsereselectDomPoints -
Methode durchschnittlich in etwa65 − 95% aller Generationen zum Einsatz kommt
(siehe Tabelle 7). Die S-Metrik-Selektion (selectDeltaS ) wird demnach in den

Tabelle 7: Anzahl Anwendungen der beiden Selektions-Methoden bei20.000 Auswer-
tungen, gemittelẗuber f̈unf Läufe.

Selektion ZDT1 ZDT2 ZDT3 ZDT4 ZDT6
selectDomPoints (abs.) 12998,6 14403,4 14262,6 19036,6 15239,4
selectDomPoints (in %) 64,99 72,02 71,31 95,18 76,20
selectDeltaS (abs.) 7001,4 5596,6 5737,4 963,4 4760,6
selectDeltaS (in %) 35,01 27,98 28,69 4,82 23,80
einfache Selektion (abs.) 8948,8 8944,8 10523,2 13353,4 8421,2
einfache Selektion (in %) 44,74 44,72 52,62 66,77 42,11

übrigen nur5 − 35% der Generationen angewendet. In den beiden letzten Zeilen von
Tabelle 7 ist aufgef̈uhrt, wie oft der Fall auftritt, dass sich in der schlechtesten Front
nur ein einziges Individuum befindet (

”
einfache Selektion“). In dieser Situation wird

dieses Individuum selektiert, ohne dass aufwändige Berechnungen notwendig wären.
Der beschriebene Fall tritt in42 − 67% von 20.000 Generationen auf, was bedeutet,
dass hierdurch die Laufzeit beider Selektionsvarianten verbessert wird. Die Schluss-
folgerung, dass die praktische Laufzeit des modifizierten SMS-EMOA viel besser ist
als der worst case, scheint zulässig zu sein.

Zur Veranschaulichung, wann welche Selektionsmethode zum Einsatz kommt, be-
trachten wir die Anzahl der Mengen (Fronten) von Individuen, innerhalb derer sich
Individuen gegenseitig nicht dominieren. Die Anzahl der Fronten ist für die Funktio-
nen ZDT2 und ZDT4 im Verlauf der20.000 Generationen in Abbildung 43 dargestellt.
Der Anzahl der Fronten für ZDT1 und ZDT3 sinkẗahnlich gleichm̈aßig wie bei ZDT2,
allerdings noch schneller (hier nicht dargestellt). Bei ZDT4 schwankt die Anzahl be-
sonders stark und erreicht ihr Maximum etwa bei der7.000. Generation. Auch der
Verlauf von ZDT6 ist nicht monoton. Die Anzahl schwangt bis zur2.000. Generation
und f̈allt danach gleichm̈aßig ab.
Die S-Metrik-Selektion wird erstmalig eingesetzt, wenn die Individuen alle auf ge-
nau einer Front liegen. Dies ist bei den Funktionen ZDT1, ZDT2 und ZDT3 zwischen
der4.000 und7.000 Generationen der Fall. Für ZDT4 liegt dieser Zeitpunkt erst bei
etwa15.000 Generationen und für ZDT6 bei ca.9.000. Auf Grund des Steady-State-
Ansatzes kann sich die Anzahl von Fronten in jeder Generation nur um höchstens eins
ändern. Kurze Zeit nach dem erstmaligen Einsatz der S-Metrik ist zu beobachten, dass
die Anzahl der Fronten nur noch zwischen eins und zwei schwankt und sich daher
die S-Metrik-Selektion und die Selektion nach Anzahl dominierender Punkte häufig
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Abbildung 43: Anzahl nicht-dominierter Fronten desSMSEMOApg auf den Funktio-
nene ZDT2 (links) und ZDT4 (rechts) im Verlauf von20.000 Genera-
tionen. Dargestellt ist jeweils der Lauf, der dem Medianwert bezüglich
des S-Metrik-Wertes der fünf Läufe entspricht.

abwechseln. Viele dieser Generationen können als einfache Selektionen bezeichnet
werden, da sich oftmals nur ein einziges Individuum in der schlechtesten Front befin-
det.

7.2.4.2 Verlauf von 20.000 Generationen

Nachdem wir die Qualiẗat des modifiziertenSMS-EMOAmit der des Originals vergli-
chen haben, untersuchten wir den Verlauf beider Algorithmen.
Der Algorithmus wurde dazu jeweils mit den zwei Selektionsvarianten sm= 0 und
sm= 2, auf die TestfunktionenZDT1 (Kapitel 5.4.1.6),ZDT2 (Kapitel 5.4.1.7),ZDT3
(Kapitel 5.4.1.8),ZDT4 (Kapitel 5.4.1.9) undZDT6 (Kapitel 5.4.1.10) angewendet.
Um einenÜberblicküber den Verlauf dieser Algorithmen zu erhalten, führten wir ein
Design mit1.000 bis20.000 Generationen durch. Die Läufe wurden mit f̈unf Random-
Seeds (1, 2, 3, 4, 5) durchgeführt, um die Ergebnisse mitteln zu können. Das Experi-
ment wurde durch den Design-Aufruf:--a SMS EMOApg --t testfkt.ZDTX
-g i 1000 20000 step 1000
-mu s 100 -sm s 0 2 -r i 1 5 durchgef̈uhrt. Die Ergebnisse wurden mit
derS-Metrik nach dem Algorithmus von Fleischer 5.2.2.2 und derEuklidMetrik
5.2.1 ausgewertet. Zur Auswertung mit derS-Metrik wurde derMeanMetrik-
Plotter (5.3.4) zur Hilfe genommen, der für die Generationen die Ergebnisse gemit-
telt hat und jeweils einen S-Metrik-Wert, abhängig von dem Referenzpunkt(1, 1; 1, 1),
berechnete.
Der Verlauf derSMS-EMOA-Algorithmen auf derZDT1-Funktion zeigte, dass der

Metrik-Wert desSMS-EMOA-pgnur minimal gegen̈uber dem Wert des originalen
SMS-EMOA

”
schlechter“ ist, ab der9000. Generation sind diese identisch. Keines der

beiden Selektionskriterien kann den Algorithmus auf derZDT1-Funktion in den un-
tersuchten Generationen entscheidend beeinflussen, so dass ein Kriterium bevorzugt
benutzt werden k̈onnte. Zu gleichem Ergebnis sind wir bereits bei der Betrachtung der
Metrik-Werte des Algorithmus nach der20.000 Generation gekommen (siehe Tabelle
6).
Die Abbildung 45 zeigt einen Sprung der Metrik-Werte in den Lösungen des Algorith-
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Abbildung 44: Der Verlauf der SMS-EMOA von der 1000. bis 20000. Generation
auf der ZDT6-Funktion, gemittelẗuber f̈unf Läufe, bewertet mit der
S-Metrik.

mus. Dies war ein Hinweis auf die von uns untersuchten Phänomene (siehe Abschnitt
7.2.4.3). Nach Betrachtung der Ergebnisse der9000. Generation erkannten wir, dass
der Lauf f̈ur das Selektionskriterium2 nur Lösungen produzierte, dessen erste Va-
riable gleich0 war. Dieses Pḧanomen ist nicht spezifisch, es tritt auch bei anderen
Selektionskriterien auf, d. h. bei dieser Auswertung trat das Phänomen bei dem Se-
lektionskriterium2 auf, was bei einer anderen Auswertung genauso bei den Lösungen
des Selektionskriteriums0 der Fall sein kann.̈Ahnliches ist auch bei der Auswertung
der Ergebnisse für die Läufe auf derZDT4 aufgetreten. Deshalb entsteht ein so großer
Unterschied der Metrik-Werte. Hier ẅare es interessant zu untersuchen, bei welchen
Parameter-Einstellungen für den SMS-EMOA dieses Phänomen nicht auftritt und mit
diesen Einstellungen diese Experimente für die Untersuchung des Verlaufes zu wie-
derholen. Auf Grund des Phänomens kann man hier nicht mit den Beobachtungen in
dem oberen Abschnitt vergleichen.
Die Betrachtung des Verlaufes des Algorithmus auf derZDT3-Funktion zeigte, dass
bereits ab der2000. Generation derSMS-EMOAmit dem Selektionskriterium 0 den mit
dem Selektionskriterium2 dominiert. Diese Erkenntnis ist unterschiedlich zu der die
oben in der Tabelle 6 erlangt wurde, dort unterscheiden sich die Metrik-Werte nicht.
Zu dieser Erkenntnis sind wir bereits bei der Betrachtung des Algorithmus nach der
20.000.-ten Generation gekommen(siehe Tabelle 6). Hier sind weitere Experimente
nötig, um die unterschiedlichen Metrik-Werte zu vergleichen und das Verhalten des
Algorithmus an der7.000.-ten Generation zu erklären. Nach der7.000.-ten Generati-
on ist der Metrik-Wert desSMS-EMOAmit dem Selektionskriterium2 viel schlechter
als der des Algorithmus mit dem Selektionskriteriums0. In den n̈achsten3.000 Gene-
rationen

”
holt“ dieser wieder auf, die Metrik-Werte passen sich also wieder an.

Die Metrik-Werte der Algorithmen auf derZDT4-Funktion zeigten, dass derSMS-
EMOAmit dem Selektionskriterium 2 schneller einen höheren und bis zur20000.-ten
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Abbildung 45: Der Verlauf der SMS-EMOA von der 1000. bis 20000. Generation
auf der ZDT2-Funktion, gemittelẗuber f̈unf Läufe, bewertet mit der
S-Metrik.

Generation
”
bessere“ Metrik-Wert erḧalt, als derSMS-EMOAmit dem Selektionskrite-

rium 0. Die Darstellung der Verläufe scheint wieder von Phänomen beeinflusst zu sein,
da dieser sehr unregelmäßig verl̈auft. Man beachte auch die Unterschiede der Metrik-
Werte zu den Metrik-Werten in der Tabelle 6. Wir vermuten, dass sich die Auswertung
des Algorithmus mit Einstellungen, die Phänomene dieser Art nicht hervorrufen, glei-
che Ergebnisse liefert wie die Betrachtung der20.000.-ten Generation. Die Frage wäre,
ob sich die oben erkannte schnellere Erreichung eines hohen Metrik-Wertes für den
Algorithmus mit Selektionskriterium2 ergibt und somit den mit Selektionskriterium
0die Ergebnisse des Algorithmus ab der8000.-ten Generation in der N̈ahe der pareto-
optimalen Punkte derZDT-Funktionen befinden. Da nicht nur pareto-optimale Punkte
aus der L̈osung einer Generation zur Berechnung derEuklid-Metrik -Werte be-
nutzt wurden, kann eine allgemeine Aussage nicht getroffen werden. Trotzdem ist
es auff̈allig, dass sich der Algorithmus mit den beiden Selektionskriterien fast gleich

”
schnell“ an die pareto-optimalen Punkte derZDT-Funktionen ann̈ahert. Diese Vermu-

tung sollte durch weitere Experimente untersucht werden.

Die Betrachtung des Verlaufes desSMS-EMOAmit den Selektionskriterien0 und 2
lässt darauf schließen, dass keine wesentlichen Unterschiede in der Qualität der Er-
gebnisse existieren. Um genaue Unterschiede benennen zu können, m̈ussen weitere
Ergebnisse, die frei von Phänomenen und nicht-pareto-optimalen Punkten sind, durch
Experimente gewonnen werden.

7.2.4.3 Robustheit gegenüber Diversit ätsverlust

Schon in der Implementierungsphase desSMSEMOApg ist uns folgendes Phänomen
aufgefallen. AufZDT2 und ZDT4 versagt der Algorithmus bei bestimmten Kombi-
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nationen von Populationsgröße (Parameterµ) und Random-Seed (Parameterr ). Die
Population verliert ihre Diversität. Alle Individuen setzten die erste Variable auf0, im
Extremfall führt das dazu, dass alle Fronten nur aus einem Element bestehen. Dies
zeigt beispielsweise die Abbildung 46. Ein Lauf mit100 Individuen undr = 3 ist er-
folgreich - die Paretofront wird gut bedeckt. Nach einer sehr geringen Veränderung

Abbildung 46: Nach einem Lauf mitr =3 wird die Paretofront gut bedeckt. Mit dem
r =2 versagt der Algorithmus v̈ollig. Bis zum Zeitpunkt von10.000 Ge-
nerationen setzten alle Individuen die erste Variable auf0. Nach20.000
Generationen bestehen alle Fronten nur aus einem Element.

(Random-Seed auf2 gesetzt), versagt der Algorithmus völlig. Zum Zeitpunkt von
10.000 Generationen sammeln sich alle Individuen an derf2-Achse. Die erste Va-
riable (und dadurch der Wert vonf1) ist bei allen Individuen auf0 gesetzt. Die Werte
derf2 unterscheiden sich nur geringfügig. Im Zielraum befinden sich Individuen dicht
untereinander auf derf2-Achse. In der Abbildung46 bilden sie einen unterbrochenen

”
Strich“ imf2-Wertebereich von ca. 1.01 bis 1.38. Nach20.000 Generationen befinden

sich alle Individuen auf dem selben Punkt (0,1). Ähnliches kann man auf der Funktion
ZDT2 beobachten.

Wir vermuteten den Fehler im Code vomSMSEMOApg . Nach der erfolglosen Feh-
lersuche stellte sich heraus, dass es an denZDT-Funktionen liegt. Das Phänomen tritt
bei anderen Implementierungen von verschiedenen Algorithmen auch auf, z. B. auch
beim MueRhoLES. Dieses Pḧanomen wurde bei mehreren Algorithmen (NSGA-II,
SPEA2, MOPSO), die innerhalb der Vorgänger ProjektgruppeKEAimplementiert wur-
den, ebenfalls beobachtet. Außerdem konnte dieses Phänomen mit der PISA-Algorith-
menumgebung der ETH Zürich [20] nachvollzogen werden.
Die Ursache liegt vielleicht u. a. daran, dassZDT2 (wie ZDT4) aus zwei Funktionen
besteht, wobei die erste Funktionf1 gleich der ersten Variable ist, alsof1 = x1. Die
zweite Funktion hat dagegen 30 Variablen (im FallZDT4sind es zehn) und ist wesent-
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lich komplizierter. Das k̈onnte eine Erkl̈arung sein, wiesof1 so schnell minimiert wird.

Wir haben dieses Phänomen etwas n̈aher untersucht. Zuerst haben wirüberpr̈uft, ob es
auch beiZDT1undZDT6auftritt. Dazu haben wir folgende Design-Aufrufe gestartet:
−−a SMSEMOApg −−t testfkt.ZDT1 -g s 10000 -mu i 20 110
-sm s 0 -r i 1 5
und
−−a SMSEMOApg −−t testfkt.ZDT6 -g s 10000 -mu i 20 110
-sm s 0 -r i 1 5
Da die Pḧanomene schon nach wenigen Tausend Generationen auftreten, haben wir
die Anzahl der Generationen auf10000 festgesetzt. Wir haben die Anzahl der Indivi-
duen (20−110) und Random-Seed (1−5) variiert. Bei der Selektionsmethode handelt
es sich um die von uns entwickelte Selektionsmethode mit den Eigenschaften, dass die
Extrema beibehalten werden und das ein Individuum bei Unentscheidbarkeit zufällig
selektiert wird (sm=0). Auf diesen zwei Testfunktionen sind früher keine derartige
Pḧanomene aufgetreten und in diesem Experiment auch nicht.

Dann haben wir versucht züuberpr̈ufen, ob die randomisierte Version der Selektions-
methode gegen̈uber der deterministischen Version der Selektionsmethode Verbesse-
rung gegen Diversitätsverlust (Strich-Pḧanomen) bringen. Dazu haben wir folgende
Design-Aufrufe gestartet:
−−a SMSEMOApg −−t testfkt. ZDT2 -g 10000 -mu i 20 110
-sm s 5 3 -r i 1 5
−−a SMSEMOApg −−t testfkt. ZDT3 -g 10000 -mu i 20 110
-sm s 5 3 -r i 1 5
und
−−a SMSEMOApg −−t testfkt. ZDT4 -g 10000 -mu i 20 110
-sm s 5 3 -r i 1 5

Wie in dem Experiment davor, haben wir die Generationen auf10000 festgesetzt. Wie-
der haben wir die Anzahl der Individuen (20−110) bzw. Random-Seed (1−5) variiert.
Zus̈atzlich haben wir die Selektionsmethoden variiert (sm=5 ist die randomisierte und
sm=3 die deterministische Version unserer Selektionsmethode). Zur Erinnerung: Falls
bei der randomisierten Selektionsmethode mehrere Individuen bezüglich unserer Kri-
terien (gleiche Anzahl dominierender Punkte bzw. gleichen Beitrag zumS-Metrik -
Wert), den gleichen Wert haben, dann wird aus diesen eines zufällig geẅahlt. Bei der
deterministischen Selektionsmethode wird einfach das letzte Individuum gewählt. Wir
hofften, dass die randomisierte Version bessere Ergebnisse erzielen würde.
Wie man aus der Tabelle 8 schließen kann, steigt beiZDT2 mit der randomisierten
Version der Selektionsmethode die Anzahl der Fehlläufe. BeiZDT4 ist es genau um-
gekehrt. Außerdem treten die Phänomene anders verteilt auf, ohne erkennbares Muster.
Allgemein ist hier also keine Aussage möglich.
Obwohl man uns von dem Phänomen auch auf derZDT3 berichtet hat, traten bei uns
keine vergleichbaren auf. Hier tritt aber folgendes auf: bei bestimmten Einstellungen
werden nicht sofort (also in den ersten10000 Generationen) alle fünf Teilfronten ge-
funden. L̈asst man den Algorithmus z. B. weitere10000 Generationen laufen, werden
in der Regel die fehlenden Fronten allerdings auch noch gefunden. Es gibt aber be-
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Tabelle 8: Anzahl der L̈aufe mit dem Punkt- oder Strich-Phänomen f̈ur die determinis-
tische und randomisierte Variante der Selektionsmethode auf den Funktio-
nen ZDT2 und ZDT4.

sm=3 sm=5
Test- deterministisch randomisiert
funktion ohne Extrempunkte ohne Extrempunkte
ZDT2 172 von455 (37, 80%) 180 von455 (39, 56%)
ZDT4 216 von455 (47, 47%) 195 von455 (42, 86%)

stimmte Einstellungen (z. B.sm= 0, r = 1 undmu= 46), bei denen auch nach48000
Generationen nicht alle Teilfronten gefunden werden. Es werden lediglich vier der fünf
Fronten gefunden. Aus Zeitmangel konnten wir dieses Phänomen leider nicht n̈aher
untersuchen.
Wir haben außerdem̈uberpr̈uft, ob das Behalten der Extrempunkte bei den Selektions-
methoden eine Verbesserung des Strich-Phänomens bringt.
(Design - Aufrufe:−−a SMSEMOApg −−t testfkt.ZDT4 bzw. ZDT2 bzw.
ZDT3 -g 10000 -mu i 20 110 -sm s 4 (extremDeltaS+det)-r i 1 5 ).
Tabelle 9 zeigt alle drei Selektionsmethoden im Vergleich. Scheinbar bringt keine der
Maßnahmen einen klaren Vorteil. Die Anzahl der Fehlläufe ver̈andert sich nur minimal
und das Pḧanomen tritt wieder ohne erkennbares Muster auf. Der Erfolg eines Laufs
auf den Funktionen ZDT2 und ZDT4 hängt scheinbar nur vom Zufall ab.

Tabelle 9: Anzahl der L̈aufe mit dem Punkt- oder Strich-Phänomen f̈ur die verschie-
denen Selektionsmethoden (deterministisch/randomisiert bzw. mit/ohne Ex-
trempunkte behalten) auf den Funktionen ZDT2 und ZDT4.

Test- sm=3 sm=4 sm=5
funk- deterministisch deterministisch randomisiert
tion ohne Extrempunkte Extrempunkte behalten ohne Extrempunkte
ZDT2 172 von455 (37, 80%) 166 von455 (36, 48%) 180 von455 (39, 56%)
ZDT4 216 von455 (47, 47%) 217 von455 (47, 69%) 195 von455 (42, 86%)

7.2.5 Fazit

Die Projektgruppe hat mit der Entwicklung derselectDomPoints -Methode ihr
Ziel erreicht, eine Metrik zu finden, die als Selektionskriterium innerhalb eines EMOA
fungieren kann und mitO(n2k) eine geringere Berechnungskomplexität als die S-
Metrik hat.
Darüber hinaus blieb die Qualität des SMS-EMOA sogar vollständig erhalten. Die in
den vorherigen Abschnitten präsentierten Experimente zeigen, dass die Qualität der
Ergebnisse des modifizierten SMS-EMOA von der des Originals sowohl nach oben
als auch nach unten minimal abweicht. Die vergleichenden Analysen der SMS-EMOA
Varianten zeigen keine wesentlichen Unterschiede im Verlauf der Algorithmen.
Der Projektgruppe ist es damit gelungen, den SMS-EMOA im praktischen Laufzeit-
verhalten zu verbessern. Die Analysen der Anzahl der Elemente in der letzten Front
und der Ḧaufigkeit der verwendeten Selektionsvarianten zeigen sehr viele einfache
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Selektionsf̈alle, wodurch nahe gelegt wird, dass die Laufzeit normalerweise weit vom
theoretischen worst case entfernt ist.
Mit den beiden erg̈anzten g̈angigen Verfahren

”
Randomisierung bei Unentscheidbar-

keit“ und
”
Scḧutzen der Extrempunkte“ konnten leider keine Verbesserungen der Ro-

bustheit der SMS-EMOA Varianten auf denZDT-Funktionen festgestellt werden.
Die Arbeitsgruppe hat mit dem extremen Diversitätsverlust auf denZDT-Funktionen
ein interessantes Phänomen entdeckt, das bisher nicht bekannt war. Scheinbar unter-
liegen alle Algorithmen diesem Phänomen des zufälligen Versagens, was dieZDT-
Funktionen als Test- und Vergleichs-Objekte in Frage stellt.
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7.3 Robustheit

7.3.1 Einleitung

Die Robustheitsgruppe hat es sich zur Aufgabe gemacht, die Robustheit der in der Pro-
jektgruppe verwendeten Algorithmen zu untersuchen. Der Begriff

”
Robustheit“ hat

verschiedene Bedeutungen. Wir einigten uns auf zwei Betrachtungsweisen, nämlich
die Robustheit in Bezug auf Parameter-Einstellungen und das Verhalten verschiedener
Algorithmen bei festgegebener Anzahl von Funktionsauswertungen.

Die meisten Optimier-Heuristiken besitzen exogene Parameter, welche vom Anwen-
der spezifiziert werden m̈ussen. Diese Parameter beeinflussen Algorithmen-interne
Vorgänge und Verhaltensweisen, wie z. B. die Anzahl der Individuen (bei populations-
basierten Algorithmen), die Anzahl der Generationen, bzw. Iterationen, Mutationsra-
ten (evolutions-basierte Algorithmen) und vieles mehr. Parameter-Einstellungen, die
für alle Optimierungs-Probleme zu besten Ergebnissen führen, gibt es im Allgemeinen
nicht. Da optimale Problem-spezifische Einstellungen wünschenswert, aber oft nicht
bekannt sind, stellt sich die Frage, wie gut ein Algorithmus mit Standard-Einstellungen
funktioniert und welchen Einfluss geringfügigeÄnderungen haben.

Eine weitere Frage ist, wie gut ein Algorithmus läuft, d. h. wie gut er optimiert, wenn
eine feste Anzahl von Funktionsauswertungen vorgegeben wird. Insbesondere in der
Praxis ergibt sich oft das Problem, dass die Berechnung der einzelnen Funktionswerte
einer zu optimierenden Funktion sehr aufwändig ist. Da je nach Ressourcen-Aufwand
ein anderer Algorithmus der beste sein könnte, ist der Anwender daran interessiert, für
die Zeitbeschr̈ankung bei seinem Optimierungs-Problem den jeweils besten Algorith-
mus zu finden.

In Kapitel 7.3.2 wird untersucht, wie sich der Particle-Swarm-AlgorithmusMopsoOne
bei Ver̈anderung seiner exogenen Parameter verhält. Unter 7.3.3 wird im speziellen
beimMopsoOnedas Verḧaltnis zwischen der Partikel-Anzahl und der Anzahl der Ge-
nerationen betrachtet. In Kapitel 7.3.4 werden verschiedene Algorithmen miteinander
verglichen, unter der Vorgabe, dass allen die selbe Anzahl von Funktionsauswertun-
gen vorgegeben wird. Die Ergebnisse der Algorithmen werden bei allen Robustheits-
Untersuchungen anhand von Metriken beurteilt.

7.3.2 Parameter-Robustheit

7.3.2.1 Motivation und Fragestellung

Für den Particle-Swarm-AlgorithmusMopsoOne sollte bei mehreren Testfunktionen
untersucht werden, welche Parameter von entscheidender Bedeutung für das Verhalten
des Algorithmus sind, wie diese Parameter für das jeweilige Problem zu ẅahlen sind,
und wie sehr sich diese Einstellungen bei verschiedenen Optimierungs-Problemen un-
terscheiden. Dabei wurden zunächst einzelne Parameter variiert, um ein Gefühl für
das Algorithmen-Verhalten zu bekommen, später wurden dann statistische Analysen
durchgef̈uhrt, um sichere Ergebnisse zu erhalten. Für diese Untersuchungen wurden
die Deb-Testfunktion, dieDoubleParabola , sowie dieSchaffer -Testfunktion
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(siehe Kapitel 5.4.1) benutzt.

Die Gruppe f̈uhrte zun̈achst eine Literatur-Recherche bezüglich
”
empfehlenswerter“

Parameterwerte für den Particle-Swarm-AlgorithmusMopsoOne durch. Hinsichtlich
dieser Fragestellung wurde die Gruppe fündig in einer Ver̈offentlichung von Coello
Coello ([11]). In dieser Arbeit wurden die Einstellungen desMopsoOne für dieDeb-
Testfunktion angegeben; darauf stützten sich dann die weiteren Untersuchungen. Lei-
der beschreibt Coello Coello nicht, auf welchem Wege er diese Einstellungen ermittelt
hat, wie genau diese eingehalten werden müssen (also wie robust sie sind), und auch
nicht, wie sehr diese Einstellungen vom zu optimierenden Problem abhängen. Somit
nahm sich diese Arbeitsgruppe der PG447 dieser Frage an.

7.3.2.2 Erste Parameter-Einstellungen

Die im Artikel von Coello Coello ([11]) f̈ur denMopsoOneund dieDeb-Testfunktion
angegebenen Parametereinstellungen waren im Einzelnen:

• 100 Generationen

• 400 Partikel

• inertia (die Tr̈agheit der Partikel) von 0.4

• c1 (Gewichtung des Gedächtnisses des jeweiligen Partikels) gleich 1

• c2 (Gewichtung des globalen Gedächtnisses aller Partikel) gleich 1

• 30 Hyperkuben

• maximale Repository-Größe von 200 Partikeln

• maximale Geschwindigkeit der Partikel von 100

Die resultierende approximierte Pareto-Front mit den Einstellungen von Coello Coello
zeigt Abbildung 47 links. Eine erste Variation zur

”
Ged̈achtnis-Gewichtung“ (c1 und

c2 ) ergab eine deutlich schlechtere Annäherung (siehe Abbildung 47 rechts) und zeigt,
dass diese Parameter einen deutlichen Einfluss auf das Ergebnis haben.
Nach dieser ersten visuellen Auswertung wurde derMetricsPlotter (5.3.3) be-
nutzt; ein von unserer Projektgruppe entwickeltes und implementiertes Visualisierungs-
Tool, welches die Ausgaben (die Funktionswerte der gefundenen Lösungen) eines Al-
gorithmenlaufs durch eine Metrik bewertet und diese Ausgabewerte in einemGnuplot-
Balkendiagramm graphisch darstellt.
In Abbildung 48 sieht man nun eine Ausgabe eines einzelnen Algorithmen-Laufes;
es wurde derMopsoOne mit der Deb-Testfunktion geẅahlt; die Parametereinstel-
lungen entsprachen wieder Coello Coellos Vorgaben, allerdings wurdenc1 und c2
jeweils in0, 1-er Schritten zwischen1 und2 variiert. Die Metrikenwerte wurden mit
derSMetrik errechnet; dabei sind höhere Werte als

”
besser“ zu werten, da die Fläche

zwischen den Ausgabewerten im Funktionsraum und dem darüber liegenden Referenz-
punkt bei besserer Approximation größer wird.
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7 ERGEBNISSE AUS DER EIGENEN FORSCHUNG

Abbildung 47: Die linke Abbildung zeigt die L̈osungen desMopsoOne auf derDeb-
Funktion mit den Parameter-Einstellungen nach Coello Coello; in der
rechten Abbildung sind dagegenc1 undc2 von jeweils1 auf jeweils2
erḧoht; die Abdeckung der Front ist nun wesentlich schlechter

Abbildung 48: S-Metrik-Werte desMopsoOne auf der Deb-Funktion mit den
Parameter-Einstellungen nach Coello Coello, aberc1 undc2 in 0, 1-
er-Schritten zwischen1 und2 variiert; man sieht deutliche Unterschie-
de in den Metrikenwerten

130



7.3 Robustheit

Abbildung 49: Oben: S-Metrik-Werte eines einzelnen Laufes desMopsoOne auf der
Deb-Funktion mit den Parameter-Einstellungen nach Coello Coello,
c1 undc2 zwischen1 und2 variiert als Surface-Plot. Hier zeigen sich
leichte Unterschiede. Unten: Die selben Einstellungen, jedoch Metrik-
Werte über 100 Algorithmen-L̈aufe gemittelt; es ergeben sich kaum
noch sichtbare Unterschiede

Da mit dieser isolierten Betrachtung einzelner Parameter keine nennenswerten Aussa-
genüber das Algorithmen-Verhalten getroffen werden können, wurde in der Robust-
heitsgruppe das ToolSurfacePlotter (5.3.5) entwickelt, mit dem, analog zum
MetricsPlotter , die Metrikenwerte von verschiedenen Algorithmenläufen dar-
gestellt werden k̈onnen. Allerdings wird beimSurfacePlotter bez̈uglich zwei-
er variierter Parameter der Metrikenwert ausgegeben, es entsteht eine Fläche (deren
Höhe der Metrikenwert bestimmt) in Abhängigkeit der beiden Parameter. Einen sol-
chen SurfacePlot bezüglich c1 und c2 zu den oben angegebenen Parameter-Werten
zeigt Abbildung 49 links. Man kann als

”
Beulen“ in der Fl̈ache die Unterschiede der

Algorithmen-L̈aufe sehen.

Das Problem dieser Darstellung ist allerdings, dass hier die variierten Einstellungen
von c1 und c2 auf jeweils einem einzigen Algorithmen-Lauf betrachtet werden. Da
derMopsoOne allerdings mit Zufallswerten für die Bewegung der einzelnen Partikel
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7 ERGEBNISSE AUS DER EIGENEN FORSCHUNG

(Partikel = Punkt im Suchraum) arbeitet, hängen die Ergebnisse der einzelnen Algo-
rithmenl̈aufe auch in gewissem Maße von den Zufallswerten, also vom Random-Seed,
dem Startwert der Zufallszahlenerzeugung, ab.

Um diesen Einfluss der Zufallszahlen auf die Algorithmenläufe zu eliminieren, wur-
den bei allen weiteren Untersuchungen der Robustheitsgruppe jeweils mehrere Al-
gorithmenl̈aufe (mindestens fünf) mit zwar exakt denselben Parametereinstellungen
durchgef̈uhrt, allerdings mit unterschiedlichem Random-Seed, also intern anderen Zu-
fallszahlen. Die daraus gewonnenen Metrikenwerte dern Läufe mit unterschiedlichem
Random-Seed wurden nun arithmetisch gemittelt, also gemäß folgender Berechnung:

gemittelteMetrik =
∑

allerMetrikenwerte

n

Durch diese Vorgehensweise wurden die Abweichungen durch die Zufallszahlen
”
ge-

glättet“; es ergeben sich ausgeglichenere Kurven ohne die Ausreißer einzelner Algo-
rithmenl̈aufe. F̈ur die oben bereits genannten Einstellungen ergab sich durch die Mit-
telung100 verschiedener Algorithmenläufe die Abbildung 49 rechts. Zu beachten ist
hier, dass ein anderer Referenzpunkt benutzt wurde und der Maßstab so gewählt wur-
de, dass die gesamtez-Achse von0 bis zu den Metrikenwerten sichtbar ist (vorher
zwischen0, 37 bis0, 44, also eine Differenz von lediglich0, 07; sp̈ater zwischen0 und
10, also Differenz von10). Es ergibt sich eine nahezu ebene Fläche, was darauf hin-
deutet, dass die Variation derc1 - undc2 -Werte hier keinen bedeutenden Unterschied
macht.

7.3.2.3 Gedächtnisgewichtung

Wie bereits oben erẅahnt, steuern die Parameterc1 undc2 desMopsoOne den Ein-
fluss von bisher gefundenen

”
guten“ Lösungen auf die Bewegung der Partikel; sie

gewichten das Partikel-Gedächtnis.c1 steuert den Einfluss der bisher vom jeweili-
gen Partikel gefundenen besten Lösung;c2 steuert den Einfluss der vom gesamten
Schwarm besten gefundenen Lösung. Nun wurde im Speziellen näher untersucht, wie
diese beiden Parameter eingestellt werden sollten, damit derMopsoOne möglichst
gut optimiert. Sp̈ater wird dann beschrieben, wie die Robustheitsgruppe allgemeinere
Aussagen̈uber alle wichtigen Parameter des Algorithmus gefunden hat; hier werden
zun̈achst nur Versuche bezüglichc1 undc2 beschrieben.

Die folgenden Versuche wurden allesamt mit demSurfacePlotter vorgenom-
men. Dies war eine einfache undübersichtliche Methode, allerdings ist diese Art der
Vorgehensweise im streng wissenschaftlichen Sinn nicht sehr aussagekräftig. Hier-
durch konnte allerdings ein erster Eindruck, ein

”
Gefühl“ f ür den Einfluss der Para-

meter gewonnen werden. Bei dieser Methode der Surface-Begutachtung wird nur der
Einfluss vonc1 undc2 gemessen; alle anderen Parameter werden auf jeweils einem
Wert festgehalten. Dadurch werden allerdings Wechselwirkungen mit den anderen Pa-
rametern nicht aufgedeckt; vor allem derinertia -Wert spielt in gewissen Grenzen
mit c1 undc2 zusammen. Allerdings lässt sich im Folgenden z. B. erkennen, dass der
Wert vonc1 wesentlich unwichtiger f̈ur die Funktionaliẗat des Algorithmus ist, alsc2 .
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7.3 Robustheit

Abbildung 50: Surface-Plot der S-Metrik-Werte mit Variation vonc1 und c2 zwi-
schen jeweils1 und3 (Deb-Testfunktion). Man erkennt eine Abhängig-
keit der Metrik-Werte von denc2 -Werten

Wie bereits Abbildung 49 rechts gezeigt hat, variieren die Metrik-Werte bei den Ein-
stellungen aus der Literatur fast gar nicht mehr; zumindest nicht so stark, um einen
signifikanten Unterschied oder sogar einen Trend erkennen zu können. Um dies zu
ändern, wurden die Anzahl der Generationen, sowie die Anzahl der Partikel stark re-
duziert, so dass sich nach Ende des Algorithmenlaufs der Algorithmus noch in der
Anfangsphase befand und noch nicht sehr nah bei der gesuchten Pareto-Front war. So
waren Unterschiede in den Algorithmenläufen sẗarker erkennbar.

Im Weiteren wurden folgende Parameterbelegungen verwendet:

• 50 Generationen

• 5 Partikel

• inertia (die
”
Trägheit“ der Partikel) von 0.9

• c1 zwischen 0,1 und 3 in 0,05-er Schritten

• c2 zwischen 0,1 und 3 in 0,05-er Schritten

• 30 Hyperkuben

• maximale Repository-Größe von 200 Partikeln

• maximale Geschwindigkeit der Partikel von 100

• Mittelung der Metrikenwertëuber 5 L̈aufe mit unterschiedlichem Random-Seed
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Diese Parameterbelegung für die Deb-Testfunktion hat, in Kombination mit der S-
Metrik, das Ergebnis aus Abbildung 50 erzeugt. Es zeigt sich, dass die entstehende
Fläche vor allem inc2 -Richtung geẅolbt ist. Das Maximum bez̈uglich c2 befindet
sich etwa im Bereich zwischen1 und2. Vor allem f̈ur kleinerec2 -Werte ergeben sich
wenigÄnderungen der Fläche in Bezug auf den Parameterc1 ; erst abc2 -Werten von
größer 2 l̈asst sich auch ein stärkerer Einfluss vonc1 erkennen.

Um nun Aussagen im Hinblick auf die Robustheit dieser Einstellungen vonc1 undc2
treffen zu k̈onnen, wurden weitere Optimierungs-Probleme aus dem Testfunktionen-
Fundus der Projektgruppe ausgetestet.

Parameter c1 und c2 bei der DoubleParabola Die DoubleParabola (sie-
he 5.4.1.1) ist die einfachste Testfunktion, die von der Projektgruppe implementiert
wurde; sie stellte keinen der implementierten und ausgetesteten Algorithmen vor ir-
gendein Problem. Aufgrund ihrer Einfachkeit wurden die Pareto-optimalen Punkte
stets schnell gefunden.

Um nun die als gut zu empfehlenden Einstellungen für c1 undc2 bei derDouble-
Parabola herauszufinden, wurden folgende Einstellungen desMopsoOne in An-
lehnung an Coello Coello ([11]) verwendet:

• 100 Generationen

• 100 Partikel

• inertia (die
”
Trägheit“ der Partikel) von 0.9

• c1 zwischen 0,2 und 3,5 in 0,2-er Schritten

• c2 zwischen 0,2 und 3,5 in 0,2-er Schritten

• 30 Hyperkuben

• maximale Repository-Größe von 200 Partikeln

• maximale Geschwinddigkeit der Partikel von 100

• Mittelung der Metrikenwertëuber 5 L̈aufe mit unterschiedlichem Random-Seed

Das Ergebnis dieser Algorithmenläufe zeigt Abbildung 51 als SurfacePlot. Vollkom-
menüberraschend zeigt sich, dass alle Einstellungen für c1 und c2 von jeweils0, 2
bis jeweils etwa2 gleiche Metrikenwerte erzeugen; erst ab Werten von jeweils etwas
über2 zeigte sich ein Abfall des Metrikenwertes.

Eine Erkl̈arung hierf̈ur lässt sich in der Formulierung und Implementierung der Test-
funktion DoubleParabola finden. DieDoubleParabola ist ein sehr einfaches
mehrkriterielles Optimierungs-Problem; zudem werden die Startpositionen der Parti-
kel desMopsoOne stets aus der N̈ahe der Pareto-optimalen Lösungen der Testfunkti-
on ausgeẅahlt. Somit halten sich die Partikel schon zu Beginn des jeweiligen Algorith-
menlaufes sehr nahe der Pareto-optimalen Punkte auf; der Einfluss der bisher besten
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7.3 Robustheit

Abbildung 51: Surface-Plot mit Variation von c1 und c2 auf der
DoubleParabola ; erst jenseits(2; 2) fallen die S-Metrik-Werte ab

gefundenen L̈osungen der Partikel (ob nun lokal=c1 oder global=c2 ) ist somit unbe-
deutend. Erst wenn die Werte für c1 undc2 zu groß werden, wird durch deren Werte
der Geschwindigkeitsvektor jedes Partikels derartig hoch eingestellt, dass die Partikel
an den Pareto-optimalen Punkten

”
vorbeischießen“ und somit mit schlechteren Lösun-

gen auch einen schlechten Metriken-Wert erzeugen.

Parameter c1 und c2 bei der Schaffer-Funktion DieSchaffer -Testfunktion
(siehe 5.4.1.5) ist eine weitere Funktion aus der Testfunktions-Sammlung der Projekt-
gruppe. Da auch diese für unsere Algorithmen verhältnism̈aßig

”
einfach“ zu optimie-

ren ist, wurden bei den Versuchen zu dieser Funktion gezielt nur sehr wenige Genera-
tionen, sowie auch sehr wenige Partikel bei der Einstellung desMopsoOne geẅahlt;
ansonsten stimmen die Parameter-Werte mit denen von obenüberein:

• 10 Generationen

• 10 Partikel

• inertia von 0.9

• c1 zwischen 0 und 3,5 in 0,2-er Schritten

• c2 zwischen 0 und 3,5 in 0,2-er Schritten

• 30 Hyperkuben

• maximale Repository-Größe von 200 Partikeln

• maximale Geschwindigkeit der Partikel von 100
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Abbildung 52:Surface -Plot mit Variation vonc1 und c2 auf der Schaffer -
Funktion; abc2 =0.1 bleiben die S-Metrik-Werte gleich gut

• Mittelung der Metrikenwertëuber 10 L̈aufe mit unterschiedlichem Random-
Seed

Die Abbildung 52 zeigt nun einen SurfacePlot desMopsoOne auf derSchaffer -
Funktion mit verschiedenenc1 - undc2 -Einstellungen. Hier ist wieder zu beobachten,
dass abc1 =3 undc2 =3 sich die Metriken-Werte leicht verschlechtern; zudem liegen
die Werte f̈ur c2 =0 auch schlechter als bei anderen Einstellungen.

Dieses Pḧanomen l̈asst sich dadurch erklären, dass der Wert vonc2 einen wesent-
lich größeren Einfluss auf den Verlauf des Algorithmus hat, als dies beic1 der Fall ist.
So beeinflusst das

”
lokale Ged̈achtnis“ welches ja vonc1 gewichtet wird, das Verhal-

ten des Schwarms wesentlich weniger, als diesc2 tut. Ist c1 =0, so gibt es ja immer
noch denc2 -Wert, der dem Schwarm eine

”
Orientierung“ bietet. Somit lässt sich als

Empfehlung erahnen, dass die Werte vonc1 undc2 jeweils im Bereich 0<c1;c2<3
liegen sollten.

Festzuhalten bleibt aber auch noch die Erkenntnis, dass diese Einstellungen doch merk-
bar abweichen von den Einstellungen für dieDeb-Funktion (siehe 7.3.2.3), bei der ja
vor allem f̈ur c2 -Werte um etwa1, 5 der Algorithmus gute Ergebnisse liefert und bei
größeren Werten wieder schlechter wird.

Vorl äufige Erkenntnisse Die oben beschriebenen Experimente haben bislang nur
gezeigt, dass der Einfluss der Parameterc1 und c2 für die gute Approximation an
Pareto-optimale L̈osungen f̈ur den AlgorithmusMopsoOne von Bedeutung ist. Aller-
dings konnte bislang nicht geklärt werden, ob̈uberhaupt, und wenn ja, wie stark diese
Einstellungen von den anderen Parametern abhängen, bzw. mit diesen wechselwirken.
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7.3.2.4 Regressionsanalyse zum MopsoOne auf der Deb-Funktion

Durch die obigen Versuche wurde nun gezeigt, dass vor allem die Parameter für das

”
Flugverhalten“ der Partikel (c1 , c2 und inertia ) einen großen Einfluss auf das

Algorithmus-Verhalten haben. Ebenso ist der ParameterquantityParticle , wel-
cher die Anzahl der Partikel im Schwarm festlegt, bedeutend, da er jaüber die gleich-
zeitig zuüberpr̈ufenden Punkte im Suchraum entscheidet.

Als notwendige Bedingung für eine geplante weitere Analyse dieser einzelnen vier
Parameter desMopsoOne wurde nun eine Regressionsanalyse durchgeführt.
Dazu wurden die Parameter folgendermaßen variiert:inertia -Werte0, 1; 0, 3; 0, 5;
0, 7; 0, 9 und 0, 99; quantityParticle (die Anzahl der Partikel) von10 bis 25
in Fünferschritten; Anzahl der Funktionsauswertungen fest auf5000 (somit passte
sich die Anzahl der Generationen an die Partikel-Anzahl so an, dass immer5000
Funktionsauswertungen erreicht wurden),c1 von 0, 5 bis 1, 5 in 0, 3-er Schritten und
c2 von 0, 5 bis 1, 5 in 0, 3-er Schritten. Die ParametermaxVelocity (maximale
Partikel-Geschwindigkeit),quantityHypercube (Anzahl der Hyperkuben) und
maxRepository (Größe des Archives) wurden auf100, 30, bzw.200 fest gesetzt.
Ferner wurden die Ergebnisseüber5 Algorithmen-L̈aufe gemittelt. Die Metrikenwer-
te, auf die diese Analyse zurück geht, wurden mit der S-Metrik nach Fleischer gewon-
nen.

Abbildung 53 zeigt die Regressionsanalyse der vier Parameter; die Grafik wurde mit
dem Statistik-ToolR erzeugt, der Metrikenwert wird dort mit

”
Y“ bezeichnet. Dabei

wurde das interne, lineare ModellY∼(inertia * c1 * c2 * quantityPar-
ticle) für die statistischen Analysen verwendet. Der

”
Normal Q-Q-Plot“ zeigt, dass

die Variationen des Metrikenwertes annähernd normalverteilt bezüglich der variierten
Parameter sind. Somit war die Grundlage für die weitere Untersuchung der

”
guten“

Einstellungen f̈ur diese Parameterwerte geschaffen.

7.3.2.5 Lineares Modell des MopsoOne auf der Deb-Funktion

Aus dem Datensatz der Regressionsanalyse sollte nun für jeden einzelnen der vier Pa-
rameterinertia , c1 , c2 undquantityParticle bestimmt werden, welche die
zu empfehlenden Einstellungen für diesen Parameter bezüglich derDeb-Testfunktion
sind. So wurde mittelsRzun̈achst eine Analyse dieses linearen Modells durchgeführt,
um die f̈ur den Einfluss auf den Metrikenwert signifikanten Parameter-Einstellungen
heraus zu finden. Zu dem Datensatz, der bereits für die Regressionsanalyse verwendet
wurde, gabRAbbildung 54 aus.

Man sieht nun, dass vor allem die Parameterinertia und c2 , aber auch die An-
zahl der Partikel wesentlichen Einfluss auf das Verhalten des Algorithmus haben. Zu-
dem scheint das Verhältnis voninertia zu c2 von Bedeutung zu sein. Dagegen ist
der Parameterc1 von geringerer Bedeutung für die Leistung des Algorithmus, wie ja
auch schon in 7.3.2.3 beschrieben wurde. Die

”
Erinnerung“ (genauer: der Einfluss die-

ser Erinnerung auf die zukünftige Bewegung) der Partikel an die global beste Lösung
ist wichtiger als die Erinnerung an die jeweils besten Lösungen der einzelnen Partikel.
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Abbildung 53: Regressionsanalyse von 4 Parametern desMopsoOne auf derDeb-
Testfunktion; eine Normalverteilung der Metrikenwerte wird deutlich

7.3.2.6 Factorial Design zum MopsoOne

Um nun vern̈unftige Ergebnisse in Bezug auf die Parameter desMopsoOne, auf de-
ren Wechselwirkung und deren Robustheit zu erhalten, wurde ein24-Factorial-Design
erstellt. Dabei konzentrierte sich die Arbeitsgruppe auf die Parameterinertia , c1 ,
c2 , sowiequantityParticle , die Anzahl der Partikel; diese wurden ja bereits
in der Regressionsanalyse untersucht. Zudem sind mit den Parameternc1 , c2 und
inertia die Parameter vertreten, die für die Bewegung der einzelnen Partikel, und
somit auch des gesamten Schwarms, verantwortlich sind. Somit kann gerade die Be-
sonderheit der Particle-Swarm Algorithmen, die Bewegung der Partikel, untersucht
werden.

Der Parameterg, der die Anzahl der zu durchlaufenden Generationen angibt, wur-
de im Factorial Design nicht vernachlässigt; er wurde lediglich an die Partikel-Anzahl
gekoppelt. Die Anzahl der Funktionsauswertungen, d. h. die Anzahl der Aufrufe einer
Testfunktion, errechnet sich nämlich aus dem Produkt von Partikel-Anzahl und Gene-
rationenzahl. Um nun eine konstante Anzahl von Funktionsauswertungen zu erhalten,
wurde bei steigenden Partikelzahlen die Generationen-Anzahl entsprechend gesenkt,
so dass stets eine konstante Anzahl von Funktionsauswertungen sichergestellt wurde.
Dieses Vorgehen war notwendig, da ja ein Algorithmenlauf mit mehr Funktionsaus-
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Abbildung 54: Analyse des linearen Modells derMopsoOne-Parameter

wertungen als ein Anderer auch weiter optimieren kann als der Andere.

Für das Factorial Design wurden für die vier Parameter folgende Wertepaare aus-
geẅahlt: c1 und c2 jeweils gleich0, 5 und 1, 5; inertia gleich 0, 5 und 0, 9;
quantityParticle (die Anzahl der Partikel) gleich10 und25. Somit ergab sich
die Versuchstabelle 10. Als zu untersuchende Testfunktion wurde dieDeb-Funktion
geẅahlt, da die Ausgangswerte für die Parameter aus [11] für genau diese Funktion
angegeben wurden. Dabei wurde der Wert der Funktionsauswertungen auf500 festge-
halten; so wurde der Algorithmus bei10 Partikeln50 Generationen lang laufen gelas-
sen, bei25 Partikeln wurden ihm nur20 Generationen zugestanden. Für die Ergebnisse
wurden die Metrikenwerte von20 verschiedenen Algorithmenläufen gemittelt; f̈ur die
Bewertung wurde die S-Metrik nach Fleischer benutzt.

Aus den gewonnenen Daten wurde mittels der Statistik-SoftwareR ein Interaction-
plot erstellt, welcher in Abbildung 55 zu sehen ist. Man bemerkt, dass der Parameter
inertia scheinbar den größten Anteil an der Algorithmus-G̈ute hat. Als problema-
tisch, aber gleichzeitig auch aufschlussreich, zeigt sich in diesem Interactionplot das
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Tabelle 10: Wertetabelle zum Factorial Design beimMopsoOne
inertia 0.5 0.5 0.5 0.5 0.5 0.5 0.5 0.5

c1 0.5 0.5 0.5 0.5 1.5 1.5 1.5 1.5
c2 0.5 0.5 1.5 1.5 0.5 0.5 1.5 1.5

quantityParticle 10 25 10 25 10 25 10 25

inertia 0.9 0.9 0.9 0.9 0.9 0.9 0.9 0.9
c1 0.5 0.5 0.5 0.5 1.5 1.5 1.5 1.5
c2 0.5 0.5 1.5 1.5 0.5 0.5 1.5 1.5

quantityParticle 10 25 10 25 10 25 10 25

Verhältnis zwischen deminertia -Wert und demc2 -Wert. Hier scheint also eine
Wechselwirkung zu bestehen.

7.3.2.7 Wie sollten die Parameter nun eingestellt werden?

Aus dem Datensatz, der schon für die Regressionsanalyse und für die Analyse des
linearen Modells der Parameter benutzt wurde, wurden nun Boxplots erstellt, aus wel-
chen man die Verteilung der Metrikenwerte zu den Parametereinstellungen ablesen
kann. Diese Boxplots sind in den Abbildungen 56 und 57 zu sehen. Mit diesen Box-
plots ist es nun m̈oglich, zu sagen, welche Einstellungen für die Parameter zu empfeh-
len sind.

Abbildung 56 links zeigt den Einfluss des Wertes desinertia -Parameters auf den
Metrikenwert. Dabei gehen alle Algorithmenläufe der oben beschriebenen Parameter-
Einstellungen in das Ergebnis mit ein. So sind beiminertia -Wert von 0, 7 die
meisten Algorithmenl̈aufe im Bereich hoher Metrikenwerte; dies gilt für alle anderen
Parameter-Einstellungen (also egal, wiec1 , c2 undquantityParticle geẅahlt
werden) aus dem oben angegebenen Bereich.

Somit kann nun eindeutig gesagt werden, dass beimMopsoOneund derDeb-Funktion
der Parameterinertia am besten im Bereich um0, 7 liegen sollte, wenn sich die an-
deren drei Parameter in den oben erwähnten Bereichen befinden (0, 5 ≤ c1 ≤ 1, 5 ;
0, 5 ≤ c2 ≤ 1, 5 ; 10 ≤ quantityParticle ≤ 25).

In Abbildung 56 rechts sieht man nun die Verteilung der Metrikenwerte für den Pa-
rameterc1 . Die Erklärungen zum Boxplot voninertia gelten genauso hier. Aller-
dings ist das Ergebnis ein vollkommen anderes: Man kann bei weitem nicht so einfach
eine empfehlenswerte Einstellung zuc1 finden. Man sieht mit einem Blick, dass die
Einstellung dieses Parameters relativ egal ist; lediglich bei1, 1 scheinen sich die Me-
trikenwerte etwas stärker zu ḧaufen als bei den anderen Werten. Diese Beobachtung
deckt sich mit den aus Kapitel 7.3.2.3 gewonnenen Beobachtungen.

Die Abbildung 57 links zeigt den Einfluss des Parametersc2 ; man erkennt hier einen
guten Bereich um1, 1. Allerdings zeigt auch der Wert1, 4 ein gutes Verhalten; bei wei-
terführenden Untersuchungen wäre es zu empfehlen, hier auch noch die etwas größe-
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Abbildung 55: Interactionplot von vier Parametern desMopsoOne auf der Deb-
Testfunktion; man erkennt Wechselwirkungen zwischeninertia und
c2

Abbildung 56: Links: Boxplot zum Parameterinertia beim MopsoOne auf der
Deb-Funktion; bei0, 7 ergeben sich die besten Werte. Rechts: Boxplot
zum Parameterc1 beim MopsoOne auf derDeb-Funktion; es sind
kaum Unterschiede in den Metrik-Werten zu erkennen
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Abbildung 57: Links: Boxplot zum Parameterc2 beim MopsoOne auf der Deb-
Funktion; Werte um1, 1 scheinen die bestenErgebnisse zu erzeu-
gen. Rechts: Boxplot zum ParameterquantityParticle beim
MopsoOne auf der Deb-Funktion; gr̈oßere Werte liefern bessere
Metriken-Ergebnisse

ren Bereiche f̈ur c2 zu untersuchen.

In Abbildung 57 rechts sieht man nun entsprechend die Verteilung der Metrikenwerte
für den ParameterquantityParticle . Man erkennt hier deutlich, dass die Werte
für größere Partikel-Anzahlen besser werden. Dies lässt sich leicht dadurch erklären,
dass ein gr̈oßerer Schwarm ja schneller ein größeres Gebiet absuchen kann. So sollten
für weitere Untersuchungen auch noch größere Partikel-Anzahlen betrachtet werden.
Allerdings ist aufgrund der feststehenden Anzahl von Funktionsauswertungen und der
dadurch bedingten Koppelung der Anzahl der Generationen mit der Anzahl der Par-
tikel zu erwarten, dass die Metrikenwerte mit mehr Partikeln zwar steigen, bei einem
bestimmten Wert aber wieder abfallen. Dann wäre zwar ein großer Schwarm vorhan-
den, wegen der Koppelung der Schwarmgröße mit der Generationenanzahl wäre aber
die Anzahl der Generationen zu niedrig, um noch nahe genug an die Pareto-optimalen
Punkte zu gelangen. Es müsste also eine Art Maximum der Metrikenwerte bezüglich
der Anzahl der Partikel geben.

Ferner wurde ein weiterer Interactionplot mitR erstellt, da ja das Verhältnis vom
inertia -Wert zur Anzahl der Partikel noch dargestellt werden musste. Diese Gra-
fik ist in Abbildung 58 zu sehen. Man erkennt, dass die größtm̈ogliche Partikel-Zahl
(25), sowie derinertia -Wert von0, 7 zu den besten Ergebnissen führen. Allerdings
wird auch sichtbar, dass bei kleinereninertia -Werten zum Teil auch eine kleinere
Partikel-Anzahl zu empfehlen ist. Die Ursache für dieses Verhalten ist bislang nicht
bekannt und ẅare ein interessantes Feld für weiter gehende Untersuchungen.
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Abbildung 58: Interaction-Plot für inertia und quantityParticle beim
MopsoOne auf der Deb-Funktion; es ist zu bemerken, dass bei
niedrigen inertia -Werten die Verl̈aufe der niedrigen Werte für
quantityParticle einander schneiden

7.3.2.8 Fazit und Ausblick

Es wurde in den obigen Untersuchungen gezeigt, wie die Parameter desMopsoOne
dessen Verhalten beeinflussen, und wie stark einzelne Parameter daran beteiligt sind.
Einige Parameter wurden als weniger einflussreich charakterisiert; bei anderen Para-
metern konnte gezeigt werden, dass sie sehr wohl einen deutlichen Einfluss auf den
Erfolg des Algorithmus haben.

Die hier vorgestellte Analyse der Parameter-Einstellungen war zwar aufwändig, aber
doch lohnenswert. Es hat sich gezeigt, dass es Sinn macht, sich bei der Optimierung
nicht mit dem erstbesten Ergebnis eines Algorithmenlaufs zufrieden zu geben, son-
dern dass Parameter-Tuning die Ergebnisse des Algorithmus teilweise stark verbessern
kann. Zwar liefert derMopsoOnemit

”
Standard-Einstellungen“ schon gute Ergebnis-

se, aber bei wichtigen Projekten lohnt der Aufwand des Parameter-Tunings, da die
Ergebnisse noch weiter verbessert werden können.

So bleibt nun fest zu halten, dass die in [11] vorgeschlagenen Parameter für den
MopsoOnegrunds̈atzlich schon den richtigen Weg weisen. Problemspezifisch können
bessere Einstellungen gefunden werden, allerdings ist dies zum Teil umständlicher, als
wenn man z. B. den Algorithmus einfach länger laufen lassen ẅurde, zumal ja f̈ur
die Suche der guten Parameter-Einstellungen der Algorithmus viele Male aufgerufen
werden muss, um verlässliche Daten zu erhalten. So ist es bei rechenaufwändigen Pro-
blemen gegebenenfalls ratsamer, den Algorithmus nur länger rechnen zu lassen, anstatt
ein Design mit vielen Algorithmus-Aufrufen zu starten.
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Eine aufregende Idee für weitere Untersuchungen wäre es nun, z. B. eine einfache Evo-
lutionsstrategie zu benutzen, um die besten Parametereinstellungen für denMopsoOne
zu finden. So ẅare aus demMopsoOne mit seinen statischen Parameterwerten, die
exogen eingestellt werden, ein Algorithmus mit selbstanpassenden Parametern gewor-
den. Der Preis hierfür wäre allerdings eine wesentlich längere Laufzeit.

Es bleiben also noch einige Fragen offen, sowie weitere Untersuchungen; vor allem
von Praxis-Gebieten. So hat eine Untergruppe unserer Projektgruppe, welche sich mit
dem Problem der Temperierbohrungen bei Spritzgusswerkzeugen beschäftigt hat (sie-
he 5.4.3), herausgefunden, dass die Parameter desMopsoOne in ganz anderen Be-
reichen liegen sollten, als dies bei derDeb- oder derSchaffer -Funktion der Fall
ist.
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7.3.3 MopsoOne: Verh ältnis zwischen Partikelanzahl und Generationen

7.3.3.1 Motivation

Als eine unserer Teilaufgaben wollten wir untersuchen, wie sich das Verhältnis zwi-
schen der Anzahl der Partikel und der Anzahl der Generationen auf die Güte der Er-
gebnisse beim Particle Swarm AlgorithmusMopsoOne auswirkt. Es ist bekannt, dass
der MopsoOne schlechte Ergebnisse liefert, wenn sich die Partikel zuähnlich sind
und er deswegen eine nicht zu kleine Anzahl von Partikeln benötigt. Nach anf̈angli-
chenÜberlegungen sind uns weitere Fragen eingefallen, die in diesem Zusammenhang
untersucht werden k̈onnten. Wie groß muss die Population sein, um vernünftige Er-
gebnisse zu liefern und welche Anzahl ist bei welcher Testfunktion optimal? Gibt es
vielleicht sogar ein optimales Verhältnis zwischen der Anzahl der Partikel und der An-
zahl der Generationen, so dass bei einer größeren Anzahl an Funktionsauswertungen
auch eine gr̈oßere Anzahl an Partikel bessere Ergebnisse liefert? Wirkt sich die An-
zahl der Partikel auf die Stabilität des Algorithmus aus, so dass bei einer Vergrößerung
der Population die Ergebnisse im Durchschnitt vielleicht nicht besser werden, aber
eine gr̈oßere Anzahl von L̈aufen einen zufriedenstellenden Metrikwert erreicht? Ist
die optimale Anzahl der Partikel abhängig von der jeweiligen Testfunktion oder hängt
sie sogar mit anderen Parametereinstellungen des Algorithmus zusammen? Das waren
die Fragen, die uns zu dem Thema zunächst einfielen und die wir mit Experimenten
untersuchen wollten.

7.3.3.2 Planung

Unsere Experimente wollten wir zuerst mit denZDT1, ZDT2 , ZDT3 undZDT6 Test-
funktionen durchf̈uhren, wobei wir uns sp̈ater nach dem Parameter-Tuning aus Zeit-
mangel auf dieZDT1 beschr̈ankt haben. Als G̈ute für die Algorithmen-L̈aufe haben
wir die S-Metrik nach Fleischer mit dem festen Referenzpunkt(3; 3) auf die Ergeb-
nisse angewandt, was uns eine gute Einschätzung und Vergleichbarkeit der Ergebnisse
garantieren sollte. Dabei bedeutet der Metrikwert 0, dass kein Punkt der gefundenen
Pareto-Front unterhalb des Referenzpunktes liegt. Um zu sehen, wie gut der Algorith-
mus sich der wahren Pareto-Front genähert hat, haben wir dieSmetrikFleischer
auf die wahre Pareto-Front angewandt. Die Tabelle 11 zeigt die Metrikwerte der wah-
ren Pareto-Fronten der ZDT-Funktionen.

Tabelle 11: Maximaler Metrikwert bei Referenzpunkt(3; 3)
Testfunktion optimaler Metrikwert

ZDT1 8, 665
ZDT2 8, 328
ZDT3 10, 591
ZDT6 7, 764

7.3.3.3 Parametersuche bei den ZDT-Funktionen

Um mit den Untersuchungen zu beginnen, wollten wir zuerst gute Parameter und ei-
ne angemessene Anzahl von Funktionsauswertungen für diese Testfunktionen finden,
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bei denen der Algorithmus recht gute Werte liefert, bei denen aber noch Unterschie-
de in der G̈ute der Ergebnisse bei kleinenÄnderungen der Einstellungen zu erkennen
sind. Da wir die Parameter für die Deb-Funktion bereits im Kapitel 7.3.2 ausführ-
lich untersucht und gute Einstellungen gefunden haben, haben wir uns nun mit der
Suche nach guten Einstellungen desMopsoOne bez̈uglich der ZDT-Testfunktionen
bescḧaftigt. Als erstes wollten wir die Anzahl der Funktionsauswertungen bestimmen,
bei denen der Algorithmus vernünftige Ergebnisse liefert. Dazu haben wir für jede
ZDT-Testfunktion zwei Designaufrufe mit folgenden Parametern gestartet:

Erster Designaufruf :
--t testfkt.ZDTi --a MopsoOne -g s 2000
-quantityParticle s 100 -maxRepository s 200
-quantityHypercube s 300 -inertia s 0.8 -c1 s 1.6
-c2 s 1.6 -r i 1 10 -live s 1000

Zweiter Designaufruf :
--t testfkt.ZDTi --a MopsoOne -g s 2000
-quantityParticle s 100 -maxRepository s 200
-quantityHypercube s 300 -inertia s 0.6 -c1 s 1.2
-c2 s 1.2 -r i 1 10 -live s 1000

Bei den zwei unterschiedlichen Versuchen haben wir die Parameterinertia , c1
und c2 leicht ver̈andert, was aber einen sehr großen Einfluss auf die Güte der Er-
gebnisse hatte. Ẅahrend der Algorithmus mit der ersten Parametereinstellung auf al-
len Testfunktionen keine Verbesserungen erzielte, wurden beim zweiten Designaufruf
die TestfunktionenZDT1 und ZDT3 ziemlich gut approximiert, jedoch wurde selbst
mit 200000 Funktionsauswertungen bei derZDT2 lediglich ein Wert von4, 6 (Ma-
ximum bei8, 3) und bei derZDT6 ein Wert von3, 8 (Maximum bei7, 7) erreicht.
Hiermit wurde uns klar, dass derMopsoOne-Algorithmus bei den ZDT-Funktionen
viel empfindlicher auf Parameter-Änderung reagiert, als auf derDeb-Testfunktion. Um
nun m̈oglichst gute Einstellungen der wichtigsten Parameterinertia , c1 , c2 und
quantityParticle für die eigentlichen Experimente zu finden, haben wir für alle
ZDT-Funktionen das folgende Design erstellt. Dabei haben wir die wichtigsten Para-
meterinertia , c1 , c2 undquantityParticle mit drei Einstellungen variiert
und den ParameterquantityHypercube mit den Werten30 und 300 belegt. Da
dieses Design bereits182 Algorithmusaufrufe ben̈otigt, und wir die Experimente bei
100000 Funktionsauswertungen ansetzen wollten, haben wir jede Parametereinstel-
lung jeweils nur vier Mal mit verschiedenen Random-Seeds ausprobiert.

MopsoOne:

• −−a MopsoOne

• −−t testfkt.ZDT i [f ür i= 1, 2, 3, 6]

• -fevals s 100000 (Anzahl der Funktionsauswertungen)

• -g s 1 (spielt keine Rolle, da die Generationen durchfevals undquanti-
tyParticle im Algorithmus auf den richtigen Wert gesetzt werden)
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• -quantityParticle s 20 100 500

• -inertia s 0.3 0.5 0.7

• -c1 s 0.6 1.2 1.8

• -c2 s 0.6 1.2 1.8

• -quantityHypercube s 30 300

• -maxVelocity s 5.0

• -maxRepository s 200

• -r i 1 4

Um die Einfl̈usse der Parameter zu erkennen, haben wir die Läufe mit dem Statistik-
ProgrammR ausgewertet. Dazu haben wir mit demMeanMetricsPlotter die
Algorithmenausgaben in eine für R lesbare Datei umgewandelt. Aus dieser Datei ha-
ben wir zu allen variierten Parametern Boxplots und für die wichtigsten Parameter
inertia , c1 , c2 und quantityParticle Interactionplots zwischen diesen er-
stellt. Die Abbildungen 59 und 60 zeigen diese für dieZDT1-Funktion.
Wie man den Boxplots entnehmen kann, scheinen die optimalen Werte für inertia
bei 0, 3 bis 0, 5 für c1 bei 0, 6 bis 1, 2 und für c2 eindeutig bei1, 2 zu liegen. Bei
der Anzahl der Partikel sieht man, dass bei diesen Läufen eine große Population klei-
ne Varianz bei den Metrikwerten garantiert, allerdings wurden die besten Werte mit
kleineren Populationsgrößen erzielt. Bei der Betrachtung des Boxplots für den Para-
meterquantityHypercube ist zu erkennen, dass ein kleiner Wert einen minimal
besseren Metrikwert erzielt hat. Bei der Betrachtung der Interactionplots fällt sofort
auf, dass zwischen den Parameterninertia undc2 die sẗarksten Interaktionen vor-
liegen. Mit den Werten0, 5 für inertia und1, 2 für c2 wurde durchschnittlicḧuber
alle Läufe mit diesen Einstellungen ein Metrikwert von6, 5 erzielt, ẅahrend mit den
Einstellungen von0, 7 für ineria und1, 8 für c2 ein Metrikwert von1 erzielt wurde.
Die zweitwichtigste Interaktion findet man zwischenc1 und c2 . Bei hohen Einstel-
lungen von1, 8 bei beiden Parametern erzielt der Algorithmus im Durchschnitt einen
Metrikwert von1, 5, während bei dem Wert von1, 2 für c2 die Variation des Parame-
terc1 sehr geringe Unterschiede der Güte bewirkt.
Bei der Betrachtung der Box- und Interactionplots der anderen ZDT-Funktionen sind
diese Beobachtungen mit Ausnahme derZDT6 ebenfalls zu erkennen, wobei hier die
durchschnittlichen Metrikwerte bei allen Kombinationen unter1, 5 liegen.

Um die Parameter weiter zu untersuchen, haben wir einen weiteren Designaufruf für
die ZDT-Funktionen gestartet, allerdings haben wir hierbei die Parameterinertia
und c2 mit jeweils fünf Parametereinstellungen in0, 1-Schritten um die im letzten
Versuch als beste vermuteten Werte variiert und die Parameterc1 undquantity-
Particle weniger ber̈ucksichtigt. Außerdem haben wir die Anzahl der Funktions-
auswertungen auf50000 reduziert und die Anzahl der Random-Seeds auf zehn erhöht.
Der Designaufruf sah folgendermaßen aus:

MopsoOne:
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Abbildung 59: Boxplots f̈ur die Parameter inertia, c1, c2,
quantityParticle, quantityHypercube . Es f̈allt auf,
dass mit dem Wert von1, 2 für c2 die besten Ergebnisse erzielt
wurden.

• −−a MopsoOne

• −−t testfkt.ZDT i [f ür i = 1,2,3,6]

• -fevals s 50000

• -g s 1 (spielt keine Rolle, da die Generationen durchfevals undquanti-
tyParticle im Algorithmus auf den richtigen Wert gesetzt werden)

• -quantityParticle s 20 100

• -inertia s 0.2 0.3 0.4 0.5 0.6

• -c1 s 0.8 1.0 1.2

• -c2 s 1.0 1.2 1.4 1.6 1.8

• -quantityHypercube s 150
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Abbildung 60: Interactionplot f̈ur die Parameter inertia , c1 , c2 ,
quantityParticle . Man erkennt die gr̈oßten Wechselwir-
kungen zwischeninertia und c2 ; zwischen inertia und
quantityParticle keine Interaktion zu erkennen

• -maxVelocity s 5.0

• -maxRepository s 200

• -r i 1 10

Wie im letzten Experiment haben wir diesmal wieder Boxplots und Interactionplots
für die Analyse benutzt (siehe Abbildung 61 und 62).
Wie man auf den Boxplots (Abb. 61) erkennen kann, liegen die optimalen Werte für die
ZDT1-Funktion bei diesem Experiment für inertia bei0, 3 und0, 4 und für c2 bei
1, 4 und1, 6. Der Einfluss der Parameterc1 undquantityParticle scheint wie-
der sehr gering zu sein, der dazugehörige Boxplot besẗatigt jedoch die Beobachtung
aus dem vorherigen Experiment, dass eine größere Population die Stabilität des Al-
gorithmus verbessert. Der Interactionplot zwischeninertia undc2 (Abb. 62) legt
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Abbildung 61: Boxplots f̈ur die Parameter inertia , c1 , c2 ,
quantityParticle . Der Wert1, 4 für c2 garantiert die kleinste
Varianz; die besten Ergebnisse wurden aber mit einem höheren Wert
erzielt.

wieder nahe, dass die richtige Einstellung dieser Parameter gute Ergebnisse garantie-
ren sollten. Es ist sogar fast ein linearer Zusammenhang zwischen diesen Parametern
zu erkennen. Ẅahlt man n̈amlich die Parameter so, dass die Summe ungefähr zwei
betr̈agt, liegt der durchschnittliche Metrikwert bei Variation aller anderer Parameter
in den untersuchten Bereichen mindestens bei sechs. Der Verlauf der Kurven beic2 -
Werten von1, 2 und1, 0 lässt vermuten, dass der optimale Wert für inertia höher
als0, 6 liegt. Siehe dazu Abb. 63.

7.3.3.4 Optimale Populationsgr öße

Nachdem wir einigermaßen gute Einstellungen für inertia und c -Parameter ge-
funden haben, wollten wir untersuchen, wie die optimale Populationsgröße bei un-
terschiedlichen, guten Parametereinstellungen aussehen. Gibt es eine optimale An-
zahl von Partikeln, die bei jeder Einstellung der anderen Parameter optimal ist, oder
hängt die optimale Populationsgröße bei der selben Funktion von anderen Parametern
ab? Um das zu untersuchen, haben wir vier unterschiedliche Parametereinstellungen
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Abbildung 62: Interactionplot f̈ur die Parameter inertia , c1 , c2 ,
quantityParticle . Die gr̈oßten Interaktionen sind zwischen
inertia undc2 zu erkennen.

geẅahlt und darauf durch Variation der Populationsgröße bei gleichbleibender Anzahl
von Funktionsauswertungen die optimalen Populationsgrößen gesucht.

Erstes Experiment Um uns erstmals einen grobenÜberblick zu verschaffen, ha-
ben wir die Anzahl der Partikel sehr gestreut. Die Designaufrufe waren :

MopsoOne: Designparameter, die bei allen vier Versuchen gleich waren:

• −−t testfkt.ZDT1

• -fevals s 50000

• -g s 1 (spielt keine Rolle, da die Generationen durchfevals undquant-
ityParticle im Algorithmus auf den richtigen Wert gesetzt werden)
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Abbildung 63: Interactionplot f̈ur die Parameterinertia undc2 . Der beste inertia-
Wert für c2=1 liegt bei0, 7.

• -quantityParticle s 2 5 10 50 100 200 500 750 1000
5000 10000 25000

• -c1 s 1.0

• -quantityHypercube s 150

• -maxVelocity s 5.0

• -maxRepository s 200

• -r i 1 30

Unterschiedliche Parameter:

• 1. Design:inertia = 0, 2; c2 = 1, 8

• 2. Design:inertia = 0, 4; c2 = 1, 6

• 3. Design:inertia = 0, 6; c2 = 1, 2

• 4. Design:inertia = 0, 7; c2 = 0, 9

Die Abbildungen 64 und 65 zeigen die gemittelten Metrikwerte zu verschiedenen Ein-
stellungen der Populationsgröße, wobei diex-Achse in logarithmischer Skalierung
dargestellt ist. Die Bilder deuten an, dass bei der ersten Einstellung mitinertia =0, 2
undc2 =1, 8 die optimale Anzahl der Partikel zwischen10 und50 liegen m̈usste, bei
den n̈achsten Einstellungen immer größer sein m̈usste, was auf einen Zusammenhang
mit den Werten voninertia undc2 deutet.
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Abbildung 64: Metrikwerte zu Populationsgröße beiinertia =0.2 undc2 =1.8. Der
optimale Wert liegt zwischen zehn und 50 Partikeln.

Abbildung 65: Metrikwerte zu Populationsgröße beiinertia =0.6 undc2 =1.2. Der
optimale Wert liegt zwischen 100 und 500 Partikeln.
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Zweites Experiment Um diese Vermutung zu verifizieren, haben wir das erste
und vierte Experiment mit100 verschiedenen Random-Seeds und variierter Partikel-
anzahl in den Bereichen[2; 157] und [10; 400] gestartet, wobei wir jeweils in fünfer
bzw. zehner- Schritten vorgegangen sind.

Abbildung 66: Metrikwerte zu Populationsgröße beiinertia =0, 2 undc2 =1, 8. Die
optimale Populationsgröße liegt zwischen 12 und 27.

Beobachtungen: Die Bilder 66 und 67 zeigen, dass es keine optimale Populations-
größe f̈ur eine bestimmte Funktion gibt, sondern dass diese mit anderen Parameterein-
stellungen interagieren. Bei dem ersten Experiment mitinertia =0, 2 und c2 =1, 8
ist die optimale Anzahl der Partikel zwischen10 und40, bei der zweiten Parameterein-
stellung ist kein eindeutiges Ergebnis zu erkennen, obwohl wir hier mit einer großen
Anzahl von100 Random-Seed die Versuche durchgeführt haben. Bei den besten Ein-
stellungen, die zwischen50 und300 liegen, ist keine Gesetzm̈aßigkeit zu erkennen (die
durchschnittlichen Metrikwerte unterscheiden sich nur um Kleinigkeiten), allerdings
sind die optimalen Einstellungen für die Anzahl der Partikel deutlich höher als bei der
ersten Einstellung der Werte für inertia undc2 . Ob die optimale Populationsgröße
eher vominertia -Wert oderc2 abḧangt, haben wir nicht mehr untersuchen können.

7.3.3.5 Einfluss der Populationsgr öße auf die Robustheit

Aus den Algorithmen-Ausgaben dieser Experimente haben wir zusätzlich Boxplots
erstellt, um die Auswirkung der Populationsgröße auf die Robustheit zu untersuchen.
Die Abbildungen 68 und 69 widerlegen jedoch unsere Vermutung, dass eine große
Anzahl von Partikeln wenige Ausreißer nach unten garantieren. Bei beiden Einstellun-
gen haben die besten Einstellungen der Populationsgröße auch die kleinste Varianz der
Metrikwerte.

154



7.3 Robustheit

Abbildung 67: Metrikwerte zu Populationsgröße beiinertia =0.7 undc2 =0.9. Der
optimale Wert f̈ur die Populationsgröße ist 130. Die Ergebnisse unter-
scheiden sich im Bereich zwischen 80 und 270 jedoch nur gering.

7.3.3.6 Verhältnis zwischen der Populationsgr öße und Anzahl der
Funktionsauswertungen

Zum Abschluss wollten wir untersuchen, ob es ein optimales Verhältnis zwischen der
Populationsgr̈oße und der Anzahl der Funktionsauswertungen gibt. Dazu haben wir
für dieselben Parametereinstellungen die Populationsgröße variiert und die Archive
während der Laufzeit gespeichert, so dass wir zu verschiedenen Populationsgrößen
die gemittelten Metrikwerte im Verlauf von200000 Generationen darstellen konnten.
Unser Design sah folgendermaßen aus:

MopsoOne:

• −−a MopsoOne

• −−t testfkt.ZDT1

• -fevals s 200000

• -g s 1

• -quantityParticle s 4 8 20 60 120 200

• -inertia s 0.4

• -c1 s 1.0

• -c2 s 1.6

• -quantityHypercube s 150
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Abbildung 68: Boxplots f̈ur Populationsgr̈oße beiinertia =0, 2 und c2 =1, 8. Die
kleinste Varianz ist bei besten Werten für Populationsgr̈oße zu erken-
nen.

• -maxVelocity s 5.0

• -maxRepository s 200

• -r i 50

Die Abbildung 70 zeigt die gemittelten Verläufe des Algorithmus bei verschiedenen
Populationsgr̈oßen. Wie man sieht, ist der Lauf mit der kleinsten Population am An-
fang deutlich besser, was daran liegt, dass er mehr Generationen hatten, um sich kon-
tinuierlich zu verbessern und schon recht gute Ergebnisse zu liefern. Allerdings ist der
Lauf mit vier Partikeln nach200.000 Funktionsauswertungen auch der schlechteste
und verbessert sich nach40.000 Funktionsauswertungen kaum noch. Der Lauf mit20
Partikeln ist nach ungefähr30.000 Funktionsauswertungen der beste, wird aber noch
vom Sechziger-Lauf abgefangen. Der Lauf mit der größten Anzahl von Partikeln ist
erst nach etwa120.000 Funktionsauswertungen der beste und scheint sich auch zum
Ende hin am meisten zu verbessern. Insgesamt bestätigt dieses Experiment unsere Ver-
mutung, dass bei steigender Anzahl der zur Verfügung stehenden Funktionsauswertun-
gen eine gr̈oßere Population zu ẅahlen ist.
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Abbildung 69: Boxplots f̈ur Populationsgr̈oße beiinertia =0, 7 und c2 =0, 9. Zwi-
schen 80 und 400 sind keine großen Unterschiede bei der Varianz zu
erkennen.

7.3.3.7 Fazit und Ausblick

In den obigen Experimenten konnten wir einen Einblick geben, wie stark sich die Para-
meter desMopsoOne beeinflussen, und wie schwierig es deswegen ist, die

”
optima-

len“ Parameter zu finden. Außerdem wollten wir insbesondere die Populationsgröße
untersuchen und einige Zusammenhänge herausstellen. Wir konnten zeigen, dass es
nicht die optimale Populationsgröße f̈ur eine Testfunktion gibt, sondern diese auch
von anderen Parametern abhängt. Die Vermutung, dass eine große Anzahl von Par-
tikeln eine bessere Robustheit garantieren würde, konnte von uns nicht bestätigt, so-
gar an einem Beispiel widerlegt werden. Was das Verhältnis zwischen Population und
Funktionsauswertungen angeht, konnten wir zumindest an derZDT1-Funktion zeigen,
dass bei einer größeren Zahl an Funktionsauswertungen prinzipiell eine höhere Zahl
von Partikeln zu ẅahlen ist. Ob sich unsere Beobachtungen auch an anderen Testfunk-
tionen besẗatigen, konnten wir aus Zeitgründen nicht untersuchen.
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Abbildung 70: Verlauf bei verschiedenen Populationsgrößen auf der ZDT1-
Testfunktion. Der Lauf mit der größten Population erreicht am
Ende den besten Metrikwert.
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7.3.4 Anzahl der Funktionsauswertungen

7.3.4.1 Motivation

Nach anf̈anglichenÜberlegungen, in welchen Bereichen wir forschen wollten, fiel auf,
dass der Begriff

”
Zeit“ eine wesentliche Rolle bei der Bewertung der Algorithmen

spielt. Es kann sein, dass man schon nach wenigen
”
Zeiteinheiten“ gute Ergebnisse

erzielt, oder aber man sehr lange warten muss, bis brauchbare Ergebnisse vorliegen.
Diese Betrachtungsweise ist aber mit weiteren Fragestellungen verbunden. Wie de-
finiert man eine

”
Zeiteinheit“? Sicherlich z̈ahlt hier auch der Begriff

”
Raum“ oder

”
Umgebung“ mit hinein, da Programme auf verschiedenen Rechnern schneller oder

langsamer laufen. Auf welchem Problem arbeite ich? Welche Zeitgrenze wird zum
Limit gesetzt in der man ein Ergebnis zu erzielen hat? Ein Beispiel wäre hier aus
dem Bereich der Echtzeitsysteme zu nennen, wo manüberwiegend schnell Ergebnisse
ben̈otigt. Es ẅare fatal, wenn eine Steuerungssoftware in einem Flugzeug sehr lange
für die Berechnung einer Notfallsequenz benötigen ẅurde. Andererseits werden die
Zeitgrenzen sicherlich größer, wenn man ein Bauprojekt zu planen hat. Aufbauend
auf diesen Fragestellungen wollten wir eine Vorstellung entwickeln, wie man mit der

”
Zeit“ bei evolution̈aren Algorithmen umzugehen hat.

Schnell wurde aber klar, dass diese Frage im Rahmen der PG-Veranstaltung zu abstrakt
ist und man sich zun̈achst auf konkretere Fragen einlassen sollte. Daher kamen wir zu
einer spezielleren Frage, mit der wir untersuchten, wie sich verschiedene Funktions-
aufrufe auf die verschiedenen Algorithmen auswirken. Welches Verhalten zeigen die
Algorithmen, wenn man z. B.100 oder1000 Funktionsaufrufe festsetzt? Die zunächst
erste Erwartung war, dass sie sich mit dem Anstieg der Funktionsaufrufe stetig ver-
bessern. Im Verlauf der Untersuchungen kann man davon aber nicht immer ausgehen.
Eine Strategie verschlechterte sich während des Verlaufs. Es besteht auch die Möglich-
keit, dass ein Algorithmus am Anfang bessere Ergebnisse als ein anderer liefert, aber
dann im Verlauf von ihm̈uberholt wird.

7.3.4.2 Planung

Um nun Aussagen̈uber die beschriebene Problematik machen zu können, wurden
mehrere Experimente durchgeführt. Diese wurden folgendermaßen geplant:

Algorithmen: Zur Verfügung haben wir neun verschiedene Algorithmen, aus denen
vier ausgeẅahlt wurden. Es sollten zwei vermutlich schnellere und zwei lang-
samere ausgeẅahlt werden. Hier ist

”
schnell“ und

”
langsam“, in Bezug darauf

zu sehen, wie lange es vermutlich dauert bis brauchbare Ergebnisse vorliegen.
Die schnelleren sind derMopsoOne, der MueRhoLESund die langsameren
derOnePlusOnePG und derBasisGA . Im Verlauf der Untersuchungen stell-
te sich heraus, dass wenn wir

”
fair“ vergleichen und die Ergebnisse anschaulich

darstellen wollen, man bis zu 40000 Funktionsauswertungen bei derDeb und
derZDT1 Testfunktion ben̈otigt. Erst bei dieser Anzahl kann man bei derDeb
und derZDT1 das Verhalten sichtbar machen. Bei derSchaffer hingegen,
kam man schon bei einer kleineren Anzahl zu Ergebnissen.
Es war nun im Vorfeld schon bekannt, dass derBasisGA eine uneffiziente
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Laufzeit bzgl. einer Funktionsauwertung hat und es wurde klar, dass es zu auf-
wändig war, brauchbare Ergebnisse in einer absehbaren Zeit zu bekommen. Da-
her wurde er nicht mit in die Bewertung einbezogen.

Testfunktionen: Da wir für unsere Experimente nun brauchbare Testfunktionen
ben̈otigten, wurde unser Paket auf elf Testfunktionen erweitert, mit Ausnahme
der zwei praktischen Probleme. Hieraus wurden dieDeb, die Schaffer , und
dieZDT1 Funktion genommen.

Metrik: Die folgenden Ergebnisse sind mit derSMetrikFleischer berechnet
worden.

Design- und Analysetools: Für die Experimente wurde dasDesign -Tool und
für die Analyse derMetricsPlotter , der MeanMetricsPlotter und
derSurfacePlotter verwendet.

Der n̈achste Schritt bestand darin, festzulegen, wie die Designaufrufe aussehen sollten.
Möchte man fair vergleichen, so benötigt man zun̈achst ein einheitliches Vergleichs-
kriterium, welches wir mit unserer Metrik haben. Darüber hinaus muss man für die je-
weilige Testfunktion gute Parametereinstellungen der jeweiligen Algorithmen finden.
Diese Problematik wurde bereits oben erläutert. Hat man diese nun gefunden, kann
man die Funktionsauswertungen, also die Anzahl der Generationen oder die Anzahl
der Partikel beimMopsoOne, variieren. Wie die Funktionsauswertungen verändert
werden k̈onnen, ist von Algorithmus zu Algorithmus unterschiedlich und hängt von
dessen Einstellm̈oglichkeiten ab.

Als erstes wurde dieDeb Funktion verwendet, von der wir schon Parametereinstellun-
gen f̈ur den Mopso aus dem Artikel von Coello Coello [11] besaßen. Um aber nachvoll-
ziehen zu k̈onnen, ob diese auch wirklich gut sind und um unseren Erfahrungsspeicher
aufzuf̈ullen, wurde zun̈achst folgender Designaufruf gestartet (diese folgenden Aufru-
fe sind mit der Design-Klasse direkt ausführbar):

MopsoOne:

• –a MopsoOne

• –t testfkt.Deb

• -inertia s 0.4

• -c1 i 1.0 1.5 step 0.1

• -c2 i 1.0 1.5 step 0.1

• -quantityHypercube i 20 60 step 10

• -g i 100 400 step 100

• -quantityParticle i 40 400 step 20

• -maxVelocity s 100
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• -maxRepository i 100 900 step 100

• -randomSeed i 1 20

Für denMueRhoLEShatten wir keine Anhaltspunkte. Daher mußte auch hier ein um-
fangreiches Designs gestartet werden.
MueRhoLES:

• –a MueRhoLES

• –t testfkt.Deb

• -archive i 200 900 step 100

• -lambda i 100 250 step 50

• -mue i 15 25 step 5

• -tau1 s 0.1

• -tau2 s 0.1

• -g i 100 200 step 100

• -rho i 2 3 step 1

• -kappa i 3 9 step 3

• -r i 1 20

Aufgrund der wenigen Parameter beimOnePlusOnePG war das Design hier nicht so
groß.
OnePlusOnePG:

• –a OnePlusOnePG

• –t testfkt.Deb

• -archive i 100 900 step 100

• -deviation i 1.0 5.0 step 1.0

• -g i 1000 40000 step 5000

• -r i 1 20
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7.3.4.3 Ergebnisse

Die Daten, die durch die Designs produziert wurden, sind nun mit den verschiede-
nen Plottern analysiert worden. Dabei konnte man nur eine sehr grobe Vorstellung
erhalten, wie die Parameter einzustellen sind, weil viele Läufe dicht beieinander lie-
gende Metrikwerte erzeugten. Als nächstes wurden daher weitere Designs aufgerufen,
bei denen einzelne Einstellungen spezieller behandelt wurden. Die Ergebnisse wurden
dann haupts̈achlich mit demMeanMetricsPlotter analysiert. Im Folgenden wird
gezeigt, welche Parameter bei den verschiedenen Algorithmen interessant waren und
welche Designaufrufe dadurch besonders zu erwähnen sind.

MopsoOne: Der MopsoOne hat mit seinen neun Parametern die meisten der aus-
geẅahlten Algorithmen, und ist daher schwierig einzustellen. Einer der Haupt-
faktoren ist sicherlich die Anzahl der Partikel. Anfängliche Untersuchungen er-
gaben bei der Debfunktion, dass sich eine Zahl von 40 Partikeln als vorteilhaft
erwiest (siehe Abbildung 71). Wie genau das Verhältnis zwischen Generation
und Partikel sein sollte, wurde in einer gesonderten Experimentierreihe unter-
sucht.
Designaufrufe waren hier z. B.:
(Auswirkung der Partikel)
--t testfkt.Deb --a MopsoOne -quantityHypercube s 40
-c1 s 1.0 -c2 s 1.0
-g s 400 -quantityParticle i 20 80 step 10
-maxRepository s 200
-maxVelocity s 100 -Inertia s 0.4
-randomSeed i 1 30

(Auswirkung der Generationen)
--t testfkt.Deb --a MopsoOne -g i 100 1000 step 10
-quantityParticle s 40 -scalingInertia s 1
-maxInertia s 0.9 -minInertia s 0.4 -c1 s 1 -c2 s 1
-quantityHypercube s 40 -maxRepository s 600
-maxVelocity s 100
-randomSeed i 1 30

Durch diese und noch weiteren Experimentierreihen kam man zu den folgen-
den, bis dahin festgestellten guten Parameter:
-t testfkt.Deb -g 300 -quantityParticle 40
-scalingInertia 1 -maxInertia 0.9 -minInertia
0.4 -c1 1 -c2 1 -quantityHypercube 40
-maxRepository 600 -maxVelocity 100

MueRhoLES: Aus der Literatur war ersichtlich, dass derMuRhoLESmit einem Se-
lektionsdruck von 1/7 und 1/10 (mue/lambda ) gute Ergebnisse im Allgemei-
nen erzielt. Dies waren aber Angaben im einkriteriellen Fall. Diese Besonder-
heit wurde auch im mehrkriteriellen Fall getestet. Es gab aber keine besonderen
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Abbildung 71: Auswirkung von verschiedenen Partikelanzahlen

Erscheinungen bei derDeb Funktion. Bei derSchaffer Funktion sieht man
aber in den Abbildung 72, dass bei einem Selektionsdruck von 1/7 sich die Op-
timierung mehr auf die erste Front bezieht. Bei einem Druck von 1/10 bezieht
sie sich auf die zweite.̈Uber mehrere Generationen hinweg ergeben sich aber
besser G̈utewerte, ẅahlt man einen Druck von 1/7.

Abbildung 72: links Selektionsdruck 1/7 rechts Selektionsdruck 1/10

Designaufrufe waren hier z.B.:
(Auswirkung des Selektionsdrucks)
--t testfkt.Schaffer -g s 100
-mue i 10 15 step 5 -tau1 s 0.1
-tau2 s 0.1 -archive s 600 -lambda s 100
-rho s 3 -r i 1 30
-kappa s 9
(Variation vonkappa )
--t testfkt.Deb --a MueRhoLES -g i 10 400 step 10
-mue s 15 -rho s 3 -lambda s 100
-kappa i 1 9 step 1
-tau1 s 0.1 -tau2 s 0.1
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-archive s 600 -randomSeed i 1 30

Bekannt war auch, dass der Parameter kappa, der das Maximale Alter eines In-
dividuums angibt, oft auf drei gesetzt wird. Unsere Experimente zeigten, dass
neun ein vorteilhafter Wert ist. Dies wurde bei derDeb Funktion festgestellt.
Die guten Parameter ergaben sich zu:
-t testfkt.Schaffer -g 10 -mue 15
-rho 3 -lambda 100 -kappa 9 -tau1 0.1
-tau2 0.1
-t testfkt.Deb -g 200 -tau 0.1
-tau2 0.1 -lamdba 200 -rho 3
-mue 15 -kappa 9

OnePlusOnePG: Der interessante Parameter, der hier einzustellen war, istdevi-
ation , die Standardabweichung. Es wurden Experimente von 1 bis 3 durch-
geführt, wodurch sich ein Wert von eins als gut herausstellte. Man kann davon
ausgehen, dass derOnePlusOnePg bei einer erḧohten Anzahl von Generatio-
nen zu besseren Ergebnissen kommt, was sich auch bestätigte (siehe unten).

Design:
--t testfkt.Deb --a OnePlusOnePG
-deviation i 1.0 3.0
-g i 1000 40000 step 1000
-r i 1 30

Gute Einstellungen :
-t testfkt.Deb -g 40000 -deviation 1.0
-t testfkt.Schaffer -g 3000 -deviation 1.0

Der n̈achste Schritt bestand nun darin die Anzahl der Funktionsauswertungen fest zu
legen, die von1000 bis 40000 fest gesetzt wurden, variiert durch den Generationspa-
rameter. Dann wurde immer nach1000 Evaluationen ausgewertet und der jeweilige
Algorithmus neu gestartet. Es gab also keinen Live-Output und zu jedem Experiment
wurden30 verschiedene L̈aufe bzgl. der Zufallszahlen durchgeführt. Über die dann
erzeugten30 Metrikwerte wurde ein gemittelter Wert gebildet. Bei der Abbildung 73
sieht man schließlich, wie sich die Algorithmen verhalten. Hier wurde die Testfunkti-
onDeb benutzt. Der gemeinsamer Referenzpunkt lag bei (1, 994489; 11, 965702). Bei
wenigen Funktionsauswertungen zeigt derMopsoOne ein deutlich besseres Ergeb-
nis als die anderen zwei, wobeiMueRhoLESundOnePlusOnePG dicht beieinander
liegen. Im Verlauf der Iterationen behauptet derMopsoOne seine Spitzenposition,
während derMueRhoLESim Mittelfeld bleibt. Nach einer kurzen Verschlechterungs-
phase verbessert er sich wieder und gelangt nach 20000 Funktionsauswertungen auf
den vorher erreichten G̈utewert. Er ist auch der einzige, der sich während des Verlaufs
verschlechtert. Seine Kurve steigt nicht kontinuierlich. Dies liegt darin, dass bei einer
hohen Generationsanzahl das Archiv, welches die besten nicht dominierten Lösun-
gen entḧalt, komplett gef̈ullt ist. Treffen nun weitere L̈osungen ein, werden die ers-
ten entfernt, wobei man hier vermutlich eine Verbesserung erzielen würde, wenn die
Lösungen zuf̈allig entfernt werden ẅurden. DerOnePlusOnePG verbessert sich ste-
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tig, wobei derMopsoOne nach14000 nicht über einen G̈utewert von23, 99 hinaus
kommt, wobei man am Ende bei40000 Funktionsauswertungen sieht, dass er bis zu
diesem Zeitpunkt der

”
Beste“ bleibt. Erẅahnenswert ist noch, dass derMueRhoLES

zum Ende hin nicht weiter optimiert und vomOnePlusOnePG überholt wird (siehe
Abb. 74 ).

Abbildung 73: Verlauf der Funktionsauswertungen bei Deb

Abbildung 74: Endverlauf der Funktionsauswertungen bei Deb

Als nächstes galt es nun die Frage zu klären, ob sich dieses Bild auch bei anderen
Testfunktionen ergibt, wenn die Paramter gleich bleiben. Bleibt derMopsoOne der
Beste oder wird er von den anderenüberholt oder produziert er sogar von Anfang an
schlechtere Ergebnisse? Bei den daraufhin folgenden Experimenten wurden die Pa-
rametereinstellungen auf derZDT1 für denMopsoOne und denMueRhoLESnicht
ver̈andert. Bei derSchaffer wurde dann noch ein weiteres Paramter-Tuning durch-
geführt. Möchte man ein absolut präzises Bild bekommen, ab wann welcher Algorith-
mus am besten abschneidet, sind sicherlich weitere genauere Experimente bzgl. guten
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Parameter notwendig. Denn wie bereits gesagt, sind die optimalen Paramter bei ver-
schiedenen Testfunktionen unterschiedlich. Präzise statistische Versuchsauswertungen
wären dazu notwendig, wie wir sie beimMopsoOne durchgef̈uhrt haben (siehe Ka-
pitel 7.3.2 und 7.3.3). Abbildung 75 zeigt nun die Ergebnisse auf derZDT1. Der Re-
ferenzpunkt lag hier bei (1, 999979; 7, 341294). Was vor den Experimenten als Ver-
mutung gëaußert wurde, dass nämlich ein Algorithmus den anderen während der Op-
timierungüberholen k̈onnte, tritt hier nun ein. DerOnePlusOnePG kam hier nicht
mit in die Bewertung, weil er zu schlechte Ergebnisse lieferte und selbst bei einer
sehr hohen Anzahl von Iterationen nicht an die Pareto-Front heran kam. Am Start ge-
winnt derMopsoOne nun deutlich gegen̈uber demMueRhoLES, welcher sich auch
erst nach7000 Funktionsauswertungen verbessert. Ab19000 schneiden sich nun die
beiden L̈aufe und derMueRhoLESübernimmt die Spitze. Ab hier wird sein Verhalten
aber auch undurchsichtiger. Mal optimiert er weiter; mal nicht, wobei derMopsoOne
sich auch verbessert, dies aber nicht so

”
sprunghaft“.

Die Schafferfunktion ist eine der einfacheren mehrkriteriellen Testfunktionen. Sie hat,

Abbildung 75: Verlauf der Funktionsauswertungen beiZDT1

wie auch die Debfunktion, eine geteilte Pareto-Front. Wurden die Experimente mit
den selben Einstellungen wie für dieDeb benutzt, kam es zu Verschlechterung beim
MopsoOne und beimMueRhoLES. Es macht nun auch keinen Sinn, die beiden Al-
gorithmen mit40000 Funktionsauswertungen auf einer solchen Funktion laufen zu
lassen, da sie schon recht früh sehr gute Ergebnisse zeigen. Bei 2000 erkennt man
beimMueRhoLESschon eine hohe Abdeckung der Pareto-Front (siehe Abb. 76).
Werden große Evaluationen benutzt, decken die Algorithmen die Teilfronten nicht
gleichm̈aßig ab (siehe Abb. 77). Hier sieht man, dass die untere Teilfront beim
MueRhoLESsẗarker abgedeckt wird, wobei beimMopsoOne die obere Front sogar

”
aufbricht“ und nicht mehr gleichm̈aßig abgedeckt wird. Dies erklärt auch, warum

beide bei einer gr̈oßeren Anzahl von Funktionsauswertungen, schlechtere Ergebnisse
zeigen (siehe Abbildung 80). Es war nun auch zu vermuten, dass derOnePlusOnePG
gute Ergebnisse zeigt, was sich auch bestätigte. Die Abbildung 78 zeigen die Fronten
einmal bei500 und4000 Funktionsauswertungen.
Wer erreicht nun aber hier ab wann den besten Gütewert? Aufgrund der vorherigen
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Abbildung 76: Pareto-Front produziert vomMueRhoLESbei 2000 Funktionsauswer-
tungen bei der Schafferfunktion

Abbildung 77: Die linke Abbildung zeigt die Pareto-Front vomMueRhoLES bei
20000 und die rechte zeigt denMopsoOne bei40000 Evaluationen

Experimente, die zeigten, dass man schon recht früh zu guten Ergebnissen kam, legte
man ein Intervall von200 bis3000 Evaluationen fest. Abbildung 79 und 80 zeigen den
Verlauf. Der Referenzpunkt lag bei(2, 086976; 17, 938794). DerMopsoOne gewinnt
am Anfang und l̈asst beide wiederum hinter sich. Danach pendeln sich alle zwischen
40, 9 und41, 1 ein, wobei derMueRhoLESauch hier sehr viele Ausreißer zeigt. Der
OnePlusOnePG verbessert sich im Laufe der Optimierung monoton und liefert nach
3000 Auswertungen sogar den besten Metrikwert.
Als Fazit kann man sagen, dass bei einfachen Funktionen derOnePlusOnePG auch
eine geeignete Wahl ist. Bedenken muss man, dass die anderen beiden eine komple-
xere Strategie benutzen und vermutlich eine längere Zeitspanne für ihre internen Be-
rechnungen ben̈otigen. Bei komplexeren Testfunktionen, wieZDT1 versagt er aber
vollkommen.
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Abbildung 78: Pareto-Front produziert vomOnePlusOnePG bei500 und4000 Eva-
luationen

Abbildung 79: Verlauf der Funktionsauswertungen bei Schaffer

Abbildung 80: Endverlauf der Funktionsauswertungen bei Schaffer
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7.3.4.4 Fazit

Ist nun die Frage, wie sich verschiedene Funktionsaufrufe auf die verschiedenen Al-
gorithmen auswirken, eindeutig geklärt? So einfach die Frage klingt, um so schwe-
rer ist es eine genauere Antwort darauf zu finden. Auf den benutzten Testfunktio-
nen kann nun gesagt werden: Ab hier ist derMopsoOne der MueRhoLESoder der
OnePlusOnePG besser. Aber gilt dieses für jedes Problem? Mit Sicherheit nicht.
Man muss immer die Rahmenbedingungen betrachten, unter denen die Experimente
durchgef̈uhrt wurden. Was man sagen kann ist, dass sich die Algorithmen im Verlauf
ihrer Iterationen verbessern, wenn sie optimal eingestellt sind und die Ergebnisse rich-
tig interpretiert werden. Laut unseren Ergebnissen, verbessern sie sich aber ab einer
gewissen Grenze nicht mehr. Werden undurchdachte Funktionsauswertungen benutzt,
kann es zu falschen Aussagen kommen und ein Algorithmus als

”
schlecht“ abgestem-

pelt werden. F̈ur die Praxis gilt, dass wenn das Problem, auf dem optimiert wird, leicht
ist, man mit demOnePlusOnePG schnell zu guten Ergebnissen kommt. Wird das
Problem schwieriger (Deb, ZDT1) so sollte man zu anderen Algorithmen mit komple-
xeren Strategien wechseln.

7.3.5 Fazit der Robustheitsanalysen und Ausblick

Im zweiten Semester der PG-Veranstaltung hat die Robustheitsgruppe versucht, drei
grundlegende Fragen bzgl. der Robustheit von mehrkriteriellen evolutionären Algo-
rithmen zu beantworten. Dabei sind tiefere Einsichten zur Verhaltensweise der Opti-
miermethoden gewonnen worden. Bei unterschiedlichen Eingaben, also verschiedenen
Parametereinstellungen, kam es teilweise zu massivenÄnderungen der Ergebnisse.
Wurden andere Testfunktionen benutzt, so war es auch notwendig, andere Einstellun-
gen zu ẅahlen, um sich der Pareto-Front zu nähern. Wie die Parameter einzustellen
sind, ist also ebenso ein Optimierungsproblem, wie die eigentliche ursprüngliche Su-
che nach dem Maximum bzw. Minimum selbst. Die Gruppe hat mit statistischen Ana-
lysemethoden gearbeitet und festgestellt, wie aufwendig, aber auch sehr interessant
diese Suche ist. M̈ochte man nicht auf vorgegebene Einstellungen zurückgreifen, kann
man beliebig viel Zeit investieren um

”
gute“ Einstellungen zu finden. Es stellt sich die

Frage, ob sich dieser Aufwand auch lohnt. Für theoretische Untersuchungen ist dies
sicherlich erforderlich, in der Praxis kommt es auf die Ausgangssituation an. Haben
wir ein schwieriges Problem, bei dem keine Informationenüber die Struktur vorliegen,
gibt man sich sicher mit einer guten Lösung zufrieden und sucht nicht weiter nach der
absoluten. Ist diese L̈osung auch robust, d. h. sind bei kleinenÄnderungen der Einstel-
lungen keine Instabiliẗaten in den L̈osungen vorhanden, ist dies sicherlich speziell im
Ingenieurbereich sehr zufriedenstellend, da die Stabilität des Systems vielleicht damit
auch gr̈oßer ist. Hier gibt es sicherlich weiteren Forschungbedarf bzgl. der Frage, ob
robuste L̈osungen der Optimierstrategie auch stabile Lösung des zugrundeliegenden
Systems hervorrufen.
Für die Theorie, wie auch für die Praxis, ist die Frage, ab wann welcher Algorith-
mus welche L̈osung produziert, interessant. Kommt man in endlicher Zeit zu einer
Lösung? Braucht man1000 oder50000 Iterationen, um das Optimum zu erreichen?
Welcher Algorithmus produziert in einer angemessenen Zeit brauchbare Lösungen?
Unsere Ergebnisse zeigen, dass diese Frage auch nicht so leicht zu beantworten ist.
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Man kann nicht sagen, dass, wenn einer am Anfang der Suche bessere Ergebnisse
als ein anderer produziert, dies auch im weiteren Verlauf der Suche so ist. Durch-
aus ist es m̈oglich, dass eine am Anfang als schlecht eingestufte Strategie, sich nach
mehreren Durchläufen als besser herausstellt. Um zu einer allgemeineren Aussage
zu kommen, sind hier weitere M̈oglichkeiten offen, indem man die Algorithmen auf
mehreren Testfunktionen benutzt, um sagen zu können:

”
Auf schwierigen Problemen

lohnt es sich, ab dann mit diesem Algorithmus zu arbeiten“. Ist das Problem leicht, so
reicht eine einfachere Strategie. Wir können sagen, dass derMopsoOne bei schwe-
ren Testfunktionen gute Ergebnisse liefert. Diese sind auch robust, geht man von ei-
ner stetigen Verbesserung der Lösung aus. DerMueRhoLEShingegen verbessert sich
auch, doch geschieht dies ziemlich sprunghaft. Wird er

”
falsch“ eingestellt und wer-

den undurchdachte Funktionsauswertungen benutzt, kann es zu falschen Aussagen
bzgl. seiner G̈ute kommen. Bei einfachen Problemen reicht es aber sicherlich aus, mit
demOnePlusOnePG zu arbeiten. Die Aussagenüber gute Paramtereinstellungen ka-
menüberwiegend durch die Betrachtung desMopsoOne. Die erl̈auterten Ergebnisse
bieten einen Anhaltspunkt, wie der Algorithmus einzustellen ist und welche Analy-
sem̈oglichkeiten es gibt, um die gewonnenen Ergebnisse zu interpretieren. Es wäre
weiterhin interessant, wie sich diese Problematik bei anderen Algorithmen verhält.
Der MueRhoLES bietet hier mit seinen vielen Parametern großes Potential. Beim
OnePlusOneOG würde man sicher schnell zu einer genaueren Aussage kommen.
Abschließend kann man sagen, dass die Erforschung der Algorithmen im Rahmen der
Gruppe sehr viel Spaß gemacht hat, da es auch oft zu unerwarteten Situationen kam,
die aber letztlich das Verständnis der Funktionsweise bestärkten. Die Bescḧaftigung
mit diesem Thema bietet weiterhin Spielraum und lässt noch einige Fragen offen.
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7.4 Simulatoren

7.4.1 Temperierbohrung

7.4.1.1 Designs

Nachdem der Simulator für die Temperierbohrung inNObELTJEeingebunden wur-
de und damit benutzt werden konnte, wurden Design-Aufrufe erstellt. Diese Design-
Aufrufe sollten dazu dienen, gute Parameter für das Temperierbohrungsproblem zu
liefern. Folgende Designs wurden mit dem Evolver auf der Basis von Erfahrungswer-
ten gestartet:

– DerMueRhoLESwurde mit den Parameterng 100,mue10, lambda 70, rho
2, 5, 10,tau 1 0.1 und 0.2,archive 50 und 100,kappa 0, 1 und 5, sowie
mit 3, 4 und 5 Bohrungen gestartet. Zudem wurden der Algorithmus statt mit
mue 10 und lambda 70 auch mit der Kombinationenmue 25 und lambda
125 sowiemue50 undlambda 350 gestartet.

– Die Läufe desBasisPSO wurden mit den Parameternc1 von 0 bis 2 in Schritt-
weite 0.2,c2 analog gestartet.Inertia wurde in Schrittweite 0.2 im Bereich
0.2 bis 1 laufen gelassen,g von 20 bis 100 in Schrittweite 20, die Zyklen-Anzahl
(Parametercycles ) von 100 bis 500 in Schrittweite 100 und die Archivgröße
wurde auf 1000 gesetzt. Dieses Design wurde nur für 5 Bohrungen durchgeführt.

– DerMopsoOne wurde mit den Parameterng von 100 bis 500 in 100er Schrit-
ten laufen gelassen, zudem nochquantityParticle von 50 bis 100 in
Schrittweite 1,c1 und c2 von 1 bis 5 in Schrittweite 1,scalingInertia
1, maxInertia 0.9, sowie mit drei verschiedenen Randomseeds. Ebenso wur-
de dieses Design für 3, 4 und 5 Bohrungen laufen gelassen.

– Die Parameter für das R̈auber-Beute Design wareng von 200 bis 10000 in
Schrittweite 200, die Mutationsschrittweite von 0.5 bis 5 in 0.2er Schritten. Die-
ses Design lief f̈ur 3, 4 und 5 Bohrungen druch. Zudem wurde die Archivgröße
so geẅahlt, dass der Wert der Gittergröße entsprach.

– Der recht einfacheOnePlusOnePG Algorithmus wurde mit einem Design auf-
gerufen, bei dem die Parameter Standardabweichung der Mutation von 0 bis 5
in Schrittweite 0.2, die Archivgr̈oße von 10 bis 1000 in Schrittweite 20 und die
Generationsanzahl von 10 bis 1000 in Schrittweite 20 gewählt wurden. Dieses
wurde f̈ur 2, 3, 4 und 5 Bohrungen gemacht.

Die Laufzeit der vorgenannten Aufrufe war teilweise sehr hoch. Zudem kam erschwe-
rend hinzu, dass der Simulator nur unter Windows läuft, sodass diese Aufrufe nicht im
Batch-System des Lehrstuhls 11 bearbeitet werden konnten.
Nach dem Durchlauf dieser Designs mussten die Resultate noch nachbearbeitet wer-
den. Zun̈achst wurden mit Hilfe der KlasseFilterAndDelete die ung̈ultigen Po-
lygonz̈uge aus den Ergebnissen entfernt, sodass di Restriktionen erfüllt wurden. An-
schließend wurde das 12-dimensionale Problem auf drei Dimensionen heruntergebro-
chen, indem nur die zweite, die vierte und die sechste Spalte des Resultatvektors (In-
halt siehe Tabelle 4) betrachtet wurde. Da die S-Metrik nach Fleischer die einzige im
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Projekt implementierte Metrik ist, die mit 12 Dimensionen umgehen kann, diese aber
eine zu lange Laufzeit hatte, musste die Komplexität an dieser Stelle reduziert werden.
Alleine eines von den oben genannten Designs hatte unter Beibehaltung der Dimensi-
onstiefe eine Laufzeit von ca. 35 Tagen.
Um nun zu guten Parametereinstellungen zu gelangen, wurden die bearbeiteten Resul-
tate mit der S-Metrik nach Fleischer bewertet. Die Parameter, die auf der S-Metrik die
besten Werte erreicht haben, wurden als gute Parameter für das Temperierbohrungs-
problem bezeichnet und mit diesen auch die weiteren Testläufe gestartet.
Ziel war es zu sehen, wie gut die bereits implementierten Algorithmen reale Problemen
lösen. Da, im Gegensatz zu den Testfunktionen, die genauen Paretofronten unbekannt
sind, war dieses Problem von besonderem Interesse. Auf den Testfunktionen kann die
Güte eines Algorithmus gemessen werden, indem Ergebnisse mit der wirklichen Pare-
tofront verglichen werden. Bei dem Simulator hingegen werden nur die Algorithmen
untereinander verglichen. Ein Vergleich könnte bewerten, wie schnell die Algorithmen
einen bestimmten Metrikwert erreichen. Eine andere Möglichkeit ist, die maximal er-
reichten Metrikwerte zu vergleichen. Es existieren viele weitere Methoden, die Güte
von Algorithmen zu vergleichen, die hier aber nicht weiter aufgeführt werden sollen.
Weiter wurden mit den gefundenen guten Parametereinstellungen neue Testläufe durch-
geführt, die nach einer vordefinierten Anzahl von Bewertungen das Archiv in einer
Datei zwischenspeicherten. Dadurch wurde der Verlauf der Algorithmen sichtbar und
damit auch feststellbar, welcher Algorithmus sich wie schnell einem bestimmten Me-
trikwert ann̈ahert.
Für die evaluationsbedingte Ausgabe wurden die Designs mit den gefundenen guten
Parametern gestartet. Dieses sind die Parameter, die in der Tabelle 12 aufgelistet wur-
den. Zudem waren die Experimente auf fünf Bohrungen beschränkt, da mehr Bohrun-
gen eine ḧohere Komplexiẗat des Problems darstellen, die damit schwerer zu approxi-
mieren sind. Die Metrikwerte waren besser, wenn nur mit drei Bohrungen gearbeitet
wurde. Da die Algorithmen jedoch auch dann gute Werte liefern sollten, wenn die
Komplexiẗat ḧoher ist, wurden f̈ur diese Untersuchung zunächst nur f̈unf Bohrungen
betrachtet.

Tabelle 12: Gute Parametereinstellugen für den Evolver
Algorithmus Parameter
OnePlusOne standardDeviation 3, g 1000
BasisPSO inertia 1, c2 1, g 90, c1 1.5
MueRhoLES tau2, 0.2, g 100, lambda 175, tau1 0.2,

rho 2, mue 25 kappa 0
MopsoOne minInertia 0.4, c2 3, g 100, quantityParticle 80,

c1 1, scalingInertia 1, maxInertia 0.9
BasisGA mprob 0.03, rprob 0.9, psize 1000

Ein Beispiel, wie ein Design nach durchgeführter Metrikwert-Berechnung aussieht,
ist unter Abbildung 81 zu sehen. Für diese Grafik wurde einGnuplot-Aufruf aus-
geführt, der auf der y-Achse die erreichten Metrikwerte nach der S-Metrik von Flei-
scher zeigt und auf der x-Achse die verschiedenen Läufe, die durch verschiedene Pa-
rametereinstellungen gekennzeichnet waren. Diese Grafik ist durch den Aufruf des
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MeanMetricPlotters entstanden. Da aufgrund von Platzmangel auf der x-Achse
nicht alle Parameter verzeichnet sind, die zu einem Lauf gehören, schreibt der
MeanMetricPlotter diese noch einmal in eine separate Textdatei. In dieser Text-
datei steht dann ebenfalls der erreichte Metrikwert und damit auch der maximal er-
reichte Metrikwert.
Bei dieser Grafik kann man erkennen, dass derOnePlusOnePG Algorithmus im we-
sentlichen auf allen Parametern gleich gut / schlecht ist. Es gibt viele Schwankungen,
so dass man gute Parametereinstellungen nicht ohne weiteres erkennen kann.

Abbildung 81: MeanMetricPlotter -Plot vomOnePlusOnePG. Aufgrund star-
ker Schwankungen der Metrikwerte ist eine Analyse schwierig

7.4.1.2 Erste Evaluationsberechnung

Die Designs f̈ur diesen evaluationsbasierten Output waren wie folgt:

– Je nach Algorithmus die oben genannten guten Parametereinstellungen.

– Mindestens 10000 Evaluationen. Da jeder Algorithmus eine von verschiede-
nen Parametern abhängige Anzahl von Bewertungen durch den Simulator hat,
kann man hier nicht generell den Parameter angeben, wodurch diese Anzahl
an Evaluationen zustande kam. Für denOnePlusOne ergibt sich, dass z. B.
die Anzahl der Evaluationen nur abhängig von der Anzahl der Generationen
ist, während beimBasisPSO die Multiplikation aus den Parameterncycles ,
populationSize und der Anzahl der Generationen schließlich die Anzahl
der Evaluationen ergibt. Generell wurde die Anzahl der Gesamtbewertungen auf
10000 festgesetzt, der Parameterlive wurde auf 500 gesetzt. Falls ein Algo-
rithmus eine Grundpopulation hat, so wurde diese auf 100 Individuen festge-
setzt.
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– Um einen Durchschnitẗuber eine bestimmte Anzahl an Läufen bilden zu k̈onnen,
wurde derrandomSeed auf 500 verschiedene Werte festgesetzt.

Nachdem diese evaluationsbasierten Designs ausgewertet wurden, indem zuerst wie-
der die Resultate mittelsFilterAndDelete auf drei Zielfunktionen herunterge-
brochen und alle unzulässigen Polygonz̈uge entfernt wurden, konnten die Resultate
mittels desPercentageMetricPlotter bewertet und visualisiert. Die Ergebnis-
se entsprachen nicht den Erwartungen, da diese alles andere als aussagekräftig waren.
Die erstellten Grafiken zeigten̈uber komplette Zeitachse jeweils nur einen Wert, der
für denOnePlusOne bei 30% und f̈ur demMopsoOne bei 90% lag. Alle L̈aufe
brauchten die gleiche Anzahl an Bewertungen bzgl. einer Parametereinstellung, um
einen Metrikwert zu erreichen, der mindestens 90% des besten erreichten Metrikwerts
hatte. Auf der x-Achse sieht man dafür die Anzahl der ben̈otigten Evaluationen. Die er-
stellten Bilder liefern Hinweise, dass derOnePlusOne scheinbar im Mittel̈uber alle
Läufe nur selten die 90% des besten erreichten Metrikwertes erreicht. Dieses liegt dar-
an, dass derOnePlusOnePG sehr oft unzul̈assige Polygonz̈uge berechnet, die durch
dasFilterAndDelete gelöscht werden. Dies bedeutet, dass sehr viele Läufe kein
einzigen zul̈assigen Polygonzug errechnet haben.
Hingegen erreicht derMopsoOne bei jedem Lauf den Metrikwert, der 90% des maxi-
mal erreichten Metrikwertes entspricht.
Nach Betrachtung der Grafiken von allen getesteten Algorithmen kam die Vermutung
auf, dass die Algorithmen in der Anfangszeit (also unter 1000 Evaluationen) bereits
recht gut werden und dann keine großen Veränderungen mehr auftreten. Die evalua-
tionsbasierten Designs waren einfach wesentlich zu groß angelegt, um eine Aussa-
ge zu erhalten, welche Algorithmen auf dem Temperierbohrungsproblem schnell gut
werden. Daraufhin wurden alle bereits getesteten Algorithmen mit weniger Gesamt-
Evaluationen wiederholt gestartet.

7.4.1.3 Zweite Evaluationsberechnung

Da das erste gestartete Vorhaben den Verlauf der Algorithmen in einem zu späten Sta-
dium betrachtete, wurden alle Designs noch einmal mit einer Evaluationsanzahl von
1000 gestartet, des weiteren nur mit 150 verschiedenen Random-Seeds (siehe Tabelle
13).
Dabei sind die geẅahlten Parametereinstellungen beim AufrufMopsoOne 1 die Pa-
rametereinstellungen, welche bei dem Anfangsdesign den größten Metrikwert erreicht
haben, die Einstellungen der Parameter vonMopsoOne 2 sind diejenigen, die nach
der Robustheitsuntersuchungen generell gut zu sein scheinen.
Die Resultate dieser L̈aufe (siehe Abbildung 82) sind wesentlich aussagekräftiger.
Nachdem die Aufrufe aus der Tabelle 13 beendet waren, wurde für jeden Algorith-
mus insgesamt dreimal derPercentageMetricPlotter aufgerufen. Der erste
Aufruf des Plotters diente dazu, die Referenzpunkte der einzelnen Algorithmen zu be-
stimmen. Damit die Algorithmen vergleichbar werden, braucht man für die S-Metrik
nach Fleischer einen einheitlichen Referenzpunkt, sowie den besten erreichten Metrik-
wert bez̈uglich dieses Referenzpunktes.
Nachdem derPercentageMetricPlotter für alle Algorithmen einmal aufgeru-
fen wurde, konnte man den Referenzpunkt für die S-Metrik festlegen. F̈ur das Tempe-
rierbohrungsproblem mit diesen Läufen war der Referenzpunkt 2.1-5.0-50.0 geeignet.
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Tabelle 13: Designaufrufe für die zweite Berechnung
Algorithmus Design-Aufruf
OnePlusOne -standardDeviation s 3 -g s 1000 -archiveSize s 1000

-r i 50 200 step 1
MopsoOne 1 -minInertia s 0.4 -c1 s 1 -c2 s 1 -g s 100 -quantityParticle s 10

-scalingInertia s 1 -maxInertia s 0.9
MopsoOne 2 -minInertia s 0.7 -c1 s 1 -c2 s 1 -g s 100 -quantityParticle s 10

-scalingInertia s 1 -maxInertia s 1
MueRhoLES -archive s 100 -tau2 s 0.2 -tau1 s 0.2 -g s 15 -kappa s 0

-lambda s 70 -rho s 2 -mue s 10
BasisPSO -archive s 100 -cycles s 10 -populationSize s 10 -c1 s 1.5 -c2 s 1

-g s 10 -inertia s 1
BasisGA -mprob s 0.03 -rprob s 0.9 -g s 10 -psize s 100

Danach wurde f̈ur alle Algorithmen ein weiteres Mal der
PercentageMetricPlotter aufgerufen, allerdings diesmal mit dem festgeleg-
ten Referenzpunkt für die Metrik. Durch diesen Aufruf wurde der maximalen Metrik-
wert aller L̈aufe und aller Algorithmen ermittelt. Der maximale Metrikwert wurde von
demMopsoOne 1 erreicht und nahm einen Wert von knapp 258.3 an.
Anschließend wurde derPercentageMetricPlotter ein drittes Mal f̈ur alle Al-
gorithmen aufgerufen, wobei der feste Referenzpunkt gesetzt wurde und der Parameter
-bestMetricValue auf den vomMopsoOne 1 erreichten Maximalwert gesetzt
wurde.

Wie die Abbildung 82 zeigt, erreichen alle Algorithmen - eine Ausnahme stellt der
OnePlusOnePG dar - innerhalb k̈urzester Evaluationsanzahl recht gute Ergebnisse.
Die beidenMopsoOne-Einstellungen zeigten keine großen Unterschied. Auf der Gra-
fik erkennt man, dass derMopsoOne 1 leicht schlechtere Metrikwerte liefert als der
MopsoOne 2. Beim MopsoOne 1 hingegen wurden die Parameter genommen, die
auf dem Temperierbohrungsproblem recht gut waren. Auch bei kleinerer Anzahl an
Evaluationen erreichte derMopsoOne 1 den besten Metrikwert, auch wenn er auf der
Grafik

”
nur“ 99 % erreicht hat. Man kann sagen, dass sowohl die gefundenen guten

Einstellungen, als auch die von der Robustheitsgruppe gefundenen guten Einstellun-
gen auf dem Temperierbohrungsproblem gute Werte liefern.
Der BasisGAPG und derBasisPSO machen im Verlauf ihrer Entwicklung einen

”
Sprung“ bei ca. 100 Evaluationen. Dieses liegt daran, dass das Archiv nur alle 50

Evaluationen geprüft und aktualisiert wird. Damit werden̈Anderungen nur in 50er
Schrittenüberhaupt angezeigt.
DerOnePlusOnePG schneidet im Vergleich zu den anderen Algorithmen sehr schlecht
ab. Dieses liegt hauptsächlich daran, dass stets nur ein Individuum erzeugt und an-
schließend bewertet wird. Dabei gibt der Simulator nur die Grenzen des Werkstücks
als g̈ultigen Bereich und die resultierenden Polygonzüge, die der OnePlusOne erzeugt
sind inüber 70% der F̈alle unzul̈assig.

Ein weiterer interessanter Algorithmus ist derMueRhoLES, der bei 100 Evaluatio-
nen einen

”
Sprung“ im Ergebnissgraphen aufweist und anscheinend danach konstant
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Abbildung 82: Verhalten der Algorithmen bei kleinerer Anzahl Evaluationen, veran-
schaulicht anhand des Mittelwertsüber jeweils 150 L̈aufe

bleibt. Dieses Resultat war zunächst verwirrend, da bei den zuerst erzeugten evalua-
tionsbasierten Berechnung dieser recht gut war. In der ersten Berechnungsphase er-
reichte derMueRhoLESbei allen L̈aufen mindestens 90% des besten Metrikwertes.
Um dieses zu erklären wurden die gleichen Parametereinstellungen wie in der Tabelle
13 genommen, und auf 2000 Evaluationen erweitert. Die Abbildung 83 stellt dar, wie
sich der MueRhoLES mit der Zeit entwickelt.
Der starke Sprung, der beimMueRhoLESzu beobachten ist, tritt exakt nach 100 simu-
lierten Individuen auf. Bei dem benutzen Aufruf ist dies exakt die Größe der Startpopu-
lation. Auffällig bei den Ergebnissen war weiterhin das erzeugte Datenvolumen. Das
Archiv der paretooptimalen L̈osungen wurde gegenüber anderen Algorithmen zwar
langsamer gefüllt, allerdings konnte derMueRhoLESbis hin zu 9500 Evaluationen
immer noch weitere paretooptimale Lösungen finden, ẅahrend z. B. derMopsoOne
schon bei 2000 Evaluationen keine neuen Lösungen mehr findet und die Anzahl der
gefunden L̈osungen im Archiv sogar wieder reduziert.

7.4.1.4 Anmerkungen

Die Anzahl der ung̈ultigen Läufe, die Algorithmen bei der zweiten Evaluationsbewer-
tung erzeugt haben, ist in der Tabelle 14 aufgelistet. Dies ist ein weiteres Kriterium,
um die G̈ute eines Algorithmus zu beurteilen.
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Abbildung 83:MueRhoLES-Lauf mit insgesamt 3000 Evaluationen

Tabelle 14: Anzahl ung̈ultiger Läufe je Algorithmus
Algorithmus Anzahl Evaluationen Anzahl ung̈ultige Läufe
OnePlusOne 100 bis 1000 Evaluationen ca. 70%

BasisGA 50 Evaluationen 100%
100 Evaluationen 100%

150 bis 1000 Evaluationen 0%
BasisPSO 50 und 100 Evaluationen ca. 30%

150 und 200 Evaluationen ca. 10%
250 und 300 Evaluationen ca. 2%
350 bis 1000 Evaluationen 0%

Mopso 1 100 bis 1000 Evaluationen 0%
Mopso 2 100 bis 1000 Evaluationen 0%

MueRhoLES 50 und 100 Evaluationen 100%
150 bis 1000 Evaluationen 0%
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Die Anzahl der ung̈ultigen Läufe spiegelt sich auch in der Abbildung 82 wieder. Dieses
erklärt, warum z. B. derOnePlusOnePG immerzu schlechte Ergebnisse produziert,
als auch die oben erẅahnten

”
Spr̈unge“. Warum die Anzahl der ungültigen Läufe so

unterschiedlich sind, ḧangt davon ab, wie die Selektion und Mutation des Algorithmus
aussehen. Dieses Kriterium zeigt auch, wie gut ein Algorithmus mit der Zeit

”
lernt“

um sich zu verbessern.
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7.4.2 Fahrstuhl

7.4.2.1 Gute Einstellungen für den Simulator

Bei dem verwendeten einfachen Fahrstuhlmodell (siehe 5.4.2.3) stellte sich sehr früh
ein ernstes Problem bei der Wahl der richtigen Einstellung für den Simulator. Der S-
Ring-Simulator arbeitet selbst mit Zufallszahlen und ermittelt einen Fitnesswertüber
einer festen Anzahl von Iterationen, die der Simulator für die Evaluation eines Indi-
viduums (genauer: einer Simulator-Eingabe) durchläuft. Mit steigender Anzahl dieser
Iterationen ẅachst auch seine Genauigkeit. So variieren die Ergebnisse bei mehrfa-
chen identischen Aufrufen mit weniger Iterationen wesentlich stärker als bei solchen
Aufrufen mit deutlich mehr Iterationen.

Zu Beginn verwendeten wir einen voreingestellten Standardwert für die Anzahl der
Iterationen von einer Million. Unsere ersten Tests zeigten, dass dabei die Laufzeit
einer Simulation im Vergleich zu unseren Testfunktionen sehr lange dauerte. Tabel-
le 15 zeigt die Laufzeiten von 100 Simulationswiederholungen bei unterschiedlichen
Iterationenanzahlen. Diese Daten wurden auf einem Testsystem gewonnen, das allen
Läufen m̈oglichst gleiche Voraussetzungen bot. Auch sind diese Angaben Mittelwerte
aus f̈unf Wiederholungen.

Tabelle 15: Laufzeit von 100 Simulationen mit variierender Iterationenanzahl; der
verwendete Wert ist hervorgehoben.

Iterationen Laufzeit in Sekunden

10 ≈ 5
100 ≈ 5

1.000 ≈ 5
10.000 ≈ 6

100.000 ≈ 17
1.000.000 ≈ 128

10.000.000 ≈ 1242

Durch die lange Laufzeit des Simulators wurde schnell deutlich, dass die Relevanz
der Geschwindigkeit der implementierten Algorithmen, die bei Anwendung auf un-
sere Testfunktionen noch der bestimmende Faktor war, deutlich in den Hintergrund
rückt. Umfangreichere Experiment-Designs waren mit dieser Laufzeit auf der uns zur
Verfügung stehenden Hardware kaum realisierbar.

Aus dieser Not wurden intensive Laufzeitanalysen mit dem Simulator durchgeführt,
bei denen die Anzahl der Iterationen pro Simulation variiert wurde. Die Tabellen 16
und 17 zeigen die Fitnesswerte für drei verschiedene Individuen, jeweils für die An-
kunftswahrscheinlichkeitenp ∈ {0, 3; 0, 4} und für sieben Iterationszahlen. Ẅahrend
in Tabelle 16 die Fitnesswerte nach einer Simulation aufgeführt sind, zeigt Tabelle 17
die gemittelten Fitnesswerte nach 100 Wiederholungen (siehe auch Kapitel 5.4.2.6).
Nach Abẅagen der Geschwindigkeitsvorteile und dem Genauigkeitverlust ergab sich
für uns eine sinnvolle Iterationenanzahl von 10.000. Der Informationsverlust gegenüber
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einer Million Iterationen war dabei als vertretbar einzustufen, insbesondere vor dem
Hintergrund der Ergebnis-Nachbearbeitung, auf die im Folgenden eingegangen wird.

Tabelle 16: Eine Simulation unterschiedlicher Individuen bei variierender Iteratio-
nenanzahl. Ab 10.000 Iterationen verbessern sich die Ergebnisse im
Verhältnis zum Mehraufwand nur noch unwesentlich. Der verwendete
Wert ist hervorgehoben.

1. Individuum 2. Individuum 3. Individuum
Iterationen p = 0.3 p = 0.4 p = 0.3 p = 0.4 p = 0.3 p = 0.4

10 = 2, 80 = 3, 10 = 2, 80 = 3, 10 = 2, 80 = 3, 10
100 = 5, 17 = 5, 44 = 2, 65 = 3, 46 = 2, 60 = 3, 76

1.000 ≈ 5, 92 ≈ 5, 94 ≈ 2, 97 ≈ 3, 30 ≈ 2, 87 ≈ 3, 52
10.000 ≈ 5, 99 ≈ 5, 99 ≈ 3, 17 ≈ 3, 42 ≈ 3, 02 ≈ 3, 47

100.000 ≈ 6, 00 ≈ 6, 00 ≈ 3, 11 ≈ 3, 44 ≈ 2, 99 ≈ 3, 46
1.000.000 ≈ 6, 00 ≈ 6, 00 ≈ 3, 11 ≈ 3, 44 ≈ 3, 02 ≈ 3, 46

10.000.000 ≈ 6, 00 ≈ 6, 00 ≈ 3, 10 ≈ 3, 44 ≈ 3, 02 ≈ 3, 45

Tabelle 17: Mittelung von 100 Simulationen unterschiedlicher Individuen bei variie-
render Iterationenanzahl. Auch hier werden die Ergebnisse nach 10.000
Iterationen kaum besser. Der verwendete Wert ist hervorgehoben.

1. Individuum 2. Individuum 3. Individuum
Iterationen p = 0.3 p = 0.4 p = 0.3 p = 0.4 p = 0.3 p = 0.4

10 ≈ 2, 28 ≈ 2, 90 ≈ 2, 28 ≈ 2, 78 ≈ 2, 08 ≈ 2, 58
100 ≈ 4, 88 ≈ 5, 29 ≈ 2, 88 ≈ 3, 28 ≈ 2, 94 ≈ 3, 42

1.000 ≈ 5, 90 ≈ 5, 941 ≈ 3, 09 ≈ 3, 44 ≈ 3, 02 ≈ 3, 45
10.000 ≈ 5, 99 ≈ 5, 99 ≈ 3, 10 ≈ 3, 44 ≈ 3, 03 ≈ 3, 45

100.000 ≈ 6, 00 ≈ 6, 00 ≈ 3, 10 ≈ 3, 44 ≈ 3, 02 ≈ 3, 45
1.000.000 ≈ 6, 00 ≈ 6, 00 ≈ 3, 10 ≈ 3, 45 ≈ 3, 02 ≈ 3, 45

10.000.000 ≈ 6, 00 ≈ 6, 00 ≈ 3, 10 ≈ 3, 45 ≈ 3, 02 ≈ 3, 45

Wie bereits erẅahnt, arbeitet der Simulator selbst mit Zufallszahlen. Um diese zu in-
itialisieren ben̈otigt der Simulator einen Random-Seed, der ihm als Parameterüber-
geben wird. Um statistisch auswertbare Ergebninsse zu erhalten, werden Simulato-
rergebnisse verschiedener Random-Seeds gemittelt. Durch diese Arbeit vervielfacht
sich die Laufzeit eines Algorithmus jedoch direkt. Auch wenn es sich lediglich um
einen konstanten Faktor handelt, ist in der Praxis selbst eine Verdopplung der Laufzeit
schmerzhaft.
Dies wird umgangen, indem ẅahrend eines Algorithmen-Laufs nur mit einfachen Si-
mulationen gerechnet wird (welche ein Verrauschen zur Folge haben) und lediglich die
besten L̈osungen des Gesamtlaufs durch Wiederholung und Mittelung nachbearbeitet
werden. Dazu haben wir jedes Ergebnis für jedes Kriterium weitere 100 mal durch den
Simulator evaluieren lassen und diese 100 Ergebnisse arithmetisch gemittelt. Diese
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Mittelwerte bilden schließlich den endgültigen Fitnessvektor.

Ein alternativer Ansatz zur Beseitigung des Rauschens als die Wiederholung der Simu-
lation mit gleicher Iterationenanzahl ist, die Nachbearbeitung mit nur einer einzelnen
Simulation pro Kriterium, jedoch mit deutlich mehr Iterationen im Simulator durch-
zuführen.
Spezielle Versuche haben ergeben, dass der Unterschied zwischen den Ergebnissen ei-
ner Simulation mit 1.000.000 Iterationen und dem Mittel aus 100 Wiederholungen bei
gleicher Iterationenanzahl relativ gering ausfällt. Dies bedeutet, dass eine Nachbear-
beitung bei so vielen Iterationen nicht benötigt würde. Wie aus den Tabellen 16 und
17 ersichtlich ist, ist die Differenz zwischen einem Lauf mit 1.000.000 Iterationen-
dem und dem Mittel aus 100 Wiederholungen mit 10.000 Iterationen deutlich größer.
Aufgrund der Annahme, dass eine höhere Anzahl an Iterationen ein genaueres Ergeb-
nis liefert, ẅare es daher ohne eine Verschlechterung bei der Laufzeit möglicherweise
vorteilhaft, statt 100 Wiederholungen mit 10.000 Iterationen lediglich eine Simulation
mit 1.000.000 Iterationen durchzuführen.
Da diese Idee erst sehr spät entstand, wurden bei allen im Folgenden vorgestellten
Läufen der Algorithmen die Nachbearbeitung mit der 100-fachen Wiederholung und
Mittelung bei 10.000 Iterationen durchgeführt.

7.4.2.2 Idee und Vorgehen

Vor dem Hintergrund der Realzeitsimulation musste festgestellt werden, welche Algo-
rithmen auf dem SRing-Modell die besten und welche innerhalb kürzester Zeit gute
Ergebnisse liefern k̈onnen.
Zu diesem Zweck wurden in einem ersten Schritt die im Projekt vorhandenen Algorith-
men untersucht und somit der Kreis der Testkandidaten festgelegt. In diesen wurden
nur der TabuSearch-Algorithmus (siehe 5.1.8) und derTestAlgo (siehe 5.1.1) nicht
aufgenommen. TabuSearch entspricht nicht den geforderten Kriterien, da der S-Ring
ein reellwertiges und kein kombinatorisches Problem darstellt. Der erste als Implemen-
tation zu Demonstrationszwecken entwickelteTestAlgo versprach als rein randomi-
sierte Heuristik letztendlich keine viel versprechenden Ergebnisse. Außerdem wurde er
an die im Laufe der Zeit weiterentwickelten Funktionen desNObELTJE-Frameworks
nicht angepasst, so dass einige Entwicklungsarbeit notwendig gewesen wäre, um mit
diesem Algorithmus effizient Versuche mit dem SRing-Modell durchführen zu k̈onnen.

Nach der Auswahl der Kandidaten galt es, die Kriterien für die Versuche festzusetzen.
Da als wichtiges Kriterium in unserem Experiment die

”
Zeit“ gelten sollte, musste als

erstes eine Zeitdefinition gefunden werden, die einen Vergleich zwischen den sehr un-
terschiedlich arbeitenden Algorithmen ermöglicht. Da die Echtzeit unter anderem auf-
grund der Notwendigkeit von Simulationen auf unterschiedlichen Rechnern ausschied,
entschieden wir uns, als Zeitfaktor die Anzahl der Simulationsaufrufe zu nehmen. Da-
bei z̈ahlte die Simulation einer L̈osung f̈ur alle Kriterien als ein Simulationsaufruf.

Zwar galt unser Hauptaugenmerk der Leistungsfähigkeit innerhalb kurzer Zeitspan-
nen, jedoch interessiert es natürlich auch, wie die Algorithmen sich bei längeren Simu-
lationen verbessern. Daher sollten die Algorithmen bis zu50000 Evaluationen ausge-
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wertet und die Zwischenergebnisse alle 100 Simulationsaufrufe festgehalten werden,
um einen Vergleich im Langzeit-Verhalten durchführen zu k̈onnen. Um ufgrund der
Randomisierung der Algorithmen zufällig gute (oder schlechte) Läufe auszugleichen,
wurde jedes Design mit etwa 100 unterschiedlichen Random-Seeds gestartet.

Das simulierte Geb̈aude hat sechs Stockwerke und zwei Aufzüge. Als zu optimierende
Kriterien wurden die beiden Ankunftswahrscheinlichkeiten0, 3 und0, 4 geẅahlt.

Diese Werte haben einen rein beschreibenden Charakter der Eigenschaften des Gebäu-
des und des darin befindlichen Fahrstuhlsystems und wurden nicht durch wissenschaft-
liche Analysen geẅahlt. Eine Untersuchung̈uber die Auswirkungen der Gebäudepara-
meter auf die Optimierungsverläufe der Algorithmen ẅare ein weiterer, interessanter
Aspekt.

Für die graphische Auswertung wurden der extra hierfür geschaffene
PercentageMetricPlotter (siehe 5.3.6) und derMeanMetricPlotter (sie-
he 5.3.4), jeweils in Kombination mit der S-Metrik nach Fleischer (siehe 5.2.2.2), her-
angezogen.

Das Vorgehen bei der Analyse der einzelnen Algorithmen mit dem Simulatorähnelt
sehr stark dem der Temperierbohrungs-Experimente (siehe 7.4.1.1). So wurden die
ersten Versuche durchgeführt, um eine gute Konfiguration der Algorithmen zu gewähr-
leisten. Aufgrund des engen Zeitrahmens konnte diese Phase leider nicht erschöpfend
abgeschlossen werden, so dass nicht auszuschließen ist, dass durch weitere Optimie-
rungen an den Parametern bessere Ergebnisse erzielt werden können. Die so gewonne-
nen und verwendeten Parametrisierungen können in Kapitel 7.4.2.6 nachgelesen wer-
den.

Bei einigen Algorithmen stellte sich heraus, dass die im Allgemeinen als gut bewer-
teten Einstellungen auch auf dem S-Ring-Modell gute Ergebnisse liefern können (z.
B. BasisGAPG, siehe 5.1.3). Insbesondere beimMopsoOne (siehe 5.1.6) gestaltete
sich die Suche nach guten Parametern aufgrund der Vielfalt der Optionen als schwie-
rig. Aus diesem Grund wurde dieser Algorithmus zweimal in die Bewertung aufge-
nommen: Einmal mit den optimierten Einstellungen die im Rahmen der ersten Expe-
rimente gefunden wurden (

”
MopsoOne-1“), und einmal mit den Einstellungen nach

Coello ([11],
”
MopsoOne-2“). Erstaunlicherweise führen diese Parametrisierungen zu

gravierenden Unterschieden, die auf die Komplexität der Einstellm̈oglichkeiten des
MopsoOne zurückzuf̈uhren sind.

Nachdem die ersten Ergebnisse vorlagen, wurden für den Percentage-Plotter der Re-
ferenzpunkt (7, 0; 7, 0) und alsBestMetricValue 20 festgelegt, um einen direkten
Vergleich der Ergebnisse in einem Diagramm zu ermöglichen. Mit diesen hohen Wer-
ten wurde sichergestellt, dass keine Punkte einer Front ausgeschlossen und somit gute
Ergebnisse beschnitten werden können.
Aufgrund der internen Funktionsweise des Simulators sind die Fitnesswerte immer
kleiner als die Anzahl der simulierten Stockwerke. In diesem Fall ist der Fitnesswert
jedes Kriteriums also kleiner als sechs. Aufgrund des gewählten Refernzpunktes be-
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trägt der Metrikwert, der bei der verwendetenSMetricFleischer die
”
Fläche“

zwischen den Ergebnissen und dem Referenzpunkt entspricht, daher mindestens eins.
Dies ist bei der Analyse mancher Ergebnisse von sehr hoher Relevanz (wie noch ge-
zeigt wird).

7.4.2.3 Ergebnis

Abbildung 84: Auswertung des Experiments mit dem PercentageMetricPlotter nach
S-Metrik. Übersicht mit den Ergebnissen bis 50000 Evaluationen.

Bei dem so erstellten Plot (Abbildung 84) kann man die getesteten Algorithmen be-
züglich der Endergebnisse in zwei große Gruppen aufteilen: DerSMSEMOApg , der
MopsoOne (Parametrisierung aus der Literatur) und derPredatorPrey liefern re-
lativ früh Ergebnisse, von denen zwischen 80 und 90 Prozent einen Metrikwertüber
18, 4 liefern. Die n̈achste Gruppe (BasisPSO , BasisGA , MopsoOne mit selbst
geẅahlten Einstellungen undMueRhoLES) pendelt sich um 55 Prozent ein, während
derOnePlusOnePG deutlich darunter bleibt.

Betrachtet man nun die Zielsetzung, innerhalb kurzer Zeit gute Ergebnisse erzielen zu
wollen, sollte man seinen Blick näher auf den Ursprung richten (siehe Abbildung 85).
Auch hier gruppieren sich die Algorithmen im Großen und Ganzen nach zwei Kriteri-
en: WährendSMSEMOApg undMueRhoLESihre Ergebnisse in kurzer Zeit deutlich
verbessern, benötigen die anderen eine längere

”
Anlaufphase“. DerMopsoOne mit

selbst geẅahlten Einstellungen benötigt gar weitüber 10.000 Simulationsaufrufe um
überhaupt ann̈ahernd akzeptable Werte liefern zu können und ist daher in Abbildung
85 mit bis 3.000 Evaluationen auf der X-Achse noch nicht zu erkennen.
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Abbildung 85: Auswertung des Experiments mit dem PercentageMetricPlotter nachS-
Metrik. Ursprung aus Abbildung 84 bei vergrößerter Skalierung:̈Uber-
sicht mit Ergebnissen bis 3000 Evaluationen. Bei Betrachtung der Er-
gebnisse nach wenigen Evaluationen zeigt sich ein etwas anderes Bild.

Wenn man die im Plot kleinstm̈ogliche analysierbare Zeiteinheit (nach 100 Evaluatio-
nen) betrachtet ist zu erkennen, dass derPredatorPrey , gefolgt vonMopsoOne
mit evaluierten Parametereinstellungen undBasisPSO , bei kurzer Laufzeit die bes-
ten Ergebnisse findet.

7.4.2.4 Beobachtung einzelner Algorithmen

Dass derBasisGA erst nach 500 Evaluationen einen Metrikwert> 0 annimmt (siehe
Abbildung 85), l̈asst sich durch die gewählte Populationsgröße erkl̈aren: F̈ur jedes neu
generierte Individuum wird ein Simulationsaufruf gestartet, um die Fitness zu bestim-
men. Da aber erst nach der Generierung einer kompletten Folgegeneration mit 400
Individuen das Pareto-Archiv aktualisiert wird, könnenÄnderungen der Pareto-Front
nur nach jeweils 400 Simulationsaufrufen festgestellt werden. Während der ersten 400
Simulationsaufrufe bleibt das Pareto-Achiv also leer, so dass die in 100er Intervallen
festgehaltenen Stände ebenfalls leer sind.

Bei dem außerordentlich guten Abschneiden desSMSEMOApg muss ber̈ucksichtigt
werden, dass dieser Algorithmus die S-Metrik zur Optimierung verwendet (siehe auch
Kapitel 5.1.9). Daher ist es nicht verwunderlich, dass gerade diese Pareto-Fronten bei
der Bewertung durch die hier verwendete Metrik belohnt werden.
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Interessant zu beobachten ist auch der Verlauf desPredatorPrey . Dieser verschlech-
tert sich im Verlauf des Experiments zwischendurch mehrfach, wobei aber insgesamt
dennoch eine steigende Tendenz zu verzeichnen ist (Abbildung 84). Diese Verschlech-
terungen werden durch den Selektionsoperator ermöglicht.

7.4.2.5 Zufall-Ph änomen beim OnePlusOnePG

Der OnePlusOnePG zeigte ein erstaunliches Phänomen. Obwohl der Algorithmus
mit 50.000 Generationen gestartet wurde, lieferte er gelegentlich schlechte Ergeb-
nisse. Wie in Kapitel 7.4.2.2 bereits erwähnt, kann bei dem geẅahlten Geb̈aude der
Fitnesswert f̈ur ein Kriterium nur weniger als sechs betragen. Tatsächlich findet der
OnePlusOnePG in den betroffenen F̈allen nur eine nicht dominierte Lösung, die stets
nur Fitnesswerte größer als5, 99 hat.

Abbildung 86: Box-Plot derS-Metrik-Werte vomOnePlusOnePG mit 100 verschie-
denen Random-Seeds und50.000 Generationen aufSRing: Es gibt
Random-Seed-bedingt sehr starke Ausreißer.

Bei den vielen L̈aufen, die der Ermittlung guter Einstellungen für den Algorithmus
dienten, zeigte sich, dass der gewählte Random-Seed einen deutlich höheren Einfluss
auf die Ergebnisse hat, als der einzig wirkliche Parameter, die Standardabweichung.
Abbildung 86 zeigt ein Box-Plot derS-Metrik-Werte einesOnePlusOnePG-Laufs
mit 100 Random-Seeds,50000 Generationen und einer Standardabweichung von zehn.
Da bei der Berechnung der Metrikwerte der Referenzpunkt(7, 0; 7, 0) verwendet wur-
de, ergibt sich ein Metrikwert von mindestens eins (siehe 7.4.2.2). Am Box-Plot wird
deutlich, dass fast alle Läufe mit Metrikwerten bewertet werden, die größer als17 sind.
Es gibt lediglich wenige Ausreißer, die im Extremfall mit Metrikwerten von ungefähr
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eins bewertet werden. Dies zeigt, dass beimOnePlusOnePG in Abhängigkeit von
der Initialisierung seiner Zufallszahlen diese extremen Einschnitte in der Qualität nur
vereinzelt auftreten. Die meisten Ergebnisse variieren in einer Art, wie es von vielen
Algorithmen bekannt ist. So beträgt der minimale Metrikwert im durchgeführten Ver-
such1, 01, während das Maximum bei19, 71 und das arithmetische Mittel bei18 liegt.
Nach der Entdeckung dieses Phänomens haben wir den Algorithmus u. a. mit den glei-
chen Random-Seeds auf mehreren Testfunktionen gestartet, das Phänomen dort jedoch
nicht erzeugen k̈onnen. Bisher haben wir für dieses Pḧanomen auch keine klare Ursa-
che gefunden.

7.4.2.6 Verwendete Designs

Im Folgenden werden die wie in Kapitel 7.4.2.2 beschrieben ermittelten Parameter für
weitergehende Experimente oder Verifikationszwecke aufgeführt. Die Ergebnisse, die
in die Auswertung dieses Experiments einflossen, wurden mit genau diesen Werten
gewonnen.

BasisGAPG Das Design, das zur Erstellung des Vergleichs für denBasisGAPG
geẅahlt wurde, beinhaltet die folgenden Parameter:

• Populationsgr̈oße: 400

• Generationen: 125

• Mutationswahrscheinlichkeit: 0,01

• Rekombinationswahrscheinlichkeit: 0,6

BasisPSO DerBasisPSO wurde folgendermaßen konfiguriert:

• Cycles: 150

• Generationen: 20

• Partikelanzahl: 17

• c1: 1

• c2: 0.5

• inertia: 0.2

• Archivgröße: 1000

MopsoOne DerMopsoOne, welcher sehr viele Einstellm̈oglichkeiten bietet, wur-
de mit zwei verschiedenen Einstellungen getestet, die erste ist durch eigene Versuche
entstanden, die zweite ist der Vorschlag gemäß Coello Coello [11]:

1. • Generationen: 1000

• Partikelanzahl: 50
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• c1: 1.2

• c2: 1.2

• Trägheitswert inertia: 0.6

• Veränderung des Trägheitswertes ẅahrend des Laufes: deaktiviert (0)

• Maximale Geschwindkeit eines Partikels: 5

• Anzahl Hyperkuben: 150

• Archivgröße: 150

2. • Generationen: 125

• Partikelanzahl: 400

• c1: 1

• c2: 1

• Trägheitswert inertia: 0.4

• Veränderung des Trägheitswertes ẅahrend des Laufes: deaktiviert (0)

• Maximale Geschwindkeit eines Partikels: 100

• Anzahl Hyperkuben: 30

• Archivgröße: 200

MueRhoLES Für denMueRhoLES-Algorithmus, der recht viele Einstellm̈oglich-
keiten bietet, wurden die folgenden Parameter gewählt:

• Generationen: 500

• Größe der Elternpopulation (µ): 15

• Größe der Offspringgeneration (λ): 100

• Anzahl der Eltern pro Individuum (ρ): 3

• Lebenszeit eines Individuums (κ): unbeschr̈ankt (0)

• tau1: 0.1

• tau2: 0.2

• Archivgröße: unbeschränkt (0)

OnePlusOnePG Beim einfachenOnePlusOnePG-Algorithmus mussten nicht vie-
le Einstellungen festgelegt werden:

• Generationen: 50000

• Standardabweichung bei der Mutation: 10

• Archivgröße: unbeschränkt (0)
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PredatorPrey Für denPredatorPrey -Algorithmus wurden die folgenden Para-
meter geẅahlt:

• Archivgröße: 500

• Generationen: 25000

• Selektionsmethode:
”
0“, nach Laumanns (vergl. auch Kap. 5.1.7 und [12])

• Varianz: 0,5

SMS EMOA pg Das Design desSMSEMOApg wurde mit den folgenden Parame-
tern gestartet:

• Generationen: 50000

• µ: 100

• Selektionsmethode:
”
0“, die empfohlene Variante mit komplettem Funktions-

umfang (siehe auch Kap. 5.1.9)
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8 Zusammenfassung, Fazit

Die Aufgabe der Projektgruppe, ein Softwareprodukt zu erstellen, das als Experimen-
tier-Umgebung f̈ur die Mehrzieloptimierung mit heuristischen Verfahren dient, wurde
im Sommersemester2004 mit NObELTJE erfüllt.
Das zweite Semester wurde zur Erforschung der Heuristiken genutzt.
Neben der Implementierung der verschiedenen Ansätze, zweier evolution̈aren Strate-
gien, zweier Particle Swarm Optimization Ansätzen, einem genetischen Algorithmus,
einem R̈auber-Beute-Algorithmus und einem Tabu Search Ansatz, wurde der SMS-
EMOA-Algorithmus um Selektionskriterien erweitert. Zur Beurteilung der Ergebnisse
der genannten Algorithmen auf Testfunktionen und Anwendungsproblemen wurden
ausgeẅahlte Metriken, die Euklid-Metrik, die C-Metrik und die S-Metrik nach der
Implementierung von Fleischer von der PG447 implementiert. Neben diesen mathe-
matischen Beurteilungen wurdeNObELTJE außerdem mit Visualisierungs-Tools, die
die Ergebnisse und deren Metrik-Werte darstellen, bzw. Statistik-Tools mit Anbindung
an die SpracheR versehen. Als Optimierungsprobleme wurden einige Testfunktio-
nen, u. a. auch die ZDT-Funktionen, sowie die Anbindung an das Fahrstuhl- und das
Temperierbohrungsproblem implementiert.NObELTJEwurde unter der GPL Lizenz
veröffentlicht. Weitere Informationen dazu sind im Kapitel Lizenz (6.3) verfügbar.

Zu Beginn des zweiten Semesters wurden die Gruppen
”
Visualisierung“,

”
Fahrstuhl“,

”
Temperierbohrung“,

”
Robustheit“ und

”
Metriken-Selektion“ gebildet. Ihre Arbeit

wird im Folgenden zusammengefasst.

8.1 Visualisierung

Die Visualisierungsgruppe beschäftigte sich mit Statistik, Darstellungsformen und gra-
fischen Analyseverfahren (siehe Kapitel 7.1). Einige dieser Darstellungstechniken und
statistischen Verfahren wurden inNObELTJEimplementiert (siehe Kapitel 5.3) und
konnten in der Forschung der Projektgruppe verwendet werden. Viele der Abbildun-
gen in diesem Endbericht wurden mit diesen Tools erzeugt. Verfahren, die sich nicht
automatisieren ließen, konnten erfolgreich angewendet werden, um Daten der anderen
Gruppen zu analysieren.

8.2 Anwendungsproblem Fahrstuhl

Ziel im zweiten Semester war es, einen Fahrstuhlsimulator aus der Industrie in das
NObELTJE-Projekt einzubinden (siehe Kapitel 5.4.1.10) und Analysen hinsichtlich
der Echtzeitoptimierung durchzuführen (siehe Kapitel 7.4.2.2).

Umgesetzt wurde dies mit dem S-Ring-Modell (siehe Kapitel 5.4.2.3). Nach ausführli-
chen Tests wurden anschließend Simulationsläufe mit allen im Projekt zur Verfügung
stehenden und relevanten Algorithmen durchgeführt und ein Diagramm erstellt (siehe
Kapitel 7.4.2.3), das einen gutenÜberblicküber deren Leistungsfähigkeit gibt.
Die so gewonnenen Erkenntnisse unterstützen den Leser bei der Auswahl der richtigen
Algorithmen und Parameter zur näheren Untersuchung der Echtzeit-Simulation.
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8.3 Anwendungsproblem Temperierbohrung

Die Integration des Simulators für die Temperierbohrungen in das nach dem ersten
Semester vorhandene Projekt war der wesentliche Punkt, der von diesem Teil unserer
Projektgruppe bearbeitet wurde.

Diese Aufgabe wurde erfolgreich gelöst und mit einigen Experimenten abgeschlossen,
die das Verhalten diverser Algorithmen auf diesem praxisrelevanten Problem zeigen
sollten. Dabei ergab sich, dass sämtliche von der PG implementierten Algorithmen in
der Lage sind, auf diesem Problem Lösungen zu finden. Die Qualität der Algorith-
men variierte allerdings stark. Durch schnelle gute Ergebnisse tat sich vor allem der
mehrkriterielle Particle Schwarm Optimization AnsatzMopsoOne hervor, wie in der
Abbildung 82 zu sehen ist.

8.4 Robustheit

Die Gruppe Robustheit sollte die Algorithmen auf die Robustheit der Ergebnisse bei
unterschiedlichen Parametereinstellungen untersuchen, also Parametertuning durch-
führen.

Dazu wurde derMopsoOne auf verschiedenen Testfunktionen angewendet. Bei allen
untersuchten Testfunktionen fiel auf, dass die Parameterinertia undc2 besonders
großen Einfluss auf die G̈ute der Ergebnisse hatten, und die richtige Wahl dieser Para-
meter gute Ergebnisse garantieren sollte.

Bei dem Vergleich der AlgorithmenMopsoOne, MueRhoLES undOnePlusOne-
PGerkannten wir, dass derOnePlusOnePG bei einfachen Testfunktionen (Schaffer,
Deb) kaum schlechter abschneidet alsMopsoOne und MueRhoLES, bei derZDT1
jedoch deutlich schlechter ist.

Bei der Untersuchung der Populationsgrößen desMopsoOne bei verschiedenen An-
zahlen von Funktionsauswertungen erkannten wir, dass bei einer größeren Anzahl der
zur Verfügung stehenden Funktionsauswertungen auch eine größere Anzahl der Parti-
kel vorzuziehen ist.

8.5 Metriken-Selektion

Diese Kleingruppe sollte nach einer Metrik suchen, die als Selektionskriterium in den
SMS-EMOA integriert werden sollte und die Lösungen des SMS-EMOA, der mit un-
terschiedlichen Selektionskriterien auf den ZDT-Funktionen angewendet wurde, ver-
gleichen.

Mit der selectDomPoints -Metrik hat die PG447 eine Metrik gefunden, die als
Selektionskriterium benutzt werden kann. Der Vergleich des SMS-EMOA (siehe Ka-
pitel 7.2) in der Originalfassung mit dem SelektionskriteriumselectDomPoints
ergab, dass die neue Fassung nicht schlechter als die originale ist und sogar Vorteile
im Rechenaufwand und auf den ZDT-Funktionen besitzt.
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